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ŧyj tak, jakbyŜ miağ umrzeĺ jutro. Ucz siň tak, jakbyŜ miağ Ũyĺ wiecznie. 
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Streszczenie 

Sekcja zwğok jako czynnoŜĺ niepowtarzalna przeprowadzana jest tylko raz. Jej wyniki sŃ 

kluczowe zar·wno dla medycyny sŃdowej, jak i dla toczŃcych siň postňpowaŒ. Z tego powodu 

dokumentacja z sekcji zwğok odgrywa istotnŃ rolň w procesie dowodowym, zapewniajŃc 

transparentnoŜĺ i umoŨliwiajŃc p·ŦniejszŃ analizň przez ekspert·w. Znaczenie medycyny 

sŃdowej dla wymiaru sprawiedliwoŜci jest wiňc niepodwaŨalne, ujawniajŃc informacje                 

o przestňpstwie, jak do niego doszğo, a nawet kto m·gğ je popeğniĺ. Pod tym wzglňdem podczas 

zewnňtrznej sekcji zwğok nastňpuje klasyfikacja ujawnionych obraŨeŒ, gdzie jako jedne                

z istotniejszych i najczňŜciej wystňpujŃcych wymienia siň podbiegniňcia krwawe i otarcia 

nask·rka. Podbiegniňcia krwawe (ang. bruises) to wylew krwi do tkanek podsk·rnych w 

wyniku uderzenia lub ŜciŜniňcia co w konsekwencji powoduje miaŨdŨenie tkanek miňkkich                          

i rozrywanie naczyŒ krwionoŜnych jednak bez naruszania sk·ry. Ten typ obraŨeŒ jest niezwykle 

istotny w przypadkach wykrywania przemocy. Z kolei, otarcia nask·rka (ang. abrasions) 

pojawiajŃ siň w wyniku urazu, kiedy dziağajŃce na ciağo narzňdzie ociera sk·rň z warstwy 

zrogowaciağej, tym samym obnaŨajŃc brodawki sk·ry wğaŜciwej. WielkoŜĺ otarcia przyjmuje 

r·Ũne formy, od niewielkich do pokrywajŃcych znaczne obszary ciağa. Natomiast ksztağt             

w duŨej mierze uzaleŨniony jest od uŨytego narzňdzia oraz kŃta jego oddziağywania. WğaŜciwa 

analiza otarcia znaczŃco przyczynia siň do ustalenia przebiegu zdarzenia czy uŨytego narzňdzia 

(rozumianego r·wnieŨ jako obiekt), kt·re spowodowağo dane obraŨenie. Tradycyjne metody 

analizy obraŨeŒ, opierajŃ siň na ocenie wzrokowej i czňsto uzaleŨnione sŃ nie tylko od 

doŜwiadczenia lekarza medycyny sŃdowej, jak r·wnieŨ od jego subiektywnych spostrzeŨeŒ. 

Postňp rozwoju technologii cyfrowych analiz, skğoniğ autorkň do pr·by ich implementacji w 

obszarze medycyny sŃdowej. 

Wobec powyŨszego niniejsza rozprawa doktorska, w oparciu o obrazy post-mortem, 

przedstawia wybrane algorytmy uczenia gğňbokiego do detekcji i klasyfikacji dw·ch typ·w 

obraŨeŒ (podbiegniňcia krwawe i otarcia nask·rka) oraz ich zapisu na wygenerowanych 

cyfrowych modelach 3D. Opracowane przez autorkň rozwiŃzania cyfrowe dodatkowo 

umoŨliwiğy przeprowadzenie zaawansowanych analiz morfologicznych w przestrzeni 2D 

przyczyniajŃc siň do poprawy wyrazistoŜci, granic i kontur·w obraŨeŒ dziňki operacjom na 

macierzach konwolucji. Natomiast analizy morfometryczne przeprowadzone w przestrzeni 3D 

pozwoliğy na precyzyjne okreŜlenie takich cech obraŨeŒ, jak ich ksztağt, wielkoŜĺ, gğňbokoŜĺ 

czy kierunek powstania, co znaczŃco usprawniğo klasyfikacjň oraz rekonstrukcjň mechanizmu 



 
8 

 

ich powstawania. Opracowane rozwiŃzania znaczŃco przyspieszyğy czas rozpoznania                     

i rejestracji obraŨeŒ w por·wnaniu z tradycyjnymi metodami. Dodatkowo, wyeliminowano 

wpğyw subiektywnych czynnik·w, takich jak poŜpiech czy doŜwiadczenie lekarza. 

Proponowane rozwiŃzania pozwoliğy na stworzenie unikatowej bazy danych dla medycyny 

sŃdowej oraz wykazağy, Ũe elementy zewnňtrzne, takie jak pğyny czy zabrudzenia, nie wpğywajŃ 

znaczŃco na jakoŜĺ cyfrowej dokumentacji ciağ i umoŨliwiajŃ precyzyjnŃ segmentacjň 

semantycznŃ, modelowanie 3D ciağ oraz analizň obraŨeŒ bez koniecznoŜci uprzedniego ich 

przygotowania. Dziňki temu proces dokumentacji i analizy stağ siň bardziej efektywny, tym 

samym osiŃgajŃc: 

¶ moŨliwoŜĺ wsparcia sekcji zewnňtrznych w medycynie sŃdowej poprzez szybkŃ, 

precyzyjnŃ i nieinwazyjnŃ metodň wspomagajŃcŃ istniejŃce tradycyjne metody analizy 

obraŨeŒ. PodejŜcie to moŨe odnaleŦĺ zastosowanie w sytuacjach, gdzie czas ma kluczowe 

znaczenie, obraŨenia sŃ drobne lub trudne do zauwaŨenia, lub gdy wystňpuje ich wiele; 

¶ udoskonalenie analizy przypadk·w klinicznych dotyczŃcych ofiar przemocy poprzez 

zastosowanie automatycznej metody dokumentowania obraŨeŒ umoŨliwiajŃc 

zrozumienie dynamiki i przyczyny, szczeg·lnie w przypadkach obraŨeŒ sugerujŃcych 

charakter celowy ich zadania. Wspomaganie dochodzenia w sytuacjach przemocy jest 

kluczowe i wymagajŃce szczeg·lnej uwagi. Liczne podbiegniňcia krwawe i otarcia 

nask·rka w r·Ũnych stadiach gojenia, zwykle wskazujŃ na powtarzajŃcŃ siň przemoc; 

¶ analizň wykrytych i udokumentowanych obraŨeŒ stosujŃc zaawansowane technologie 

cyfrowe do szczeg·ğowego badania wykrytych obraŨeŒ poprzez analizy morfologiczne    

i morfometryczne. Takie podejŜcie umoŨliwia precyzyjne okreŜlenie cech obraŨeŒ, takich 

jak ich ksztağt, wielkoŜĺ, gğňbokoŜĺ czy kŃt/kierunek powstania, co wspiera klasyfikacjň 

i ocenň ich charakteru. Dodatkowo, przeprowadzenie takich analiz pomaga                            

w identyfikacji potencjalnych wzorc·w, a to z kolei wspiera rekonstrukcjň mechanizmu 

powstawania obraŨeŒ oraz w przygotowaniu ekspertyz sŃdowych. 

NaleŨy podkreŜliĺ, Ũe powstağa w ten spos·b cyfrowa dokumentacja w postaci wirtualnego 

modelu 3D ciağa wraz wyrytymi i naniesionymi obraŨeniami, stanowi trwağy zapis stanu ciağa 

ofiary. Dokumentacja ta moŨe byĺ wielokrotnie analizowana w dowolnym czasie, nawet w 

sytuacjach, gdy ciağo jest juŨ niedostňpne lub wymagağoby ekshumacji. 

 

Sğowa kluczowe: fotogrametria, medycyna sŃdowa, modelowanie 3D, obraŨenia, segmentacja 

semantyczna, uczenie gğňbokie, widzenie komputerowe, zdjňcia post-mortem 
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Abstract 

Title: Development of a methodology for using deep learning and automated 3D modelling in 

the study of body injuries based on post-mortem images. 

 

The post-mortem examination, as a unique activity, is carried out only once. Its results are 

crucial for both forensic medicine and ongoing investigations. For this reason, post-mortem 

documentation plays an important role in the evidentiary process, ensuring transparency and 

enabling subsequent analysis by experts. The importance of forensic medicine for justice is 

therefore undeniable, revealing information about a crime, how it happened, and even who may 

have committed it. In this respect, the external post-mortem examination identifies the injuries 

revealed where bruises and abrasions are listed as some of the most common and important. A 

bruise is a sign of haemorrhage into the skin, the tissues beneath the skin, or both. It is typically 

caused by a blow or squeeze that crushes soft tissues and ruptures blood vessels but does not 

break the skin. This type of injury is extremely important in cases of abuse recognition. An 

abrasion occurs when the skin's superficial layers are scraped away. The size of the abrasion 

varies from small to large areas of the body. In contrast, the shape depends mainly on the tool 

used and the angle of its impact. A proper analysis of the abrasion contributes significantly to 

determining the course of the incident or the tool (also understood as an object) used to cause 

it. Traditional methods of injury analysis rely on visual assessment and are often dependent not 

only on the experience of the forensic pathologist but also on their subjective observations. 

Advances in digital analysis technologies have prompted the author to explore their 

implementation in forensic medicine, identifying the main challenge as ensuring high-quality 

and precise data, which is essential for obtaining reliable and accurate results.  

Given the above, this doctoral dissertation, based on post-mortem images, presents selected 

deep learning algorithms for the detection and classification of two types of injuries (bruises 

and abrasions) and their documentation on generated 3D digital models. The digital solutions 

developed by the author additionally enabled advanced morphological analyses in 2D space, 

enhancing the clarity, boundaries, and contours of injuries through operations on convolution 

matrices. Meanwhile, morphometric analyses conducted in 3D space allowed for the precise 

determination of injury characteristics such as shape, size, depth, and direction of occurrence, 

significantly improving the classification and reconstruction of the mechanism of injury 

formation. The developed solutions considerably accelerated the recognition and recording of 
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injuries compared to traditional methods. Furthermore, they eliminated the influence of 

subjective factors, such as haste or the physician's level of experience. The proposed solutions 

facilitated the creation of a unique forensic database and demonstrated that external elements, 

such as fluids or contaminants, do not significantly affect the quality of digital body 

documentation. This enables precise semantic segmentation, 3D body modelling, and injury 

analysis without prior preparation of the body. As a result, the documentation and analysis 

process became more efficient, achieving:: 

¶ the ability to support external examinations in forensic medicine through a rapid, precise, 

and non-invasive method that complements existing traditional methods of injury 

analysis. This approach can be particularly valuable in cases when time plays a crucial 

role, we have minor or low-visibility injuries that may be missed easily or we have a large 

set of injuries on one body; 

¶ improvements in the analysis of clinical cases involving victims of violence by applying 

an automated method for documenting injuries. This facilitates the understanding of 

injury dynamics and causes, particularly in cases where injuries suggest deliberately 

infliction. Supporting investigations in cases of violence is crucial and requires particular 

attention, especially in cases involving child abuse. Multiple bruises and abrasions in 

varying stages of healing may indicate repetitive physical assault; 

¶ the analysis of detected and documented injuries using advanced digital technologies for 

detailed examinations through morphological and morphometric analyses. This approach 

enables precise determination of injury characteristics, such as their shape, size, depth, or 

angle/direction of occurrence, thereby supporting their classification and evaluation. 

Additionally, such analyses help identify potential patterns, which support the 

reconstruction of injury mechanisms and the preparation of forensic reports.  

It should be emphasised that the resulting digital documentation of the victim, in the form of a 

3D virtual body model with marked and recorded injuries, constitutes a permanent record of 

the victim's condition. This documentation can be analysed repeatedly at any time, even in 

situations where the body is no longer accessible or would require exhumation. 

 

Keywords: 3D modelling, computer vision, deep learning, forensic medicine, injuries, 

photogrammetry, post-mortem images, semantic segmentation 
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TIP - ang. Tissue-Injuries of Post-mortem 

TIPPI - ang. Targeted-Injury Post-mortem Perception and Identification system 
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1. Wprowadzenie 

Liczba zgon·w na cağym Ŝwiecie z kaŨdym rokiem stale roŜnie. Od kilku lat moŨna 

zaobserwowaĺ bardzo duŨy wzrost, kt·ry szczeg·lnie notuje siň dla przypadk·w nagğych 

zgon·w. Narodowe Centrum Statystyki Zdrowia (NCHS, ang. The National Center for Health 

Statistics) stwierdziğo, Ũe do 2020 roku wskaŦnik zab·jstw w Stanach Zjednoczonych wzr·sğ   

o 49%, natomiast w latach 2019-2020 odnotowano najwyŨszy roczny wzrost tego wskaŦnika 

we wsp·ğczesnej historii (Curtin & Garnett, 2023). Z kolei w Wielkiej Brytanii, w Londynie    

w 2021 roku, przyczynŃ 74,4% wszystkich zab·jstw byğy ataki z wykorzystaniem noŨy lub 

innych narzňdzi ostrych co w por·wnaniu z rokiem 2020 stanowi wzrost o 15,6% (London teen 

homicides: Boyôs stabbing is record 30th killing, 2021). Ponadto w 2021 roku, prawie poğowa 

zgon·w zgğaszanych koronerom wymagağa przeprowadzenia dochodzenia w sprawie udziağu 

os·b trzecich (Coroners statistics 2021: England and Wales, 2022). NaleŨy zauwaŨyĺ, Ũe 

przemoc domowa stanowi obecnie narastajŃcy problem wystňpujŃcy na cağym Ŝwiecie, r·wnieŨ 

w Polsce. Zgodnie ze statystykami europejskimi, Polska naleŨy do kraj·w z najwiňkszym 

odsetkiem mğodych ludzi (>15 roku Ũycia), kt·rzy doŜwiadczyli przemocy domowej lub 

seksualnej (GraduszyŒska i in., 2022). Sama przemoc domowa, kt·ra ma tendencjň wzrostowŃ, 

przyczynia siň do zwiňkszenia liczby zab·jstw aŨ o 500%. Jest to r·wnieŨ jedna z przyczyn 

rosnŃcej liczby wykonywania sŃdowo-lekarskich sekcji zwğok, przy wciŃŨ ograniczonej liczbie 

wykwalifikowanych lekarzy medycyny sŃdowej (Alfsen i in., 2022; Increasing the Number, 

Retention and Quality of Board Certified Forensic Pathologists, b.d.). Niezaprzeczalnie 

obserwuje siň, Ũe rosnŃca liczba przeprowadzanych sekcji zwğok ma r·wnieŨ zwiŃzek ze 

wzrastajŃcŃ liczbŃ konflikt·w zbrojnych. Zaostrzone dziağania wojenne pomiňdzy UkrainŃ         

a RosjŃ trwajŃce od 2022 r. pochğonňğy ponad 10 675 ofiar cywilnych (Report on the human 

rights situation in Ukraine, 1 December 2023 ï 29 February 2024 [EN/UK], 2024) i 31 tys. 

ofiar militarnych po stronie Ukrainy oraz ponad 180 tys. ofiar militarnych po stronie Federacji 

Rosyjskiej (ĂZelensky: 31,000 Ukrainian soldiers killed in Russiaôs warò, 2024). Ponadto od 

momentu ataku organizacji terrorystycznej Hamas na terytorium Izraela od 2023 r., zginňğo 

ponad 1200 cywili i 259 Ũoğnierzy po stronie Izraelskiej oraz ponad 33 tys. cywili i 432 osoby 

zaangaŨowane w walki zbrojne po stronie Gazy (UNOCHA, 2024). W wyniku dziağaŒ 

wojennych, niekt·re instytuty na Ŝwiecie, w tym Unit of Forensic Medicine at the University 
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Center of Legal Medicine Lausanne-Geneva, proszone sŃ o tymczasowe wsparcie w postaci 

wysğania wykwalifikowanego personelu1. 

Istotnym z punktu widzenia dochodzenia w sprawach o znňcanie siň, przemoc czy zab·jstwo 

oraz jako dow·d w sprawach sŃdowych jest rozpoznanie i dokumentacja obraŨeŒ na powğokach 

ciağa. Tradycyjne metody wciŃŨ powszechnie stosowane, opierajŃ siň na ocenie wzrokowej          

i czňsto uzaleŨnione sŃ nie tylko od doŜwiadczenia lekarza medycyny sŃdowej, jak r·wnieŨ od 

jego subiektywnych spostrzeŨeŒ. Takie podejŜcie stwarza moŨliwoŜci popeğniania bğňd·w            

i wystŃpienie braku sp·jnoŜci w ocenie. Istotny jest r·wnieŨ fakt, Ũe w praktyce nie zostağy 

wprowadzone standardowe protokoğy postňpowania i istniejŃ spore rozbieŨnoŜci uzaleŨnione 

od wewnňtrznie przyjňtych norm danego instytutu (Sasidharan & Al-Kandary, 2019). Ponadto, 

badania nad szybkim wykrywaniem i klasyfikacjŃ obraŨeŒ w kontekŜcie konflikt·w zbrojnych 

mogŃ okazaĺ siň niezbňdne nie tylko do skutecznego zarzŃdzania kryzysowego, ale takŨe ze 

wzglňdu na potrzebň dokumentowania przypadk·w masowych grob·w umoŨliwiajŃc 

dochodzenie prawdy historycznej i zapobieganie bezkarnoŜci sprawc·w. 

W ciŃgu ostatnich kilku dekad rozw·j i przyspieszony postňp technologii cyfrowej 

spowodowağ zmiany w wielu dziedzinach medycyny. RozwijajŃce siň moŨliwoŜci 

wykorzystania w medycynie przetwarzania danych w chmurze, sztucznej inteligencji, uczenia 

maszynowego, blockchaina, cyfrowej diagnostyki itd. okreŜlono mianem cyfrowego zdrowia. 

Cyfrowe zdrowie ewoluowağo jako szeroki termin obejmujŃcy elektronicznie przechwytywane 

dane, wraz z infrastrukturŃ technicznŃ i komunikacyjnŃ oraz aplikacjami w ekosystemie opieki 

zdrowotnej. Wykorzystanie nowoczesnych technologii w obszarach medycznych to przede 

wszystkim potencjağ w przyŜpieszeniu diagnozy i leczenia, zapewnienia ciŃgğoŜci opieki, 

uğatwienie zarzŃdzania pacjentem poza plac·wkŃ itp. Pomimo znacznego rozwoju wielu 

dziedzin medycyny pod kŃtem nowoczesnych technologii wciŃŨ pozostaje wiele innych, 

niezbadanych obszar·w ich zastosowania (Iwanaga i in., 2021; McGinnis i in., 2021). 

Medycyna sŃdowa, bňdŃca specjalistycznym obszarem medycyny, skoncentrowana jest 

gğ·wnie na kompleksowej analizie pacjent·w, u kt·rych nie stwierdza siň funkcji Ũyciowych. 

Jest to jedna z dziedzin medycyny, w kt·rej zauwaŨalna jest obecnie niedostateczna 

inkorporacja zaawansowanych technologii cyfrowych pomimo istnienia niezwykle duŨego 

 
1 Autorka niniejszej rozprawy doktorskiej w okresie intensywnych dziağaŒ wojennych w Izraelu przebywağa na 

staŨu naukowym w instytucie Unit of Forensic Medicine at the University Center of Legal Medicine Lausanne-

Geneva, kt·ry jako jeden z kilku europejskich oŜrodk·w zostağ poproszony o wsparcie w przeprowadzaniu sekcji 

zwğok. W tym celu zesp·ğ specjalist·w z medycyny sŃdowej zostağ wysğany do pracy na terenie Izraela na okres 

kilku tygodni.  
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potencjağu ich wdroŨenia. Niekt·re oŜrodki medycyny sŃdowej na Ŝwiecie rozpoczňğy prace 

nad etapowym wprowadzaniem nowych rozwiŃzaŒ (wiňcej w rozdziale: 3. PoŜmiertne 

kryminalistyczne metody obrazowania 3D). Mimo to, nadal brakuje wystarczajŃcych technik 

oceny obraŨeŒ zewnňtrznych na ciele badanego, innych niŨ powszechnie stosowane techniki 

wizualne. Wskazuje to na pilnŃ potrzebň opracowania nowych system·w medycznych, kt·re 

zapewniŃ biegğym przystňpnŃ metodň automatycznego wykrywania i klasyfikacji obraŨeŒ. 

Uzyskane w ten spos·b wsparcie obecnych praktyk sŃdowo-lekarskich i ratunkowych 

wykorzystywanych do interpretacji zmian urazowych u ofiar, moŨe przyczyniĺ siň do rozwoju 

metrycznej technologii zautomatyzowanego procesu rozpoznania obraŨeŒ oraz ujednolicenia 

ich oceny. Dodatkowym atutem jest archiwizacja sylwetki ofiary w postaci dokumentacji 

cyfrowej 3D z wykorzystaniem zdjňĺ post-mortem celem moŨliwoŜci przeprowadzania 

wielkokrotnej weryfikacji przez biegğych sŃdowych.   

W kontekŜcie powyŨszych rozwaŨaŒ, niniejsza rozprawa doktorska ma na celu 

przedstawienie moŨliwoŜci wykorzystania metod uczenia gğňbokiego i automatycznego 

modelowania 3D w procesie klasyfikacji i interpretacji obraŨeŒ znajdujŃcych siň na powğokach 

ciağa ofiary. Opracowanie okreŜlonej metodyki wykonywania i przetwarzania zdjňĺ post 

mortem nie tylko zautomatyzuje proces rozpoznawania obraŨeŒ, ale stworzy moŨliwoŜĺ 

opracowania cyfrowego zapisu 3D sylwetki ofiary z moŨliwoŜciŃ wielokrotnej oceny badanych 

obraŨeŒ biegğych sŃdowych czy teŨ wykorzystanie tych danych w rozprawach sŃdowych. 

Dodatkowo stworzy moŨliwoŜĺ ujednolicenia protokoğu zapisu i oceny obraŨeŒ badanej ofiary. 

 

1.1. Teza rozprawy 

Teza postawiona w niniejszej rozprawie doktorskiej brzmi: Wykorzystanie wybranych 

algorytm·w uczenia gğňbokiego umoŨliwi automatycznŃ detekcjň i klasyfikacjň obraŨeŒ 

ciağa na podstawie zdjňĺ post-mortem a opracowana metodyka ich zapisu na wirtualnych 

modelach 3D ciağ zautomatyzuje proces badania obraŨeŒ w diagnostyce sŃdowej. 

 

1.2. Cel rozprawy i zadania badawcze 

Przedstawiony we wstňpie motyw przewodni niniejszej pracy, dotyczŃcy analizy obraŨeŒ, 

pozwoliğ na uksztağtowanie gğ·wnego celu rozprawy jako zbadania moŨliwoŜci automatycznej 

interpretacji obraŨeŒ znajdujŃcych siň na powğokach ciağa czğowieka, powstağych na kr·tko 

przed zgonem. W pracy rozwaŨono obraŨenia ujawnione na ciele ludzkim w stadium rozkğadu 
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1-3 dni (tzw. wczesne stadium rozkğadu) z uwagi na zachodzŃce zmiany wraz z jego 

postňpowaniem. WystňpujŃce przeobraŨenia znaczŃco mogŃ wpğywaĺ na wyglŃd obraŨenia, jak 

r·wnieŨ samŃ pigmentacjň sk·ry. Ponadto, uwzglňdnienie obraz·w dla wczesnego stadium 

rozkğadu stwarza w przyszğoŜci moŨliwoŜĺ implementacji opracowanych rozwiŃzaŒ r·wnieŨ 

dla pacjent·w u kt·rych nie stwierdzono zgonu (np. w przypadku badaŒ w obszarze przemocy). 

Realizacjň tematyki rozprawy doktorskiej podzielono na nastňpujŃce zadania badawcze:  

1. Utworzenie zintegrowanej bazy danych 2D-TIP i 3D-TIP, obejmujŃcej obrazy post-

mortem przedstawiajŃce ofiary przestňpstw lub zdarzeŒ o charakterze kryminalnym. 

2. OkreŜlenie parametr·w ekspozycji, geometrii zdjňĺ i procesu modelowania 3D sylwetki 

czğowieka z wykorzystaniem sieci zdjňĺ post-mortem, w celu stworzenia cyfrowej 

dokumentacji medycznej. 

3. Implementacja i walidacja metod gğňbokiego uczenia do segmentacji semantycznej            

z wykorzystaniem zdjňĺ post-mortem (2D) dw·ch kategorii zmian pourazowych              

(tj. podbiegniňĺ krwawych i otarĺ nask·rka) powstağych na ciele czğowieka na kr·tko 

przed jego zgonem. 

4. Integracja wykrytych obraŨeŒ z opracowanym cyfrowym modelem 3D, kt·ra stanowiĺ 

bňdzie pilotaŨowy system wizyjny. 

5. Przeprowadzenie kompleksowych analiz morfometrycznych i morfologicznych obraŨeŒ 

w celu uzyskania ich peğnej charakterystyki iloŜciowej i jakoŜciowej. 

6. Identyfikacja krytycznych obszar·w zaproponowanego podejŜcia oraz wskazanie 

priorytet·w wymagajŃcych optymalizacji w kontekŜcie dalszego rozwoju systemu.  

7. Analiza wpğywu zaproponowanych rozwiŃzaŒ na efektywnoŜĺ i standaryzacjň procesu 

przeprowadzania sŃdowo-lekarskich zewnňtrznych oglňdzin zwğok. 

 

1.3. Struktura rozprawy 

Rozprawa podzielona zostağa na 13 rozdziağ·w. Rozdziağy 2-5 stanowiŃ czňŜĺ teoretycznŃ 

wraz z pogğňbionym przeglŃdem literatury przedmiotu. Rozbudowana czňŜĺ teoretyczna zostağa 

celowo zaprojektowana jako interdyscyplinarny pomost ğŃczŃcy perspektywň medycznŃ               

i inŨynieryjnŃ, umoŨliwiajŃc peğne zrozumienie problematyki badawczej przez specjalist·w       

z obu dziedzin. Oryginalne prace badawcze autorki, stanowiŃce zasadniczy wkğad naukowy 

rozprawy, zostağy przedstawione w rozdziağach 6-12.  

PoniŨej opisano zawartoŜĺ poszczeg·lnych rozdziağ·w: 
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¶ Rozdziağ 2 stanowi og·lne wprowadzenie do zagadnienia sŃdowo-lekarskich 

zewnňtrznych oglňdzin zwğok ze szczeg·lnym naciskiem na pojňcie ĂobraŨenieò                   

i zwiŃzane z nim zagadnienia wiŃŨŃce. Opr·cz om·wienia formy dokumentowania zmian 

pourazowych ujawnionych na ciele ofiary, wskazano r·wnieŨ rodzaje obraŨeŒ na 

powğokach ciağa z wyszczeg·lnieniem podbiegniňĺ krwawych i otarĺ nask·rka, a takŨe 

wskazano stosowane metody do opisu ich charakterystyki. 

¶ Rozdziağ 3 przedstawia przeglŃd nowoczesnych metod obrazowania zmian 

pourazowych, kt·re w ostatnich kilku latach z powodzeniem odnalazğy zastosowanie       

w niekt·rych oŜrodkach medycyny sŃdowej na Ŝwiecie. Poza wprowadzeniem 

przedstawiajŃcym danŃ metodň, rozdziağ ten zawiera takŨe praktyczne przykğady w 

oparciu o publikacje wynik·w ich autor·w. 

¶ Rozdziağ 4 przedstawia metody ekstrakcji cech charakterystycznych z obraz·w 

cyfrowych przy wykorzystaniu operator·w opartych na macierzach konwolucji. Ponadto 

w rozdziale wskazano na znaczŃcy potencjağ zastosowania technik automatycznego 

modelowania 3D w kontekŜcie tworzenia cyfrowej dokumentacji medycznej ciağa 

czğowieka. Szczeg·lnŃ uwagň poŜwiňcono algorytmom SfM-MVS, kt·re poprzez 

zaawansowane techniki dopasowania punkt·w charakterystycznych i triangulacji, 

umoŨliwiajŃ rekonstrukcjň przestrzennŃ obiekt·w, co ma kluczowe znaczenie w 

dokumentowaniu i analizie obraŨeŒ w przestrzeni tr·jwymiarowej. 

¶ Rozdziağ 5 przedstawia wykorzystanie gğňbokich sieci neuronowych w zadaniu 

segmentacji obraz·w, koncentrujŃc siň na sieciach w peğni konwolucyjnych (FCN). 

Om·wiono budowň sieci FCN, w tym warstwy splotowe, funkcje aktywacji i znaczenie 

transfer learningu. Rozdziağ koŒczy szczeg·ğowa charakterystyka wybranych architektur 

dekoder·w (U-Net, FPN, LinkNet) i enkoder·w (ResNet50, EfficientNetB3), kt·rych 

zastosowanie przedstawiono w czňŜci eksperymentalnej rozprawy. 

¶ Rozdziağ 6 otwiera czňŜĺ eksperymentalnŃ badaŒ poprzez opis struktury zaplanowanych 

dziağaŒ oraz prac zwiŃzanych ze stworzeniem autorskich zbior·w danych nazwanych  

2D-TIP (ang. 2D Tissue-Injuries of post-mortem) oraz 3D-TIP (ang. 3D Tissue-Injuries 

of post-mortem). Przedstawiona koncepcja badawcza rozprawy podzielona zostağa na 

piňĺ gğ·wnych czňŜci: utworzenie wğasnego zbioru zdjňĺ post-mortem, okreŜlenie 

procesu automatycznego modelowania 3D w tworzeniu cyfrowej dokumentacji 

medycznej, wykorzystanie sieci FCN do segmentacji obraŨeŒ na podstawie wybranych 
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zdjňĺ post-mortem i ich integracjň z cyfrowym modelem 3D ciağa czğowieka oraz 

przeprowadzenie analiz morfometrycznych i morfologicznych badanych obraŨeŒ. 

¶ Rozdziağ 7 stanowi I czňŜĺ badaŒ i przedstawia proces tworzenia dw·ch autorskich 

zbior·w danych: 3D-TIP (3645 obraz·w do modelowania 3D ciağ) oraz 2D-TIP (3524 

obraz·w przedstawiajŃcych obraŨenia na ciele). Dane pozyskano w Zakğadzie Medycyny 

SŃdowej Warszawskiego Uniwersytetu Medycznego w latach 2021-20222, wykorzystujŃc 

kamerň Canon EOS 5D Mark II. Dla zbioru 3D-TIP opracowano metodykň 

fotografowania z wykorzystaniem osnowy fotogrametrycznej, rejestrujŃc ciağa w 

pozycjach prone i supine. Zbi·r 2D-TIP zawierajŃcy obrazy podbiegniňĺ krwawych i 

otarĺ nask·rka zostağ manualnie poetykietowany z uŨyciem narzňdzia CVAT, tworzŃc 

bazň 18 762 etykiet obraŨeŒ. Oba zbiory stanowiŃ unikalne Ŧr·dğo danych do dalszych 

badaŒ nad automatycznŃ analizŃ obraŨeŒ w medycynie sŃdowej. 

¶ Rozdziağ 8 stanowi II czňŜĺ badaŒ i prezentuje proces tworzenia dokumentacji cyfrowej 

modelu 3D ciağa ludzkiego z wykorzystaniem metody SfM-MVS w oprogramowaniu 

Agisoft Metashape Professional, przeprowadzony na autorskim zbiorze danych 3D-TIP. 

Proces rekonstrukcji obejmowağ sekwencyjne etapy od wyr·wnania zdjňĺ poprzez 

generowanie chmur punkt·w, po opracowanie fotorealistycznego modelu 3D ciağa 

ludzkiego. 

¶ Rozdziağ 9 stanowi III czňŜĺ badaŒ i skupia siň na wykorzystaniu sieci w peğni 

konwolucyjnych (FCN) do segmentacji semantycznej obraŨeŒ. Badania przeprowadzono 

na autorskim zbiorze danych 2D-TIP, testujŃc szeŜĺ modeli: U-Net, FPN i LinkNet              

z backbone EfficientNetB3 i ResNet50.  

¶ Rozdziağ 10 prezentuje IV czňŜĺ badaŒ obejmujŃcŃ wstňpnŃ integracjň modelu 3D ciağa 

czğowieka (czňŜĺ II badaŒ) z rozpoznanymi obraŨeniami w wyniku segmentacji 

semantycznej (czňŜĺ III badaŒ), stanowiŃc pierwszy krok w kierunku utworzenia 

pilotaŨowego systemu wizyjnego. 

¶ Rozdziağ 11 obejmuje ostatniŃ, V czňŜĺ badaŒ koncentrujŃcŃ siň na analizie 

morfometrycznej i morfologicznej obraŨeŒ w przestrzeni 2D i 3D. W przestrzeni 2D z 

wykorzystaniem operacji na macierzach konwolucji przeprowadzono analizň 

 
2 Autorka niniejszej rozprawy doktorskiej w okresie od lipca 2021 r. do wrzeŜnia 2022 r. odbyğa staŨ naukowy w 

Zakğadzie Medycyny SŃdowej Warszawskiego Uniwersytetu Medycznego. W trakcie staŨu, pod kierunkiem 

specjalist·w z dziedziny medycyny sŃdowej, zdobyğa cenne doŜwiadczenie oraz wiedzň, kt·re pozwoliğy jej na 

poszerzenie kompetencji niezbňdnych do kontynuowania badaŒ zwiŃzanych z przygotowywanŃ rozprawŃ 

doktorskŃ. 
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morfologicznŃ skupiajŃc siň na wyrazistoŜci, granicach, konturach, strukturze i cechach 

charakterystycznych badanego obraŨenia. W przestrzeni 3D z wykorzystaniem analiz 

krzywizn gğ·wnych, graf·w waŨonych przeprowadzono analizy morfometryczne 

uzyskujŃc pomiar odlegğoŜci rzeczywistej oraz przeprowadzono analizy iloŜciowe z 

wykorzystaniem PCA i interpolacji cubic spline.  

¶ Rozdziağ 12 poŜwiňcony zostağ krytycznej ocenie wynik·w przeprowadzonego badania 

zawierajŃc holistyczne podejŜcie, gdzie wskazane zostağy mocne i sğabe strony, jak 

r·wnieŨ wskazano kierunek dalszych badaŒ i rozwoju autorki. 

¶ Rozdziağ 13 prezentuje bibliografie wykorzystanŃ w niniejszej pracy. 
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2. SŃdowo-lekarskie zewnňtrzne oglňdziny zwğok 

W polskim ustawodawstwie przepisy rozdziağu 23 Kodeksu Postňpowania Karnego (dalej: 

k.p.k.) (Ustawa z dnia 6 czerwca 1997 r.) odnoszŃ siň do przeprowadzenia trzech dowod·w 

szczeg·lnie istotnych dla postňpowania karnego:  

¶ oglňdzin (art. 207, art. 208, art. 209 Ä 1 ï 3 i 5 oraz art. 210 i art. 212); 

¶ otwarcia zwğok (art. 209 Ä 1, 4 i 5 oraz art. 201 i art. 212); 

¶ eksperymentu (art. 211 i art. 212).  

W kontekŜcie prawa karnego otwarcie zwğok i eksperyment sŃ dowodami kategorii 

czynnoŜci dowodowej, kt·ra pozwala na przeprowadzenie dziağaŒ majŃcych na celu uzyskanie 

informacji i postawienie odpowiednich wniosk·w. Otwarcie zwğok polega na medycznym 

badaniu trzech podstawowych jam ciağa (gğowy, szyi i klatki piersiowej wraz z jamŃ brzusznŃ) 

osoby zmarğej w celu ustalenia przyczyny zgonu. Natomiast eksperymenty to dziağania majŃce 

na celu przetestowanie hipotez lub odtworzenie okolicznoŜci zdarzenia lub przestňpstwa. 

Ostatnim z dowod·w sŃ oglňdziny, kt·re stanowiŃ dow·d rzeczowy opierajŃc siň na uzyskaniu 

informacji na podstawie bezpoŜrednich obserwacji i dowod·w fizycznych poprzez badanie 

konkretnych przedmiot·w (np. ubranie, ciağo ofiary) lub ujawnienia Ŝlad·w czy materiağ·w 

znalezionych na miejscu przestňpstwa lub zdarzenia (Gruza i in., 2020; Ustawa z dnia 6 czerwca 

1997 r.). W kontekŜcie prawa formalnego oglňdziny ciağa stanowiŃ czynnoŜĺ procesowŃ i jako 

procedura przeprowadzane sŃ przez organ kierujŃcy procesem. W tym celu, organ zwykle 

korzysta z pomocy lekarza medycyny sŃdowej koŒczŃc przebieg oglňdzin wystawieniem 

protokoğu ich przebiegu. Innym stosowanym pojňciem w medycynie sŃdowej jest badanie ciağa, 

kt·re r·wnieŨ wchodzi w zakres ekspertyzy wykonywanej przez biegğego z tŃ r·ŨnicŃ, Ũe bez 

obecnoŜci lub tylko z moŨliwym udziağem przedstawiciela organu procesowego, kt·ry jednak 

bezpoŜrednio nie kieruje tymi czynnoŜciami. Dokumentem koŒczŃcym w tym przypadku jest 

sprawozdanie. Warto zaznaczyĺ, Ũe w obszarze kryminalistyki i medycyny sŃdowej pojňcia 

Ăoglňdzinyò i Ăbadanie zwğokò oraz Ăprotok·ğò i Ăsprawozdanieò traktowane sŃ toŨsamo 

(zgodnie z ich potocznym, og·lnie przyjňtym rozumieniem) (TeresiŒski, 2021). 

ProwadzŃc dalsze dywagacje, naleŨy zauwaŨyĺ, Ũe w polskim ustawodawstwie nie 

zdefiniowano odrňbnej definicji dla samych oglňdzin czy badania zwğok. Co wiňcej, pojawia 

siň pytanie czy zwğoki naleŨy traktowaĺ jako osobň, kt·rej dedykowany jest art. 209 Ä 1 k.p.k., 

czy jako rzecz i zastosowanie powinien mieĺ art. 207 Ä 2 i 3 k.p.k. W literaturze przewaŨa 

poglŃd, Ũe wobec przyjňtej regulacji wyodrňbniajŃcej oglňdziny zwğok do innej jednostki 

redakcyjnej (art. 209 Ä 1 k.p.k.), powinno siň potraktowaĺ je jako specyficznŃ rzecz. 
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Argumentem przemawiajŃcym za takim podejŜciem jest r·wnieŨ fakt, Ũe martwe ciağo 

czğowieka nie jest osobŃ, a sam ustawodawca podzieliğ czynnoŜci na oglňdziny osoby i rzeczy, 

czego konsekwencjŃ jest stosowanie dla badania zwğok takŨe art. 207 Ä 2 k.p.k. KonkludujŃc 

przyjmuje siň, Ũe oglňdziny zwğok stanowiŃ specyficznŃ i ustawowo wyodrňbnionŃ formň 

oglňdzin (Fudalej et al., 2023; Gruza et al., 2020; Ustawa z dnia 6 czerwca 1997 r.; Witkowska, 

2013). Pomimo braku istnienia oficjalnej definicji oglňdzin zwğok, ustawodawca w art. 2 oraz 

art. 8 pkt. 1 RozporzŃdzenia Ministra Zdrowia z dnia 7 grudnia 2001 r. w sprawie postňpowania 

ze zwğokami i szczŃtkami ludzkimi okreŜliğ zakres przedmiotowy pojňcia samych zwğok 

zaliczajŃc do nich ciağa os·b zmarğych i dzieci urodzone martwe (bez wzglňdu na czas trwania 

ciŃŨy), popioğy powstağe w wyniku spopielenia, pozostağoŜci wydobyte przy kopaniu grobu lub 

w innych okolicznoŜciach czy czňŜci ciağa ludzkiego odğŃczone od cağoŜci (Fudalej i in., 2023). 

Przeprowadzenie sŃdowo-lekarskich zewnňtrznych oglňdzin zwğok wskazuje na procedurň 

majŃcŃ na celu dokğadne zbadania ciağa osoby zmarğej bez jej otwierania (otwarcie ciağa 

nastňpuje podczas sekcji wewnňtrznej) i stwierdzenie lub jego brak widocznych obraŨeŒ lub 

ich oznak na powğokach ciağa (Gruza i in., 2020). SğuŨy to ustaleniu, jaka byğa przyczyna 

Ŝmierci oraz jej rodzaj, a takŨe okreŜlenie zjawisk i symptom·w, kt·re mogŃ stanowiĺ pomoc 

przy wskazaniu, czy zgon nastŃpiğ wskutek przestňpstwa, nieszczňŜliwego wypadku, czy             

z przyczyn naturalnych (Gruza i in., 2020; Marcinkowski, 2010). Wymogi formalne 

przeprowadzania oglňdzin zewnňtrznych definiuje art. 209 Ä 3 k.p.k., kt·ry stanowi, Ũe 

oglňdziny przeprowadza siň w miejscu ich znalezienia, a ich przemieszczenie do czasu 

przybycia biegğego lekarza medycyny sŃdowej oraz prokuratora lub sŃdu moŨe nastŃpiĺ jedynie 

w uzasadnionych przypadkach (np. odblokowanie ruchu komunikacyjnego) (Gruza i in., 2020). 

R·wnieŨ art. Ä 52 ust. 1 Regulaminu Wewnňtrznego Urzňdowania Powszechnych Jednostek 

Organizacyjnych Prokuratury wskazuje, Ũe Ăna miejscu zdarzenia, kt·rego skutkiem jest Ŝmierĺ 

czğowieka, a takŨe innych wskazanych przez kierownika jednostki, czynnoŜci procesowe 

wykonujŃ osobiŜcie prokuratorzy lub kierujŃ ich przebiegiemò. Dodatkowo istnieje wiele 

publikacji podkreŜlajŃcych istotň znaczenia oglňdzin, a jednak w praktyce, bardzo czňsto 

umniejsza siň jej rolň i jak zauwaŨa autorka, prowadzi to do wystňpowania wielu bğňd·w. 

Subiektywne i nierozwaŨne traktowanie oglňdzin, wyraŨa siň poprzez zrutynizowane podejŜcie, 

a takŨe samo naruszenie w postaci nieuczestniczenia w nim prokuratora i/lub niewğaŜciwego 

doboru czğonk·w ekipy oglňdzinowej (Fudalej i in., 2023). Praktyka wskazuje jednak, Ũe w 

instytucie medycyny sŃdowej otwarcie zwğok (sekcje wewnňtrznŃ) poprzedzajŃ dodatkowe         

i bardziej szczeg·ğowe sŃdowo-lekarskie oglňdziny zwğok, zakoŒczone udokumentowaniem        

w formie sprawozdania wraz z opiniŃ koŒcowŃ. Dokğadne udokumentowanie jest o tyle istotne, 
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Ũe w rozumieniu art. 316 k.p.k. badanie to stanowi czynnoŜĺ niepowtarzalnŃ (Fudalej i in., 

2023). 

 

2.1. Sprawozdanie z sŃdowo-lekarskich oglňdzin zwğok 

W kontekŜcie sŃdowo-lekarskiego zewnňtrznego badania zwğok, zgodnie z art. 200 k.p.k. 

badanie powinno zostaĺ udokumentowane w formie sprawozdania z przeprowadzonych 

czynnoŜci i spostrzeŨeŒ. Przyjmuje siň, Ũe powstağe sprawozdanie skğada siň z czňŜci formalno-

metrykalnej ze wskazaniem danych instytucji i lekarza przeprowadzajŃcego tň czynnoŜĺ, jak 

r·wnieŨ datň jej przeprowadzenia, dane pokrzywdzonego, informacje o dodatkowej 

dokumentacji lekarskiej dostarczonej dla potrzeb sekcji, zleceniodawcň oraz ewentualnie inne 

osoby biorŃce udziağ w czynnoŜci (TeresiŒski, 2021). Jednak to zewnňtrzne badanie zwğok 

stanowi najwaŨniejszŃ czňŜĺ sprawozdania. Podczas jego przeprowadzania opisuje siň (Fudalej 

i in., 2023): 

¶ dğugoŜĺ zwğok (wzrost);  

¶ stan odŨywienia;  

¶ kolor (pigmentacjň) sk·ry;  

¶ znamiona Ŝmierci (brak reakcji na bodŦce, brak samoistnego bŃdŦ odruchowego ruchu 

miňŜni, brak samoistnego oddechu, brak odruch·w z pnia m·zgu i gğňbokich odruch·w 

Ŝciňgnistych);  

¶ spoj·wki i gağki oczne (przykğadowo w przypadku uduszenia gwağtownego obraŨeniom 

towarzyszyĺ mogŃ wybroczyny krwawe); 

¶ otwory uszu i nosa pod kŃtem obecnoŜci treŜci pğynnej lub ciağ obcych;  

¶ czerwieŒ wargowŃ i jamň ustnŃ wraz z uzňbieniem i ewentualnymi ŜwieŨymi ubytkami 

(czňsto wystňpujŃce w przypadku przemocy); 

¶ budowň i symetriň klatki piersiowej; 

¶ patologicznŃ ruchomoŜĺ koŒczyn; 

¶ gruczoğy piersiowe u kobiet pod kŃtem wyczuwalnych guz·w lub wycieku treŜci                  

z brodawek sutkowych; 

¶ opis powğok brzusznych;  

¶ zewnňtrzne narzŃdy pğciowe pod kŃtem obraŨeŒ.  
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W koŒcowym etapie zewnňtrznego badania zwğok naleŨy szczeg·ğowo opisaĺ tatuaŨe sk·ry 

i blizny oraz obraŨenia stosujŃc typowo przyjňty schemat, kt·ry zawiera nastňpujŃce elementy 

(Fudalej i in., 2023): 

¶ rodzaj obraŨenia; 

¶ lokalizacjň obraŨenia; 

¶ uğoŨenie, ksztağt i jego rozmiar; 

¶ okreŜlenie barwy i ewentualnych cech, kt·re mogğyby wskazywaĺ na procesy zapalne czy 

procesy gojenia;  

¶ inne pozostağe elementy obraŨenia, takie jak np. zabrudzenie jego okolic czy Ŝlady 

zaopatrzenia chirurgicznego; 

¶ cechy przyŨyciowoŜci powstania obraŨenia (np. podbiegniňcia krwawe w brzegach ran, 

podbiegniňcia krwawe w tkance podsk·rnej pod zasinieniami z opisem ich barwy). Ocena 

przyŨyciowoŜci stwierdzonych obraŨeŒ jest istotna, gdyŨ wskazuje, kt·re obraŨenia 

powstağy jeszcze za Ũycia, a tym samym mogğy przyczyniĺ siň do zgonu.  

Ponadto, w posekcyjnej dokumentacji lekarz medycyny sŃdowej powinien przede 

wszystkim dokğadnie wyjaŜniĺ (Fudalej i in., 2023): 

¶ czy wystŃpiğ zwiŃzek przyczynowo-skutkowy pomiňdzy wykrytymi obraŨeniami                

a zgonem (naleŨy zauwaŨyĺ, Ũe wystŃpienie wielu obraŨeŒ na ciele niekoniecznie musi 

skutkowaĺ zgonem); 

¶ okreŜliĺ czas powstania obraŨenia: czy sŃ one post-mortem (powstağe juŨ po ustaniu 

funkcji Ũyciowych) czy ante-mortem (powstağe jeszcze za Ũycia), ew. czy widoczne 

obraŨenia mogğy powstaĺ na dğuŨszy czas przed zgonem i nie pozostawaĺ z nim                   

w zwiŃzku przyczynowo-skutkowym; 

¶ czy wykryte obraŨenia mogğy powstaĺ na skutek ustalonych w biegu postňpowania 

okolicznoŜci; 

¶ czy wykryte obraŨenia mogğy powstaĺ na skutek dziağania wğasnego (np. samob·jcze 

rany ciňte); 

¶ czy na ciele zmarğego wykryte obraŨenia mogŃ wskazywaĺ na dziağania w obronie 

wğasnej lub aktywnym uczestnictwie np. w b·jce. 

SŃdowo-lekarskie zewnňtrzne badanie zwğok powinna uzupeğniaĺ dokumentacja 

fotograficzna lub szkic (schemat sylwetkowy), szczeg·lnie jeŨeli na zwğokach odnotowano 

obecnoŜĺ wielu obraŨeŒ. Na rysunku 2.1 ukazano przykğad schematu sylwetkowego dla kobiety 

i mňŨczyzny, podobne schematy wystňpujŃ dla dzieci. Dokumentacja fotograficzna lub schemat 
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sylwetkowy wpğywajŃ na zminimalizowanie znieksztağceŒ oraz znaczŃco podnoszŃ jakoŜĺ 

informacji zawartych w sprawozdaniu. Stosowanie obydwu metod nie jest obligatoryjne, 

jednak ze wzglňdu na ich wzajemne uzupeğnianie siň, zaleca siň ich wykorzystanie.                       

W przypadku wykonywania schematu sylwetkowego z naniesionymi obraŨeniami zwykle 

korzysta siň z kolorowych flamastr·w lub kredek odpowiadajŃcych rodzajowi i zabarwieniu 

stwierdzonego obraŨenia. Natomiast w przypadku fotografii, naleŨy pamiňtaĺ, Ũe kolorowy 

obraz cyfrowy bardzo dobrze moŨe odwzorowaĺ ksztağt i zabarwienie danego obraŨenia to 

jednak w przypadku Ŧle dobranego oŜwietlenia czy wartoŜci parametr·w kamery moŨe nie         

w peğni odzwierciedliĺ stan rzeczywisty (TeresiŒski, 2021). 

 

 

Rysunek 2.1. Referencyjny schemat sylwetkowy sğuŨŃcy do oznaczania ujawnionych obraŨeŒ u kobiet i 

mňŨczyzn, wykorzystywany w Zakğadzie Medycyny SŃdowej Warszawskiego Uniwersytetu Medycznego (Ŧr·dğo: 

zasoby wğasne) 

 

2.1.1. Dokumentacja obraŨeŒ wystňpujŃcych na powğokach ciağa 

Jednym z najistotniejszych element·w sprawozdania z sŃdowo-lekarskiego zewnňtrznego 

badania ciağa jest poprawne udokumentowanie, ocena i interpretacja wykrytych obraŨeŒ. 

Dokumentacja obraŨeŒ powinna nastŃpiĺ zgodnie z przyjňtym schematem ich opisu (rysunek 

2.1) wskazujŃcym na: 

Rodzaj obraŨenia 

Szczeg·lnŃ uwagň przy opisywaniu rodzaju obraŨenia zwraca siň na stosowanie 

sformuğowaŒ prostych i jasnych, oraz posğugiwania siň medycznymi terminami okreŜlajŃcymi 

dane obraŨenie (wiňcej w rozdziale: 2.2. Rodzaje obraŨeŒ wystňpujŃcych na powğokach ciağa). 
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Posğugiwanie siň poprawnym nazewnictwem ma znacznie w ocenie moŨliwoŜci uŨycia 

narzňdzia do jego spowodowania. OpisujŃc wyglŃd rany naleŨy skupiĺ siň na charakterystyce 

jej brzeg·w i jeŨeli istniejŃ stosowne okolicznoŜci, r·wnieŨ dna. Istotne jest r·wnieŨ opisanie 

cech charakterystycznych, kt·re mogğyby pom·c w identyfikacji narzňdzia (np. odwzorowanie 

powierzchni styku opony samochodowej z ciağem, r·wnolegğe lub osobliwie rozğoŨone 

podbiegniňcia krwawe) itd. (TeresiŒski, 2021). 

Lokalizacja obraŨenia 

Podobnie jak w przypadku okreŜlania rodzaju obraŨenia, r·wnieŨ w kontekŜcie jego 

lokalizacji powinno siň posğugiwaĺ medycznymi terminami poprawnie okreŜlajŃcymi danŃ 

czňŜĺ anatomicznŃ i linie ciağa. W przypadku braku dokumentacji fotograficznej lub schematu 

sylwetkowego, stosowanie wğaŜciwych pojňĺ pozwala na unikniňcie bğňdnej interpretacji 

sprawozdania w kolejnych etapach postňpowania. ZnajomoŜĺ topologii ciağa ludzkiego 

(rysunek 2.2, rysunek 2.3(a-b)) jest niezbňdna, jednakŨe opisujŃc lokalizacje obraŨenia na ciele 

moŨna r·wnieŨ zastosowaĺ uproszczony opis poprzez odniesienie siň do pewnych stağych 

punkt·w anatomicznych (np. oczu, pňpka itp.), linii oraz powierzchni i pğaszczyzn ciağa 

(rysunek 2.4(a-f)). Wedğug opracowania TeresiŒskiego (TeresiŒski, 2021) wyr·Ũniamy 162 pola 

anatomiczne, w tym 70 znajdujŃcych siň na pğaszczyŦnie czoğowej przedniej (ang. anterior), 54 

na pğaszczyŦnie czoğowej tylnej (ang. posterior) i 35 w okolicy gğowy, twarzy i szyi. Poza 

wskazaniem lokalizacji obraŨenia naleŨy r·wnieŨ wyznaczyĺ kierunek jego powstania bŃdŦ 

zagğňbiania siň (dotyczy jedynie zmian drŃŨŃcych) i opisaĺ orientacjň w przestrzeni. 

 

 

Rysunek 2.2. Pola anatomiczne ciağa ludzkiego (gğowa, twarz, szyja) z zaznaczeniem kluczowych obszar·w 

wykorzystywanych do oznaczania obraŨeŒ, zgodnie z klasyfikacjŃ anatomicznŃ (Ŧr·dğo: (TeresiŒski, 2021))
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Rysunek 2.3. Pola anatomiczne ciağa ludzkiego: a) pğaszczyzna czoğowa przednia (ang. anterior), b) pğaszczyzna czoğowa tylna (ang. posterior) z zaznaczeniem kluczowych 

obszar·w wykorzystywanych do oznaczania obraŨeŒ, zgodnie z klasyfikacjŃ anatomicznŃ (Ŧr·dğo: (TeresiŒski, 2021))
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Rysunek 2.4. Linie, podstawowe pğaszczyzny anatomiczne oraz orientacje przestrzenne, wykorzystywane w 

analizie topologicznej ciağa ludzkiego: a) pğaszczyzna poprzeczna z osiŃ poprzecznŃ, b) pğaszczyzna strzağkowa z 

osiŃ strzağkowŃ, c) pğaszczyzna czoğowa z osiŃ pionowŃ, d) linia topograficzna przedniej powierzchni tuğowia, e) 

linia topograficzna tylnej powierzchni tuğowia, f) linia topograficzna bocznej powierzchni tuğowia (Ŧr·dğo: 

(TeresiŒski, 2021)) 

 

Cechy geometryczne obraŨenia (rozmiar, ksztağt, uğoŨenie) 

Kolejnym elementem naleŨŃcym do opisu obraŨeŒ jaki powinien znaleŦĺ siň                                

w sprawozdaniu jest informacja o jego cechach geometrycznych. W pierwszej kolejnoŜci 

podaje siň wielkoŜĺ zmiany urazowej w jednostce centymetr·w lub milimetr·w mierzonych 

linijkŃ lub podobnym narzňdziem pomiarowym (rysunek 2.5). W przypadku trzeciego wymiaru 

(podania gğňbokoŜci obraŨenia) jest on niezwykle trudny do uzyskania stosujŃc ocenň wizualnŃ 

przez biegğego i zwykle nie jest okreŜlany w przypadku pğytkich ran3. Ponadto, w zaleŨnoŜci 

od rodzaju danego obraŨenia, opis jego ksztağtu moŨe siň r·Ũniĺ. CzňŜĺ z nich moŨe przyjŃĺ 

postaĺ bardzo regularnych (rysunek 2.6(a)), a pozostağa wydawaĺ siň cağkowicie przypadkowa 

(rysunek 2.6(b)). Jednak naleŨy zwr·ciĺ uwagň, aby konsekwentnie stosowaĺ nazewnictwo 

geometryczne np. ksztağt linijny, owalny, okrŃgğy, tr·jkŃtny, pasmowaty itp. W przypadku, 

kiedy ksztağt obraŨenia przybiera postaĺ liniowatego, gdzie jeden z wymiar·w jest dğuŨszy, 

 
3 W ramach prac nad niniejszŃ rozprawŃ doktorskŃ autorka wskazağa spos·b wyznaczania gğňbokoŜci obraŨenia 

dla pğytkich ran (rozdziağ 11.3.3. Metodyka analizy iloŜciowej obraŨenia z wykorzystaniem PCA i interpolacji cubic 

spline w przestrzeni 3D). 
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powinno okreŜliĺ siň jak poğoŨony on jest w stosunku do osi dğugiej tuğowia lub koŒczyny, to 

znaczy czy r·wnolegle (podğuŨnie), poprzecznie czy skoŜnie (w jakim stopniu i wzglňdem 

jakiej osi ciağa). OpisujŃc ksztağt obraŨenia, opr·cz stosowania nazewnictwa geometrycznego 

moŨna r·wnieŨ odnieŜĺ siň do ksztağtu liter np. obraŨenie przybiera ksztağt litery V (TeresiŒski, 

2021). 

 

 

Rysunek 2.5. Przykğad dokumentowania wymiaru obraŨenia. Ustalony wymiar naleŨy zapisaĺ w dokumentacji 

sprawozdawczej, ponadto jak ukazano na ilustracji powyŨej jako dodatkowŃ formň dokumentacji moŨna 

wykorzystaĺ zdjňcie z narzňdziem pomiarowym sğuŨŃcym jako skala (Ŧr·dğo: zasoby wğasne) 

 

 

Rysunek 2.6. Przykğad obraŨeŒ o nieregularnym, przypadkowym ksztağcie (a) oraz o charakterystycznym, 

regularnym ksztağcie (b) (Ŧr·dğo: zasoby wğasne) 
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Barwa i cechy charakterystyczne 

Opis barwy czy charakterystyki podobnie jak w przypadku ksztağtu uzaleŨniony jest od 

rodzaju obraŨenia, a takŨe od karnacji osoby badanej (rasa kaukaska, rasa afroamerykaŒska 

itd.), wieku (u os·b starszych wystňpujŃ tzw. plamy starcze, wylewy podsk·rne, wyraŦnie 

zaznaczone uŨylnienie itp.), pigmentacji sk·ry, wagi (kobiety, zwğaszcza otyğe, wydajŃ siň 

bardziej podatne na wystňpowanie podbiegniňĺ, podczas gdy dobrze zbudowane, umiňŜnione 

osoby sŃ bardziej odporne). W przypadku podbiegniňĺ krwawych naleŨy opisaĺ nie tylko samŃ 

barwň, kt·ra bňdzie zaleŨna od upğywu czasu jego powstania, ale r·wnieŨ brzeg z zaznaczeniem 

czy obraŨenie jest dobrze odgraniczone od sk·ry czy rozmyte4. Natomiast w przypadku otarĺ   

i ran naleŨy opisaĺ rysunek jego powierzchni - tzw. relief, czyli zwağeczkowanie, kt·re 

wskazuje na kierunek powstania obraŨenia5 (TeresiŒski, 2021).  

Cechy przyŨyciowoŜci powstania obraŨenia 

Ocena przyŨyciowoŜci wykrytych obraŨeŒ opiera siň na przypisaniu obraŨenia do jednej          

z dw·ch kategorii: 

¶ obraŨenie ante-mortem ï powstağe za Ũycia lub na kr·tko przed stwierdzeniem zgonu; 

¶ obraŨenie post-mortem ï powstağe po ustaniu funkcji Ũyciowych.  

Praktyka wskazuje, Ũe gdy obraŨenie wystŃpiğo bardzo blisko momentu zgonu w wielu 

przypadkach trudno jest je odr·Ũniĺ. Co prawda, obraŨenia powstağe za Ũycia wywoğujŃ pewne 

reakcje organizmu, kt·re nie wystňpujŃ w ranach poŜmiertnych, wiňc wskazanie, Ũe taka reakcja 

nastŃpiğa jest wystarczajŃce, aby potwierdziĺ obraŨenie ante-mortem. Ponadto reakcje 

organizmu majŃ regularny i zaleŨny od czasu przebieg np. w przypadku wynaczynieŒ krwi do 

tkanek miňkkich, a tym samym ocenň ich cech przemiany barwnikowej lub innych cech gojenia 

moŨna ustaliĺ wiarygodny czas gojenia siň obraŨenia (Fudalej i in., 2023; Oehmichen, 2004). 

Wystňpowanie obraŨeŒ post-mortem jest rzadkie, ale jeŨeli dochodzi do ich powstania to 

najczňŜciej zauwaŨalne sŃ one na tkance sk·rnej i tkankach miňkkich pokrywajŃcych koŜci lub 

wyrostki kostne, takie jak gğowa. Obecnie najpowszechniej stosowanŃ metodŃ ustalania 

przyŨyciowoŜci jest badanie mikroskopowe rany. Domniemuje siň, Ũe obecnoŜĺ krwawienia     

w tkance podsk·rnej wskazuje na to, Ũe zmarğy Ũyğ lub przynajmniej jego serce biğo                              

 
4 W ramach prac nad niniejszŃ rozprawŃ doktorskŃ autorka przeprowadziğa analizy zwiŃzane z teksturŃ oraz 

granicami obraŨenia (rozdziağ 11.2. Przeprowadzenie analiz morfologicznych w przestrzeni 2D ï operacje na 

macierzach konwolucji). 
5 W ramach prac nad niniejszŃ rozprawŃ doktorskŃ autorka w czňŜci dotyczŃcej reliefu wskazağa kilka metod 

pomocnych w okreŜlaniu kierunku powstania obraŨenia (rozdziağ 11.2. Przeprowadzenie analiz morfologicznych 

w przestrzeni 2D ï operacje na macierzach konwolucji oraz rozdziağ 11.3.1. Topologia uksztağtowania obraŨenia 

z wykorzystaniem krzywizn gğ·wnych). 



34 

 

w momencie powstania urazu. Problem z tŃ zasadŃ polega na tym, Ũe w przypadku wystŃpienia 

obraŨenia na kr·tko przed ustaniem funkcji Ũyciowych wciŃŨ moŨe ono spowodowaĺ 

krwawienie do tkanek miňkkich. StosujŃc metodň mikroskopowŃ poszukuje siň takŨe 

wystňpowania reakcji zapalnej, chociaŨ niekt·re tkanki jej nie wykazujŃ, chyba Ũe ofiara 

przeŨyğa co najmniej kilka godzin po urazie (DiMaio & Molina, 2021). Z kolei badania 

eksperymentalne sugerujŃ wykorzystanie technik biologii molekularnej w celu wykrycia zmian 

funkcjonalnych zwiŃzanych z procesem Ŝmierci, kt·rych nie moŨna wykryĺ morfologicznie 

(Maeda i in., 2010; Ros i in., 2022). W tym kontekŜcie wykazano, Ũe wiele cytokin, czynnik·w 

wzrostu i proteaz jest zaangaŨowanych w proces gojenia siň obraŨenia, a ich badanie jest 

praktyczne w celu okreŜlania przyŨyciowoŜci rany lub jej wieku (Kondo & Ishida, 2010). 

KonkludujŃc, wypracowanie sp·jnego i odpowiedniego schematu wskaŦnikowego do oceny 

przyŨyciowoŜci obraŨenia wciŃŨ pozostaje kwestiŃ spornŃ i r·Ũni siň w zaleŨnoŜci od instytutu 

medycyny sŃdowej (Casse et al., 2016). 

 

2.2. Rodzaje obraŨeŒ wystňpujŃcych na powğokach ciağa 

śmierĺ gwağtowna posiada charakter urazowy i wystňpuje w momencie przekroczenia przez 

czynnik zewnňtrzny moŨliwoŜci adaptacyjnych organizmu. W medycynie sŃdowej odr·Ũnia siň 

znaczenie okreŜlenia uraz (ang. trauma) i obraŨenie (ang. laceratio/injury). Urazem nazywamy 

energiň, kt·ra zostaje przekazana ciağu w spos·b szkodliwy dla niego. W wyniku jej dziağania 

nastňpuje widoczne naruszenie ciŃgğoŜci struktur tkankowych okreŜlane jako obraŨenie 

(rysunek 2.7) (TeresiŒski, 2019). 

 

 

Rysunek 2.7. Przedstawienie zaleŨnoŜci miňdzy pojňciami urazu i obraŨenia: uraz jako energia przekazana ciağu 

w spos·b szkodliwy oraz obraŨenie jako wynikajŃce z niego naruszenie ciŃgğoŜci struktur tkankowych (Ŧr·dğo: 

opracowanie wğasne) 
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Z punktu widzenia medycyny sŃdowej i przeprowadzania sŃdowo-lekarskich oglňdzin 

zwğok urazy mechaniczne klasyfikowane sŃ jako jedne z waŨniejszych. Powodem ich 

powstania jest wystŃpienie jednego z trzech czynnik·w (TeresiŒski, 2019): 

¶ wystŃpienie narzňdzia znajdujŃcego siň w ruchu, gdy ciağo pozostaje nieruchome (np. 

cios, pchniňcie, postrzağ); 

¶ wystŃpienie ruchu ciağa skierowanego w stronň narzňdzia pozostajŃcego w stanie 

nieruchomym (np. upadek z wysokoŜci); 

¶ wystŃpienie ruchu zar·wno narzňdzia jak i ciağa (np. wiňkszoŜĺ wypadk·w 

komunikacyjnych).  

Schemat wystňpowania obraŨeŒ zewnňtrznych w nastňpstwie dziağania urazu 

mechanicznego przedstawia rysunek 2.8. SpoŜr·d istniejŃcych uraz·w spowodowanych 

narzňdziem tňpym, podbiegniňcia krwawe i otarcia nask·rka sŃ najistotniejszymi w ujawnianiu 

mechanizmu sprawczego (przyczyny ich powstania) (Eze & Ojifinni, 2022; Spitz & Spitz, 

2006). 

 

 

Rysunek 2.8. Klasyfikacja obraŨeŒ z uwzglňdnieniem specyfiki wykorzystanego narzňdzia (Ŧr·dğo: opracowanie 

wğasne) 
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2.2.1. Podbiegniňcia krwawe 

Podbiegniňcia krwawe (ang. bruises) to wylew krwi do tkanek podsk·rnych w wyniku 

uderzenia lub ŜciŜniňcia co powoduje miaŨdŨenie tkanek miňkkich i rozrywanie naczyŒ 

krwionoŜnych jednak bez naruszania sk·ry. RozlegğoŜĺ i intensywnoŜĺ wynaczyniania 

uzaleŨniona jest nie tylko od zastosowanej siğy, ale takŨe od struktury i unaczynienia stğuczonej 

tkanki. W rezultacie urazy sŃ bardziej prawdopodobne w obszarach o cienkiej, luŦnej sk·rze             

i na obszarach wystňpowania wiňkszej iloŜci tkanki tğuszczowej (DiMaio & Molina, 2021). W 

niekt·rych przypadkach pewne skupiska podbiegniňĺ odzwierciedlajŃ ksztağt narzňdzia 

wskutek kt·rego wystŃpiğy, przykğadowo (Knudsen i in., 2014; TeresiŒski, 2019; Thavarajah i 

in., 2012): 

¶ ofiara uderzona pğaskim przedmiotem, takim jak deska, czňsto moŨe posiadaĺ 

r·wnolegğe, liniowe podbiegniňcia odpowiadajŃce krawňdziom deski, z normalnie 

wyglŃdajŃcŃ tkankŃ pomiňdzy nimi; 

¶ skupisko niewielkich, mierzŃcych okoğo 1-2 cm, okrŃgğych bŃdŦ dyskoidalnych 

podbiegniňĺ moŨe odpowiadaĺ: 

o urazowi zadanemu opuszkami palc·w w okolicznoŜciach zwiŃzanych z b·jkŃ, 

szarpaninŃ, pr·bŃ obezwğadnienia;  

o wystňpujŃce na przyŜrodkowych powierzchniach ramion, przedramionach                   

i nadgarstkach mogŃ sugerowaĺ na pr·bň przemieszczenia os·b o ograniczonej 

ŜwiadomoŜci lub zdolnoŜci ruchowej, w tym dzieci lub os·b starszych; 

o wystňpujŃce na udach i poŜladkach mogŃ sugerowaĺ charakter przestňpstwa               

o podğoŨu seksualnym. 

Podczas wykonywania sŃdowo-lekarskich zewnňtrznych oglňdzin zwğok lekarz powinien 

okreŜliĺ czas powstania podbiegniňcia. Takie informacje mogŃ byĺ niezwykle istotne                      

w dochodzeniach zwiŃzanych z takimi przestňpstwami jak znňcanie siň nad dzieĺmi, przemoc 

domowa czy zab·jstwo. Oszacowanie czasu jest bezpoŜrednio zwiŃzane z dokğadnym opisem 

dotyczŃcym samego koloru (rysunek 2.9). Jednak z uwagi na fakt, Ũe ocena barwy odbywa siň 

wizualnie, jest ona bardzo subiektywna, a tym samym jej dokğadnoŜĺ pozostawia pewne 

wŃtpliwoŜci. Badania pokazujŃ, Ũe istnieje bardzo niska dokğadnoŜĺ w klasyfikowaniu 

podbiegniňĺ wedğug czasu ich powstania (Nuzzolese & Di Vella, 2012). Do przykğadowych 

badaŒ prowadzonych w zakresie okreŜlenia czasu powstania podbiegniňcia, zaliczamy takie 

metody jak: 
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¶ wykorzystanie kolorymetrii tristimulusowej (ang. tristimulus colourimetric) (K. N. 

Scafide i in., 2016; K. R. N. Scafide i in., 2013; Thavarajah i in., 2012); 

¶ zastosowanie miernika bilirubiny (ang. bilirubin meter) (Mesli i in., 2019); 

¶ alternatywne Ŧr·dğo Ŝwiatğa w zakresie widzialnym i ultrafioletowym (K. N. Scafide i in., 

2020); 

¶ spektroskopia odbicia rozproszonego (DRS) (ang. diffuse reflectance spectroscopy) (Kim 

i in., 2012; Randeberg i in., 2006); 

¶ fotografia cyfrowa (Black i in., 2019; Tirado & Mauricio, 2021). 

 

 

Rysunek 2.9. Skala okreŜlania czasu powstania podbiegniňcia krwawego w zaleŨnoŜci od jego barwy [liczone w 

dniach] (Ŧr·dğo: (a) opracowanie wğasne, (b) (Chang, 2024)) 

 

2.2.1.1. Plama opadowa 

OmawiajŃc podbiegniňcia krwawe naleŨy r·wnieŨ wspomnieĺ o plamach opadowych (ang. 

livor mortis, lividity), kt·re zdarza siň, Ũe mylone sŃ z podbiegniňciami. Plamy opadowe 

stanowiŃ jedno z wczesnych znamion Ŝmierci pojawiajŃcych siň w ciŃgu 12 godzin po ustaniu 

funkcji Ũyciowych tj. krŃŨenia i oddychania. Poza stňŨeniem poŜmiertnym, oziňbieniem zwğok, 

bladoŜciŃ poŜmiertnŃ i wysychaniem poŜmiertnym; plamy opadowe i stňŨenie poŜmiertne 
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uznawane sŃ za najwaŨniejsze i okreŜlane jako definitywne oznaki Ŝmierci. Typowe plamy 

opadowe przybierajŃ zabarwienie sinofioletowe (rysunek 2.10), a powodem ich wystňpowania 

jest przemieszczanie siň krwi pod wpğywem dziağania siğy grawitacji do naczyŒ Ũylnych                    

i wğosowatych znajdujŃcych siň w miejscach najniŨej poğoŨonych. Oznacza to, Ũe ich 

lokalizacja uzaleŨniona jest od pozycji w jakiej nastŃpiğ zgon. NaleŨy zaznaczyĺ, Ũe plama 

opadowa nie pojawia siň w miejscu uciŜniňtym. Takie zjawisko obserwuje siň w przypadku 

obszar·w ciağa, kt·re przylegağy do powierzchni styku (np. poŜladki czy g·rna czňŜĺ plec·w: 

w przypadku zgonu w pozycji supine) i miejsc uciskanych przez czňŜci garderoby (np. gumki 

od bielizny) (TeresiŒski, 2019). 

 

 

Rysunek 2.10. Przedstawienie charakterystyki plamy opadowej wraz z zestawieniem miejsca styku ciağa z 

podğoŨem (Ŧr·dğo: opracowanie wğasne) 

 

 Z uwagi na charakter zabarwienia, plamy opadowe mogŃ byĺ mylone z podbiegniňciami 

krwawymi, szczeg·lnie przez lekarza z mniejszym doŜwiadczeniem. Pomocne w ich 

rozr·Ũnianiu jest stosowanie metody nacisku w efekcie kt·rego obszar plamy opadowej 

chwilowo zblednie. InnŃ z metod jest naciňcie sk·ry, czego skutkiem bňdzie widoczna plama 

opadowa na tle Ũ·ğtawej i blador·Ũowej tkanki podsk·rnej, kt·ra po ŜciŜniňciu bňdzie broczyĺ 

krwiŃ. W przypadku naciňcia podbiegniňcia krwawego bňdzie ono zauwaŨalne jako 

jednostajne, ciemnoczerwone i ograniczone zabarwienie w tkance podsk·rnej (DiMaio & 

Molina, 2021; TeresiŒski, 2019). 

IntensywnoŜĺ zabarwienia plamy opadowej poza sugerowaniem stopnia ukrwienia ciağa i 

narzŃd·w moŨe takŨe wskazywaĺ na rodzaj zgonu (TeresiŒski, 2019): 

¶ Ŝmierĺ powolna (poprzedzona agoniŃ i rozciŃgniňta w czasie, mogŃca trwaĺ nawet do 

kilku dni) ï skŃpe plamy; 
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¶ Ŝmierĺ nagğa (zgon nastňpuje w kr·tkim czasie, po kilku sekundach lub minutach) ï od 

Ŝrednioobfitych plam (przy ostrych i szybko przebiegajŃcych krwotokach) do obfitych       

i silnie wysyconych. 

 

2.2.2. Otarcia nask·rka 

Otarcia nask·rka (ang. abrasions) pojawiajŃ siň w wyniku urazu, kiedy dziağajŃce na ciağo 

narzňdzie ociera sk·rň z warstwy zrogowaciağej, tym samym obnaŨajŃc brodawki sk·ry 

wğaŜciwej. Tak powstağe otarcie zaczyna pokrywaĺ warstwa czerwonobrunatnego lub 

miodowoŨ·ğtawego strupa. W zaleŨnoŜci od gğňbokoŜci otarcia nask·rka zauwaŨa siň 

wystňpowanie niewielkich krwawieŒ i nalotu surowiczokrwistego. WielkoŜĺ otarcia przyjmuje 

r·Ũne formy, od niewielkich do pokrywajŃcych znaczne obszary ciağa. Natomiast ksztağt               

w duŨej mierze uzaleŨniony jest od uŨytego narzňdzia oraz kŃta jego oddziağywania (rysunek 

2.11). Wystňpowanie reliefu (rysunek 2.12) czyli tzw. zwağeczkowania w przypadku przebiegu 

linijnych lub smugowatych otarĺ nask·rka sugeruje kierunek przemieszczania siň ciağa                 

w przypadku wleczenia lub odrzutu. Szczeg·lnie, zauwaŨalne jest to w przypadku wypadk·w 

komunikacyjnych lub wskutek tarcia powstağego w efekcie krňpowania ciağa (TeresiŒski, 

2019).  
 

 
Rysunek 2.11. Przykğady rodzaj·w otarĺ nask·rka (Ŧr·dğo: (a) (TeresiŒski, 2019), (b-e) zasoby wğasne)) 
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Rysunek 2.12. Przykğad reliefu tzw. zwağeczkowania otarcia nask·rka (Ŧr·dğo: zasoby wğasne) 
 

2.3. Stosowane metody wymiarowania obraŨeŒ 

W treŜci sporzŃdzanego sprawozdania z lekarsko-sŃdowych oglňdzin zewnňtrznych zwğok, 

pomiar wielkoŜci obraŨenia i okreŜlenie jego pozycji na ciele uzaleŨniony jest od standard·w 

przyjňtych w danej instytucji. Ponadto, w przewaŨajŃcej ich liczbie sprawozdanie uzupeğniane 

jest przez dokumentacjň fotograficznŃ i schemat sylwetkowy, kt·re mogŃ wspom·c w ustaleniu 

pozycji czy wielkoŜci obraŨenia na p·Ŧniejszym etapie postňpowania (Sieberth i in., 2020). 

Przyjmuje siň, Ũe okreŜlenie wielkoŜci obraŨenia ustalane jest przy wykorzystaniu linijki lub 

suwmiarki i powinno zostaĺ podane w centymetrach lub milimetrach. Dla niekt·rych os·b, 

pomiary podane w jednostkach imperialnych mogŃ byĺ ğatwiejsze do zrozumienia, dlatego 

dopuszcza siň r·wnieŨ podanie r·wnowaŨnego rozmiaru rany w calach. Zwykle, obraŨenia 

posiadajŃ r·wnieŨ pewnŃ gğňbokoŜĺ, jednak czňsto nie jest moŨliwe dokğadne jej okreŜlenie 

(szczeg·lnie w przypadku pğytszych ran) (Payne-James i in., 2005). Istotnym przy zapisie 

wymiar·w ujawnionego obraŨenia jest precyzja jego pomiaru. JednakŨe, z punktu widzenia 

powszechnego wykorzystywania tradycyjnych metod pomiarowych, naleŨağoby r·wnieŨ 

wskazaĺ ich wady. Zaliczyĺ do nich moŨna m.in. (Haghpanah i in., 2006; Rogers i in., 2010; 

Shamata & Thompson, 2018a): 

¶ subiektywnoŜĺ pomiaru w np. okreŜlaniu najwiňkszej osi obraŨenia (zwğaszcza                     

w przypadku obraŨeŒ o nieregularnym ksztağcie); 

¶ rutynowe szacowanie powierzchni obraŨenia, gdzie pomiar dokonywany jest poprzez 

pomnoŨenie dw·ch wymiar·w (najdğuŨsza dğugoŜĺ ὼ najwiňksza szerokoŜĺ ώ). W ten 

spos·b przyjmuje siň zağoŨenie, Ũe ksztağt obraŨenia jest prostokŃtny lub kwadratowy, co 

zawyŨa rzeczywistŃ powierzchniň rany o 10% do 44%; 
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¶ niepewna dokğadnoŜĺ, zwğaszcza w przypadku obraŨeŒ o wiňkszych rozmiarach                     

i nieregularnym ksztağcie; 

¶ metoda inwazyjna (jako Ũe wymaga bezpoŜredniego kontaktu z ciağem). 

Pomimo przewagi wykorzystania tradycyjnych metod, niekt·re oŜrodki coraz czňŜciej 

siňgajŃ po nowoczeŜniejsze technologie. W literaturze zauwaŨa siň wzrost znaczenia 

wykorzystania radiologicznych technik obrazowania czy fotogrametrii dla cel·w medycyny 

sŃdowej lub nawet integracji r·Ũnych metod (wiňcej w rozdziale: 3. PoŜmiertne 

kryminalistyczne metody obrazowania 3D).  

 

2.4. Podsumowanie 

W tym rozdziale om·wiono istotň przeprowadzania sŃdowo-lekarskich oglňdzin 

zewnňtrznych zwğok podkreŜlajŃc ich znaczenie w kontekŜcie badaŒ czy w zdarzeniu mogğa 

braĺ udziağ osoba trzecia. Wskazano, Ũe dokğadne i rzetelne dokumentowanie obraŨeŒ na 

powğokach ciağa jest niezbňdne dla poprawnego przebiegu procesu dochodzeniowego                      

i sŃdowego. Dodatkowo, zawarta informacja o ujawnionych obraŨeniach (ich wielkoŜĺ, 

poğoŨenie, barwa czy cechy charakterystyczne) powinna byĺ zrozumiağa i moŨliwa do 

odtworzenia nawet do kilku lat po zamkniňciu sprawy. Zwr·cono r·wnieŨ uwagň na spos·b 

sporzŃdzania sprawozdania przez lekarza medycyny sŃdowej z podkreŜleniem moŨliwoŜci 

uzupeğnienia pisemnej czňŜci przez dokumentacjň fotograficznŃ i schemat sylwetkowy.                     

W kolejnych podrozdziağach om·wiono typy wystňpujŃcych obraŨeŒ wraz ze wskazaniem 

mechanizm·w ich powstawania. Szczeg·lny nacisk zwr·cono na podbiegniňcia krwawe                    

i otarcia nask·rka jako obraŨenia moŨliwie najczňŜciej wskazujŃce udziağ os·b trzecich               

w zdarzeniu. Kolejnym istotnym punktem omawianym w tym rozdziale byğy metody 

wymiarowania obraŨeŒ, gdzie wyjaŜniono, Ũe dokğadne okreŜlenie rozmiaru obraŨenia jest 

kluczowe dla przeprowadzenia wğaŜciwej analizy i zrozumienia ich powstania.  

NaleŨy podkreŜliĺ, Ũe om·wione w tym rozdziale zagadnienia sŃ kluczowe dla pracy lekarzy 

medycyny sŃdowej i wpğywajŃ na postňpowanie prowadzone przez organ Ŝcigania, a nastňpnie 

wymiar sprawiedliwoŜci. DokğadnoŜĺ, precyzja i rzetelnoŜĺ w procesie sŃdowo-lekarskich 

oglňdzin zewnňtrznych zwğok oraz sporzŃdzania sprawozdania jest niezbňdne dla postawienia 

odpowiednich wniosk·w w przypadkach, gdy ciağo ofiary stanowi gğ·wne Ŧr·dğo informacji. 
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3. PoŜmiertne kryminalistyczne metody obrazowania 3D 

Standardowa procedura dokumentacji obraŨeŒ podczas przeprowadzania sŃdowo-lekarskich 

zewnňtrznych oglňdzin zwğok obejmuje opis sğowny, pomiary rňczne, szkice na schematach 

sylwetkowych i dokumentacje fotograficznŃ (wiňcej w rozdziağach: 2.1. Sprawozdanie                  

z sŃdowo-lekarskich oglňdzin zwğok, 2.1.1. Dokumentacja obraŨeŒ wystňpujŃcych na 

powğokach ciağa). OgraniczajŃc dokumentacjň jedynie do tych element·w, moŨna stwierdziĺ, 

Ũe informacje o geometrii obraŨenia nie sŃ prawidğowo rejestrowane, gdyŨ w rzeczywistoŜci 

pomiary liniowe i zdjňcia redukujŃ ranň 3D do przestrzeni 2D (Villa, 2017). 

Wewnňtrzne i zewnňtrzne obrazowanie ciağa w przestrzeni 3D stworzyğo moŨliwoŜĺ 

rejestracji sŃdowych ustaleŒ patologicznych w spos·b precyzyjny i mağo inwazyjny, 

jednoczeŜnie tworzŃc trwağe zbiory danych z dostňpem w kaŨdym miejscu i czasie. Jako 

najwaŨniejsze techniki obrazowania kryminalistycznego wyr·Ũniĺ moŨna wykorzystywanie 

sensor·w takich jak: 

¶ radiologiczne techniki obrazowania medycznego: 

o tomografia komputerowa (CT); 

o rezonans magnetyczny (MRI); 

o rentgenodiagnostyka (RTG); 

¶ klasyczna fotografia, w tym fotogrametria; 

¶ skanery powierzchniowe; 

¶ integracja wykorzystania r·Ũnych sensor·w. 

Wykorzystanie obrazowania 3D w medycynie sŃdowej ma na celu utworzenie dokumentacji 

w postaci modelu 3D cağego ciağa. Z pomocŃ technik tomografii komputerowej (CT), rezonansu 

magnetycznego (MR) czy rentgenodiagnostyki (RTG) moŨna tworzyĺ modele 3D zar·wno 

struktur wewnňtrznych jak i zewnňtrznych, co z powodzeniem stosowane jest juŨ w kilku 

instytutach medycyny sŃdowej na cağym Ŝwiecie (Hayakawa i in., 2006; Leth, 2007; Villa i in., 

2018). JednakŨe rozdzielczoŜĺ technik radiologicznych nie jest wystarczajŃca do dokğadnej 

dokumentacji obraŨeŒ widocznych na powğokach, a co istotne nie sŃ pozyskiwane informacje 

o ich barwie (Villa, 2017). Prawidğowy zapis obraŨeŒ moŨna jednak uzyskaĺ za pomocŃ 

skaner·w powierzchniowych wykorzystujŃcych Ŝwiatğo strukturalne (Thali i in., 2003; Villa i 

in., 2018) lub fotogrametriň (Flies i in., 2019; Thali i in., 2000; Urbanov§ i in., 2015). NaleŨy 

jednak zwr·ciĺ uwagň, Ũe ograniczeniem skanowania powierzchni 3D jest niedostateczne 

pozyskanie informacji o kolorze, dlatego w tym celu stosuje siň poğŃczenie obu tych technik, 



43 

 

jako Ũe kolorowŃ teksturň moŨna wygenerowaĺ na podstawie informacji przetworzonych przy 

uŨyciu fotogrametrii (Grabherr i in., 2016). 

W ciŃgu ostatnich kilku lat istotnŃ popularnoŜĺ w dziedzinie patologii sŃdowej uzyskağ 

termin Ăwirtualna sekcja zwğokò (ang. virtual autopsy) tzw. VIRTOPSY (Wan i in., 2020). 

PoczŃtkowo stosowano oddzielnŃ procedurň tworzenia wewnňtrznej i zewnňtrznej 

dokumentacji 3D cağego ciağa, jednak z czasem dane pozyskane z radiologicznych technik 

obrazowania zaczňto ğŃczyĺ z danymi pozyskiwanymi za pomocŃ fotogrametrii i skanowania 

Ŝwiatğem strukturalnym (Kottner et al., 2017). Integracja tych sensor·w umoŨliwiğa uzyskanie 

bardzo szczeg·ğowych i precyzyjnych danych, a ich przydatnoŜĺ w postňpowaniach sŃdowo-

karnych zostağa wyraŦnie wykazana (Buck i in., 2007, 2013). JednakŨe pomimo uzyskania 

satysfakcjonujŃcych wynik·w, procedura ta jeszcze nie odnalazğa szerszego zastosowania         

w instytutach medycyny sŃdowej. Gğ·wnŃ przyczynŃ jest koniecznoŜĺ przeprowadzenia 

pomiar·w fotogrametrycznych i skanowania powierzchni tuŨ przed lub po wykonaniu 

skanowania CT. Jest to proces pracochğonny oraz wymaga posiadania odpowiedniego sprzňtu    

i przestrzeni, czym niestety nie wszystkie jednostki dysponujŃ. WiňkszoŜĺ instytut·w 

medycyny sŃdowej nie posiada wğasnego tomografu komputerowego i polega na urzŃdzeniach 

w szpitalach. Oznacza to, Ũe ofiary sŃ czňsto skanowane w workach na zwğoki przed zdjňciem 

odzieŨy i oczyszczeniem ciağa. Dla uzyskania poprawnych wynik·w naleŨy odpowiednio 

przygotowaĺ zwğoki tz. odzieŨ i wszelkie inne przedmioty powinny zostaĺ usuniňte, ciağo 

naleŨy dokğadnie oczyŜciĺ i jeŜli to konieczne ogoliĺ (wğosy stanowiŃ znaczne utrudnienie dla 

skaner·w powierzchniowych)6, nastňpnie punkty osnowy fotogrametrycznej naleŨy umieŜciĺ 

na ciele i wok·ğ niego, ze szczeg·lnym uwzglňdnieniem okolic obraŨeŒ (Ebert i in., 2014, 

2016). Co istotne i najwaŨniejsze, ciağo powinno znajdowaĺ siň w tej samej pozycji w kt·rej 

wykonywano pomiar CT w szpitalu, a to z uwagi na koniecznoŜĺ transportu ciağa do instytutu 

medycyny sŃdowej, jest niemoŨliwe. 

 

3.1. Radiologiczne techniki obrazowania medycznego  

Zastosowanie poŜmiertnej diagnostyki obrazowej w postaci tomografii komputerowej             

i rzadziej, rezonansu magnetycznego oraz rentgenodiagnostyki umoŨliwia nieinwazyjnŃ 

 
6 Autorka niniejszej rozprawy doktorskiej podkreŜla, Ũe koniecznoŜĺ usuniňcia owğosienia wystňpuje jedynie w 

przypadkach ran zlokalizowanych na gğowie pokrytej gňstymi i dğugimi wğosami, kt·re utrudniajŃ ich wğaŜciwŃ 

obserwacjň. Natomiast w sytuacjach, gdy owğosienie jest kr·tkie (na przykğad u mňŨczyzn z kr·tko ostrzyŨonymi 

wğosami) lub w przypadku owğosienia na nogach, nie ma potrzeby golenia, poniewaŨ skanery umoŨliwiajŃ 

uzyskanie wynik·w przydatnych do dalszych analiz. 
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identyfikacjň przyczyny Ŝmierci. Ta metoda jest szczeg·lnie pomocna w przypadkach, kiedy 

lekarz medycyny sŃdowej nie ma dostňpu do historii medycznej ofiary. Ponadto obrazowanie 

radiologiczne umoŨliwia patologom sŃdowym wglŃd do obszar·w ciağa, kt·re nie sŃ rutynowo 

poddawane standardowej wewnňtrznej sekcji zwğok (gğowy, szyi i klatki piersiowej oraz jamy 

brzusznej) (Offiah & Dean, 2016). 

Interpretacja obrazowa post-mortem tomografii komputerowej i rezonansu magnetycznego 

bardzo r·Ũni siň od tej wykonywanej ante-mortem. Istnieje szereg zmian w tkankach, kt·re 

wystňpujŃ poŜmiertnie i majŃ znaczŃcy wpğyw na wyglŃd danych z CT i MRI. Przykğadem 

moŨe byĺ efekt sedymentacji w naczyniach lub hipostazie pğuc (tzw. wewnňtrzny livor mortis), 

czasami zaciemniajŃcej odczyt obrazu i wystňpujŃcej z uwagi na brak krŃŨenia. DoŜwiadczenie 

w zakresie rozpoznania tych zmian ma kluczowe znaczenie dla unikniňcia bğňdnej interpretacji. 

Podobnie, skutki przeprowadzenia resuscytacji krŃŨeniowo-oddechowej mogŃ powodowaĺ 

szereg zmian, kt·re mogŃ byĺ widoczne w p·Ŧniejszym obrazowaniu poŜmiertnym i nie 

powinny zostaĺ bğňdnie zinterpretowane jako patologiczne. W przeciwieŒstwie do obrazowania 

radiologicznego ante-mortem, obrazowanie poŜmiertne jest w peğni bezpieczne i daje 

moŨliwoŜĺ swobodnego doboru parametr·w maksymalizujŃc jakoŜĺ uzyskanych danych bez 

czynnika zagraŨajŃcego pacjentowi (Flach i in., 2014). 

W zaleŨnoŜci od instytucji i kraju, przeprowadzanie obrazowania post-mortem r·Ũni siň. W 

czňŜci zakğad·w medycyny sŃdowej stosowanie CT traktowane jest jako badanie podstawowe 

i wykonuje siň je niezaleŨnie od innych czynnoŜci. Natomiast obrazowanie MRI czy RTG 

traktowane jest jako uzupeğniajŃce, kt·re wykonuje siň w porozumieniu miňdzy radiologiem         

a patologiem sŃdowym w oparciu o wyniki diagnozy wstňpnej z CT, wyniki sŃdowo-lekarskich 

oglňdzin zewnňtrznych zwğok i historii zmarğego (Flach i in., 2014). Inna grupa instytucji 

wykorzystuje CT jako preselekcjň przypadk·w z wystŃpieniem potencjalnie nienaturalnych 

przyczyn Ŝmierci tym samym zmniejszajŃc liczbň codziennych sekcji zwğok (Rutty i in., 2008). 

IstniejŃ r·wnieŨ pewne krňgi kulturowe i religijne, kt·re sprzeciwiajŃ siň wykonywaniu 

wewnňtrznej sekcji zwğok. W takich przypadkach wykorzystanie obrazowania radiologicznego 

jako potencjalnego substytutu jest nowym podejŜciem do przezwyciňŨenia tych problem·w 

(Takahashi i in., 2012). 
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3.2. Klasyczna fotografia z elementami fotogrametrii 

W medycynie sŃdowej dokumentacja fotograficzna stanowi uzupeğnienie sprawozdania         

z sŃdowo-lekarskich oglňdzin zewnňtrznych zwğok. Ma na celu zachowanie wartoŜci 

dowodowej obraŨeŒ i umoŨliwia ich odtworzenie w p·Ŧniejszym czasie.  

 NajczňŜciej dokumentacje fotograficznŃ sporzŃdza lekarz lub rezydent patologii sŃdowej 

(Giorgetti i in., 2023; Oliver, 2011). Do tego celu zwykle stosowane sŃ aparaty cyfrowe. Wraz 

z postňpem w rozwoju fotografii, istnieje szeroka gama dostňpnych produkt·w, kt·re oferujŃ 

stosunkowo dobrŃ jakoŜĺ za relatywnie niskŃ cenň. Nawet niekt·re telefony kom·rkowe sŃ         

w stanie dobrze zobrazowaĺ obraŨenie, naleŨy jednak zaznaczyĺ, Ũe ich wykorzystanie nie 

powinno mieĺ miejsca w przypadku tworzenia dokumentacji medycznej. Podstawowym 

czynnikiem jest jakoŜĺ otrzymanych danych, ale r·wnieŨ, co istotne, mogŃ wystŃpiĺ problemy 

z ochronŃ danych zawartych na takich noŜnikach (Ozkalipci & Volpellier, 2010; Verhoff i in., 

2012). 

W fotodokumentacji kryminalistycznej najwaŨniejsze jest dokğadne i rzeczywiste 

dokumentowanie obraŨeŒ. Jednak wciŃŨ wystňpuje wiele problem·w z akwizycjŃ tego rodzaju 

danych przez co czňsto jakoŜĺ pozyskanego obrazu jest niewystarczajŃca. NajczňŜciej 

wystňpujŃce bğňdy to (Verhoff i in., 2012): 

¶ brak ostroŜci; 

¶ przeŜwietlenie lub niedoŜwietlenie obrazu; 

¶ sğabe (przekğamane) odwzorowanie kolor·w; 

¶ szumy. 

Podczas sporzŃdzania dokumentacji fotograficznej, istotnym jest odwzorowanie 

odpowiedniej skali i barwy poprzez wykonanie zdjňcia z np. linijkŃ policyjnŃ oraz pr·bnikiem 

kolor·w. JednakŨe akceptowalne jest takŨe zastosowanie linijek kŃtowych, standardowych 

linijek, taŜm mierniczych, a takŨe, w wyjŃtkowych okolicznoŜciach, przedmiot·w o znanych 

wymiarach, takich jak moneta lub zapağka. Wykorzystany element pomiarowy                                     

i dokumentowane obraŨenie powinny znajdowaĺ siň w tej samej pğaszczyŦnie jak najbardziej 

prostopadğej do osi optycznej. W ten spos·b moŨliwe bňdzie okreŜlenie rozmiaru obraŨenia. 

Ponadto, przydatne jest wykonanie serii zdjňĺ, zaczynajŃc od zdjňcia og·lno-podglŃdowego,           

a nastňpnie skupiajŃc siň na szczeg·ğach, co umoŨliwi nie tylko dokğadne odwzorowanie, ale 

teŨ pozwoli na wskazanie lokalizacji anatomicznej (Verhoff i in., 2012). 

W medycynie sŃdowej najpowszechniejszym standardem dokumentowania obraŨeŒ jest 

fotografia. Techniczne cechy zdjňcia, takie jak ortogonalnoŜĺ, gğňbia i ostroŜĺ poŨŃdanego 
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obszaru, majŃ kluczowe znaczenie dla uzyskania prawidğowego pomiaru. Niemniej jednak na 

obrazie 2D zawsze bňdzie pewna utrata informacji podczas pr·by wizualizacji geometrii 

obraŨenia. W ostatnich latach do tego celu zaczňto coraz czňŜciej wykorzystywaĺ fotogrametriň 

bliskiego zasiňgu (Koller i in., 2019). W medycynie sŃdowej procedura fotogrametryczna 

wykonywana jest manualnie lub za pomocŃ system·w wielokamerowych (Leipner i in., 2016). 

Fotogrametria wykorzystywana do tworzenia dokumentacji 3D i r·Ũnego rodzaju analiz 

zdŃŨyğa juŨ ugruntowaĺ swojŃ pozycjň jako cenne narzňdzie w kontekŜcie postňpowania 

dochodzeniowego w takich przypadkach jak (Flies i in., 2019): 

¶ dopasowanie narzňdzia do obraŨeŒ na ciele ofiary (dwa praktyczne przykğady om·wiono 

w dalszej czňŜci tego rozdziağu); 

¶ tworzenie dokumentacji 3D7; 

¶ przeprowadzenie pomiar·w na fotogrametrycznym modelu 3D jako moŨliwoŜĺ 

zastŃpienia rzeczywistych pomiar·w obraŨeŒ dokonywanych podczas sŃdowo-lekarskich 

oglňdzin zewnňtrznych zwğok8. 

InteresujŃcy przykğad wykorzystania fotogrametrii w medycynie sŃdowej przedstawia 

opracowanie Thali M. (Thali i in., 2000), kt·ry podjŃğ pr·bň dokumentacji obraŨeŒ istotnych          

z punktu widzenia rekonstrukcji przebiegu zdarzenia. WykorzystujŃc fotogrametriň 

wspomaganŃ systemami CAD autor zwizualizowağ uraz tkanek miňkkich twarzy 

spowodowanych przejechaniem przez oponň samochodowŃ. W badanym przypadku ofiarŃ 

zdarzenia byğo dziecko, kt·re podczas zabawy nagle i niespodziewanie wyskoczyğo na ruchliwŃ 

ulicň. W efekcie dziewczynka zostağa Ŝmiertelnie potrŃcona przez samoch·d. Na sk·rze lewej 

strony twarzy znajdowağy siň podbiegniňcia krwawe o nietypowym wzorze oraz otarcia 

nask·rka. Celem dochodzenia byğo ustalenie czy Ŝlady na twarzy dziecka rzeczywiŜcie 

pochodziğy od jednej z opon pojazdu (rysunek 3.1), a jeŜli tak, to z kt·rego kierunku 

dziewczynka wybiegğa na ulicň kiedy zostağa potrŃcona. Badane obiekty (uraz na powierzchni 

anatomicznej ofiary i powierzchnia opony samochodu) zostağy przetworzone w systemie 

RolleiMetric gdzie wygenerowano model 3D tych obiekt·w. Nastňpnie korzystajŃc                          

z oprogramowania CAD, model 3D urazu por·wnywano z modelem potencjalnego narzňdzia 

(powierzchniŃ opony) mogŃcego spowodowaĺ to obraŨenie.  

 
7 W ramach prac nad niniejszŃ rozprawŃ doktorskŃ autorka opracowağa metodykň tworzenia cyfrowej 

dokumentacji 3D ciağa czğowieka (rozdziağ 8. Automatyczne modelowanie w procesie tworzenia cyfrowej 

dokumentacji medycznej 3D sylwetki czğowieka ï CZŇśĹ II badaŒ). 
8 W ramach prac nad niniejszŃ rozprawŃ doktorskŃ autorka przeprowadziğa analizy geometrycznej obraŨenia 

(rozdziağ 11.3.2. Obliczenie odlegğoŜci rzeczywistej obraŨenia z wykorzystaniem graf·w waŨonych oraz rozdziağ 

11.3.3. Metodyka analizy iloŜciowej obraŨenia z wykorzystaniem PCA i interpolacji cubic spline w przestrzeni 3D). 
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Rysunek 3.1. Dokumentacja fotograficzna przypadku wykorzystania fotogrametrii w medycynie sŃdowej: a) 

charakterystyczny wz·r obraŨeŒ (podbiegniňĺ krwawych i otarĺ nask·rka) na twarzy ofiary, umoŨliwiajŃcy analizň 

ich pochodzenia, b) bieŨnik opony pojazdu biorŃcego udziağ w zdarzeniu, sğuŨŃcy do por·wnania i ustalenia 

zgodnoŜci wzoru obraŨeŒ z oponŃ pojazdu (Ŧr·dğo: (Thali i in., 2000)) 

 

Przeprowadzone analizy wykazağy jednoznaczne dopasowanie miňdzy licznymi 

podbiegniňciami krwawymi a bieŨnikiem profilu opony i dowiodğy, Ũe opona pojazdu 

powypadkowego przejechağa po gğowie ofiary i to w kierunku niemal podğuŨnym (rysunek 3.2). 

 

 

Rysunek 3.2. Przedstawienie wynik·w analizy dopasowania obraŨeŒ do wzoru bieŨnika opony w omawianym 

przypadku: a) widok z boku na model 3D twarzy ofiary oraz bieŨnika opony, wskazujŃcy na ich wzajemne relacje, 

b) widok od strony czaszki na model 3D, podkreŜlajŃcy szczeg·ğy dopasowania, c) wizualizacja dopasowania 

licznych podbiegniňĺ krwawych na twarzy ofiary do wzoru bieŨnika opony, potwierdzajŃca, Ũe opona pojazdu 

powypadkowego przejechağa po gğowie ofiary w niemal podğuŨnym (Ŧr·dğo: (Thali et al., 2000)) 

 

Nieco bardziej bieŨŃcym przykğadem zastosowania fotogrametrii jest opracowanie Kreul D. 

(Kreul i in., 2019) ukazujŃce dopasowanie obraŨenia z narzňdziem, gdy w procesie urazu doszğo 
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do deformacji przedmiotu/broni i tkanek ofiary, powodujŃc dynamiczny, a nie sztywny transfer 

ksztağtu. W omawianym przypadku podczas kğ·tni z elementami przemocy fizycznej, 

mňŨczyzna zostağ uderzony szczotkŃ do wğos·w po lewej stronie czoğa. W efekcie powstağy 

symetryczne, zgrupowane, mağe, okrŃgğe otarcia nask·rka z kt·rych niekt·re zawierağy ciemny, 

zaschniňty wysiňk. WyglŃdağy one na uğoŨone w regularny geometryczny wz·r. Mniej gğňbokie 

lub bardziej powierzchowne byğy liczne czerwone, prŃŨkowane przebarwienia sk·ry, 

bezpoŜrednio przylegajŃce lub poğŃczone z punktowymi, gğňbszymi zmianami (rysunek 3.3). 

W omawianym przykğadzie, dopasowanie 3D szczotki do wğos·w z zestawieniem punktowych 

i wydğuŨonych prŃŨkowanych otarĺ nask·rka czoğa dağo czňŜciowe, ale nieidealne dopasowanie 

(rysunek 3.4). JakoŜciowa ocena medyczno-prawna uzyskanego wyniku dopasowania wyraŦnie 

wskazywağa na odksztağcenie wğosia szczotki po uderzeniu, wskazujŃce na odŜrodkowy wz·r 

pocierania, a tym samym dynamicznie przemieszczanie siň poczŃtkowo stağego otarcia 

punktowego aŨ do okrŃgğego ksztağtu koŒc·wki wğosia. Dodatkowo zostağo to potwierdzone 

zar·wno przez elastycznoŜĺ wğosia, jak i pňkniňcie ramy szczotki, kt·rej obecnoŜĺ i lokalizacja 

wskazywağy na zastosowanie stosunkowo duŨej siğy. Omawiany przypadek ukazuje, w jaki 

spos·b zastosowanie ukierunkowanej interpretacji w dziedzinie medycyny sŃdowej moŨe 

wyjaŜniĺ to, co od strony inŨynieryjnej jest tylko czňŜciowym dopasowaniem 3D. 

 

 

Rysunek 3.3. Otarcia nask·rka po lewej stronie czoğa, powstağe w wyniku uderzenia szczotkŃ do wğos·w. 

ObraŨenie zawiera regularnie rozmieszczone i uğoŨone punktowe, otarte, okrŃgğe zmiany. Mniej gğňbokie lub 

bardziej powierzchowne sŃ liczne czerwone, prŃŨkowane przebarwienia sk·ry, bezpoŜrednio przylegajŃce lub 

poğŃczone z punktowymi, gğňbszymi zmianami: a) dokumentacja fotograficzna, b) model 3D obraŨeŒ, c) model 

3D narzňdzia sprawczego ze wskazanym pňkniňciem (Ŧr·dğo: (Kreul i in., 2019)) 
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Rysunek 3.4. Przedstawienie graficzne obraŨenia sk·ry z nağoŨonymi elementami narzňdzia (koŒc·wek wğosia 

szczotki): a) nağoŨone wğosie (beŨowe punkty) pasuje do lokalizacji gğňbszych i ciemniejszych punktowych otarĺ, 

b) przerywane kontury podkreŜlajŃ otarcia sk·ry, c) wyraŦne ukazanie wzoru odŜrodkowego, kt·re zostağo 

dodatkowo podkreŜlone i zilustrowane dodanymi strzağkami (Ŧr·dğo: (Kreul i in., 2019)) 

 

3.3. Skanery powierzchniowe 

Nieinwazyjne skanery powierzchniowe 3D odnalazğy zastosowanie r·wnieŨ w medycynie 

sŃdowej, zwğaszcza w kontekŜcie dokumentacji i analizy obraŨeŒ ciağa. Technologia ta 

umoŨliwia precyzyjne odwzorowanie ksztağtu i struktury powierzchni ciağa ofiary bez 

koniecznoŜci bezpoŜredniego kontaktu. Skanery 3D dziağajŃ w oparciu o projekcje Ŝwiatğa 

laserowego o pojedynczej dğugoŜci fali, kt·ra moŨe przybieraĺ formň plamki, pojedynczej linii 

lub serii r·wnolegğych linii na powierzchni obiektu. WiŃzka lasera ulega deformacji                       

w kontakcie z ksztağtem obiektu i odbija siň od powierzchni w okreŜlonej pozycji, co pozwala 

na precyzyjne zarejestrowanie topografii badanego obszaru (DôApuzzo & Gruen, 2009). 

Zastosowanie odnajduje r·wnieŨ technika skanowania 3D w Ŝwietle strukturalnym, kt·ra dziağa 

na zasadzie projekcji zaprojektowanych wzor·w strukturalnych ze strategiŃ kodowania. Wzory 

te sŃ rzutowane na powierzchniň obiektu, a nastňpnie analizowane pod kŃtem deformacji 

wynikajŃcych z topologii skanowanego obraŨenia. Analiza tych deformacji pozwala na 

odtworzenie tr·jwymiarowego modelu badanego obiektu. W praktyce skanowania powierzchni 

ciağa ludzkiego stwarza pewne wyzwania. Owğosione, mokre czy bardzo ciemne obszary sŃ 

niekiedy trudne do zarejestrowania za pomocŃ niekt·rych skaner·w powierzchniowych. Wğosy 

mogŃ powodowaĺ zakğ·cenia w projekcji Ŝwiatğa, prowadzŃc do artefakt·w w danych 

skanowania. Podobnie, mokre powierzchnie mogŃ odbijaĺ Ŝwiatğo w spos·b nieprzewidywalny, 

a ciemne obszary mogŃ pochğaniaĺ zbyt duŨo Ŝwiatğa, co utrudnia ich detekcjň przez sensory 

skanera (Shamata & Thompson, 2018b). 
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Badania przeprowadzane przez Buck U. (Buck i in., 2018) wskazujŃ r·Ũnice                                        

w wykorzystaniu dw·ch komercyjnych system·w pomiarowych do rejestracji 3D ciağa ofiary, 

obraŨenia i potencjalnego narzňdzia (w tym przypadku podeszwy buta). W opracowaniu 

wykorzystano skaner z projekcjŃ Ŝwiatğa strukturalnego TRITOP/ATOS (GOM, Braunschweig, 

Niemcy) oraz skaner rňczny Go!Scan 50 (Creaform/Ametek, Qu®bec, Kanada). Jak twierdzŃ 

autorzy, wybrane skanery wielokrotnie udowodniğy swojŃ skutecznoŜĺ dziağania                                      

w zastosowaniach medycyny sŃdowej i obecnie stanowiŃ najpowszechniej stosowane systemy. 

System ATOS pozyskuje najwyŨszŃ rozdzielczoŜĺ modelu powierzchni 3D. Skaner dziağa                   

w oparciu o Ŝwiatğo strukturalne i skğada siň z projektora umieszczonego poŜrodku oraz dw·ch 

kamer cyfrowych po lewej i prawej stronie, z kt·rych kaŨda zostağa wyposaŨona w czujnik 

CCD o rozdzielczoŜci 4 milion·w pikseli. Projektor wyŜwietla na powierzchni wz·r 

strukturalny, podczas gdy dwie kamery rejestrujŃ obraz. PoniewaŨ znana jest odlegğoŜĺ miňdzy 

dwoma kamerami i kŃt miňdzy nimi, oprogramowanie oblicza wsp·ğrzňdne 3D punkt·w pikseli 

kaŨdego czujnika, stosujŃc metodň triangulacji. W kaŨdym skanie okreŜlanych jest do                         

4 milion·w punkt·w powierzchni 3D. Dziňki niekodowanym punktom osnowy poszczeg·lne 

skany sŃ automatycznie ğŃczone w jeden zbi·r danych. Minusem zastosowania ATOS jest brak 

pozyskania informacji o kolorze tekstury. CREAFORM Go!Scan 50 podobnie do ATOSu 

r·wnieŨ wykorzystuje Ŝwiatğo strukturalne. Skaner emituje wz·r biağego Ŝwiatğa 

przypominajŃcy kod QR, podczas gdy dwie kamery obserwujŃ znieksztağcenie wzoru na 

skanowanym obiekcie. Trzecia kamera rejestruje informacje o kolorze obliczonych punkt·w 

3D. Skaner pracuje z szybkoŜciŃ 550 000 pomiar·w na sekundň i skanuje obszar 380 Ĭ 380 mm 

z rozdzielczoŜciŃ 0,5 mm i dokğadnoŜciŃ punktowŃ do 0,1 mm. Powierzchnia jest rejestrowana 

podczas przesuwania skanera rňcznego nad obiektem. R·Ũnice w dokğadnoŜci pomiňdzy 

wysokorozdzielczym skanerem ATOS a skanerem rňcznym Go!Scan 50 zostağy zilustrowane 

na rysunku 3.5. W praktyce oznacza to, Ũe wyb·r odpowiedniego systemu skanowania 

powinien byĺ podyktowany specyficznymi wymaganiami danego przypadku. JeŜli kluczowa 

jest najwyŨsza moŨliwa dokğadnoŜĺ i szczeg·ğowoŜĺ modelu, np. w przypadku analizy 

drobnych Ŝlad·w narzňdzia na ciele ofiary, system ATOS moŨe byĺ preferowanym wyborem. 

Natomiast w sytuacjach, gdzie waŨna jest szybkoŜĺ dziağania i moŨliwoŜĺ rejestrowania 

informacji o kolorze, np. w dokumentacji rozlegğych obraŨeŒ z widocznymi zmianami 

barwnymi, skaner Go!Scan 50 moŨe okazaĺ siň bardziej odpowiedni. 
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Rysunek 3.5. Przedstawienie s Por·wnanie system·w skanowania powierzchniowego oraz ich wynik·w: a) zasada 

dziağania systemu ATOS opartego na projekcji Ŝwiatğa strukturalnego oraz skanera rňcznego Go!Scan 50, b) model 

3D fragmentu podeszwy buta uzyskany przy uŨyciu obu system·w, c) model powierzchniowy ciağa ofiary z 

uwzglňdnieniem szczeg·ğowego obrazu plec·w, ilustrujŃcy r·Ũnice w dokğadnoŜci pomiňdzy analizowanymi 

systemami (Ŧr·dğo: (Buck i in., 2018)) 

 

3.4. Zintegrowane metody obrazowania 3D 

Omawiane we wczeŜniejszych rozdziağach metody obrazowaŒ kryminalistycznych sŃ coraz 

czňŜciej wykorzystywane w badaniach z zakresu medycyny sŃdowej w celu wzmocnienia 

dokumentacji obraŨeŒ (Thali i in., 2008). Metody radiologicznych obrazowaŒ 

kryminalistycznych, dostarczajŃ szczeg·ğowych informacji na temat anatomii wewnňtrznej, 
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uraz·w wewnňtrznych czy wystňpujŃcych patologii ciağa. JednakŨe dla peğnej informacji 

sŃdowo-lekarskiej wymagana jest r·wnieŨ cyfrowa dokumentacja topologii powierzchni ciağa, 

kt·ra moŨe byĺ istotna do cel·w rekonstrukcyjnych. Metody radiologiczne nie majŃ dokğadnej 

rozdzielczoŜci umoŨliwiajŃcej ocenň morfologii mağych zmian powierzchniowych zwiŃzanych 

z obraŨeniami na powğokach sk·ry czy innymi widocznymi zmianami, niekoniecznie bňdŃcymi 

obraŨeniami. Ponadto metody radiologiczne nie pozyskujŃ informacji o kolorze tekstury, kt·ra 

moŨe byĺ istotna dla oceny stopnia ciňŨkoŜci obraŨenia lub rozr·Ũnienia uderzenia stycznego, 

otarcia lub ortogonalnego (Campana i in., 2016; Ebert i in., 2016). Aby dodaĺ te informacje           

o powierzchni ciağa do danych cyfrowych w spos·b umoŨliwiajŃcy peğnŃ rekonstrukcjň, 

konieczne sŃ zatem inne techniki obrazowania, lepiej przystosowane do dokumentowania 

powierzchni sk·ry. Bardzo wysokiej jakoŜci kolor tekstury moŨna pozyskaĺ technikami 

fotogrametrii, kt·re jednak w por·wnaniu ze skanerami powierzchniowymi dajŃ zdecydowanie 

niŨszŃ rozdzielczoŜĺ. W niekt·rych przypadkach z zakresu medycyny sŃdowej taka 

rozdzielczoŜĺ moŨe byĺ wystarczajŃca, poniewaŨ rzeczywiste odwzorowanie barwy obraŨenia 

jest istotniejsze. Jednak, coraz czňŜciej zauwaŨa siň wykorzystanie integracji om·wionych 

metod. Zintegrowane obrazowanie pomimo wielu korzyŜci i coraz powszechniejszego 

zastosowania w medycynie sŃdowej wciŃŨ posiada ograniczenie w postaci dostňpnoŜci 

odpowiedniego oprogramowania i koniecznoŜci zastosowania r·Ũnych znak·w kodowanych 

(Grabherr i in., 2017). 

Przykğadem integracji danych z trzech r·Ũnych sensor·w, jest opracowanie Camapna L. 

(Campana i in., 2016). Dane z tomografii komputerowej wykorzystano w celu wygenerowania 

modeli 3D powierzchni ciağa i struktury koŜci ofiary. Dane pozyskane ze skanera 

powierzchniowego sğuŨŃ jako wysokiej rozdzielczoŜci informacja o topologii powğok ciağa, 

natomiast fotogrametria bliskiego zasiňgu pozwala wstňpnie zdefiniowaĺ punkty referencyjne 

wykorzystane do ğŃczenia danych oraz uzyskaĺ informacje o kolorze i teksturze (rysunek 3.6 i 

rysunek 3.7). Autorzy wykazali, Ũe dokumentacja i wizualizacja tr·jwymiarowa zewnňtrznych 

obraŨeŒ poprzez integracjň fotografii cyfrowej z zestawami danych CT/MRI jest odpowiednia 

do szczeg·ğowej dokumentacji indywidualnych charakterystycznych obraŨeŒ ciağa. Niemniej 

jednak, ta metoda dokumentacji nie zastňpuje w peğni fotogrametrii i skanowania 

powierzchniowego, zwğaszcza gdy wymagana jest rejestracja cağej powierzchni ciağa w trzech 

wymiarach, obejmujŃca wszystkie zewnňtrzne obraŨenia, oraz gdy niezbňdne sŃ precyzyjne 

dane do por·wnania wysoko szczeg·ğowych cech obraŨeŒ z narzňdziem sprawczym. 
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Rysunek 3.6. Przykğad integracji danych wewnňtrznych i zewnňtrznych: a) model 3D fragmentu nogi ofiary 

wygenerowany na podstawie danych CT, b) wizualizacja struktury koŜci (CT) oraz miňŜni (MRI) w modelu 3D, 

c) zintegrowany model 3D z nağoŨonŃ kolorowŃ teksturŃ uzyskanŃ z fotogrametrii, ilustrujŃcy zewnňtrznŃ 

topologiň i charakterystykň powğok ciağa (Ŧr·dğo: (Campana i in., 2016)) 

 

 
Rysunek 3.7. Dokumentacja obraŨenia prawego podudzia z wykorzystaniem technik integracji danych: a) model 

3D powierzchni urazu o wymiarach 91 mm Ĭ 17 mm wygenerowany na podstawie danych CT z nağoŨonŃ kolorowŃ 

teksturŃ uzyskanŃ z fotogrametrii, b) model 3D urazu stworzony na podstawie danych ze skanowania 

powierzchniowego z nağoŨonŃ teksturŃ fotogrametrycznŃ, umoŨliwiajŃcy por·wnanie metod i oceny 

szczeg·ğowoŜci wizualizacji (Ŧr·dğo: (Campana et al., 2016)) 
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3.5. Podsumowanie  

W tym rozdziale om·wione zostağy cztery metody obrazowania zmian pourazowych na 

powğokach ciağa. Rozdziağ rozpoczňto od wprowadzenia, w kt·rym ponownie podkreŜlono 

znaczenie obraŨeŒ w procesie dochodzeniowym, jak r·wnieŨ wskazano, Ũe metody ich 

dokumentacji r·ŨniŃ siň w zaleŨnoŜci od instytutu, w kt·rym sŃ przeprowadzane. Nastňpnie 

zauwaŨano, Ũe stosowanie wymienionych metod jest ograniczone do moŨliwoŜci jakimi 

dysponuje dana instytucja, gdyŨ nie wszystkie oŜrodki mogŃ pozwoliĺ sobie na zakup 

odpowiedniej infrastruktury i/lub odpowiednie przeszkolenie pracownik·w.  

Om·wienie metod rozpoczňto od radiologicznych technik obrazowania medycznego. 

WyjaŜniono, Ũe radiologia stanowi niezastŃpione narzňdzie w badaniu zwğok, pozwalajŃc na 

obrazowanie struktur wewnňtrznych ciağa jednak z ograniczonymi moŨliwoŜciami dla 

rejestracji powğok. KolejnŃ omawianŃ metodŃ byğa klasyczna fotografia z elementami 

fotogrametrii. PodkreŜlono znaczenie poprawnie wykonanej dokumentacji fotograficznej i jej 

wypğywu na barwň i ostroŜĺ widocznego obraŨenia. Ponadto zauwaŨono, Ũe klasyczna 

fotografia pozwala jedynie na dokumentacjň informacji ograniczonŃ do przestrzeni 2D, 

natomiast zastosowanie fotogrametrii pozwala na zapis informacji w przestrzeni 3D, co moŨe 

byĺ pomocne przy analizie morfologicznej i morfometrycznej obraŨenia. Jako kolejnŃ metodň 

obrazowania kryminalistycznego, wskazano skanery powierzchniowe pozwalajŃce na 

tworzenie wysokiej rozdzielczoŜci tekstury powierzchni ciağa. ZauwaŨono, Ũe pomimo 

wysokiej jakoŜci tekstury, odwzorowanie koloru jest niepor·wnywalnie gorsze w stosunku do 

fotogrametrii lub w niekt·rych przypadkach wrňcz niemoŨliwie do pozyskania. W ostatniej 

czňŜci rozdziağu przedstawiono zintegrowane metody obrazowania 3D. ZauwaŨono, Ũe 

moŨliwoŜĺ wykorzystania danych pozyskanych r·Ũnymi sensorami znacznie podnosi 

wartoŜĺ dokumentacji obraŨenia, jednak ograniczenie w postaci braku odpowiedniego 

oprogramowania zdecydowanie zmniejsza powszechnoŜĺ ich zastosowania. 
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4. Podstawy teoretyczne automatycznego modelowania 3D 

Poza informacjŃ jakŃ lekarz moŨe odczytaĺ z obraz·w medycznych w przestrzeni 2D, naleŨy 

zauwaŨyĺ, Ũe jednak wiňkszoŜĺ zmian patologicznych i zwiŃzanych z nimi parametr·w 

moŨliwa jest do analizy jedynie w przestrzeni tr·jwymiarowej. PrzestrzeŒ 3D posiada nie tylko 

potencjağ dla lepszego okreŜlenia rzeczywistego procesu zmian patologicznych, jak r·wnieŨ do 

stawiania odpowiednich diagnoz czy prognoz leczniczych. Z tego wzglňdu dokğadna ekstrakcja 

informacji 3D ma fundamentalne znaczenie w wiňkszoŜci sytuacji. Rozw·j obecnych badaŒ 

przyczyniğ siň do transferu technologii miňdzy r·Ũnymi dyscyplinami i to wğaŜnie synergia 

technologii z r·Ũnych dziedzin w ogromnym stopniu zmieniğa diagnostykň medycznŃ i leczenie 

w ostatnich latach (Patias, 2002; Struck i in., 2019; Talevi i in., 2023). Ponadto, pod wieloma 

wzglňdami obecne wyzwania w obrazowaniu medycznym wykazujŃ duŨe podobieŒstwo do 

problematyki fotogrametrycznej wskazujŃc na duŨy potencjağ ich rozwiŃzania. Fotogrametria 

(ang. photogrammetry) jako nauka i technologia pozwalajŃca na uzyskanie informacji 

przestrzennej o zarejestrowanym obiekcie na obrazie pozwala na odtworzenie ksztağtu, 

rozmiaru czy wzajemnego poğoŨenia obiekt·w z naciskiem na uzyskiwanŃ dokğadnoŜĺ 

(Luhmann i in., 2023). W odr·Ũnieniu od tradycyjnego manualnego modelowania 3D za 

pomocŃ oprogramowania CAD (ang. Computer-Aided Design) czy DCC (ang. Digital Content 

Creation), technologia ta wykorzystuje dane wejŜciowe z sensor·w, takie jak zdjňcia (metoda 

pasywna) czy chmury punkt·w (metoda aktywna), automatyzujŃc proces rekonstrukcji bez 

potrzeby manualnej interwencji (Remondino i in., 2017). Podstawowym zadaniem 

fotogrametrycznym jest identyfikacja i dopasowanie odpowiadajŃcych sobie cech na dw·ch lub 

wiňcej obrazach (tzw. punkt·w homologicznych/wiŃŨŃcych). Pomiar ten polega na wyborze 

punktu na jednym obrazie i odszukanie jego odpowiednika na pozostağych. Jednym                          

z najwczeŜniejszych problem·w w fotogrametrii i wciŃŨ jednym z najczňŜciej badanych 

temat·w jest dŃŨenie do zautomatyzowania tego procesu (okreŜlanego r·wnieŨ jako automatic 

image matching). SpoŜr·d r·Ũnych metod dopasowania istotnym jest wyb·r tej skutecznej. 

Zasadniczo w praktycznych zastosowaniach wyr·Ũniĺ moŨemy dwa scenariusze (Luhmann i 

in., 2023): 

¶ wybrane obrazy nie sŃ jeszcze zorientowane, jednak orientacja wewnňtrzna moŨe zostaĺ 

wyznaczona z wystarczajŃcŃ dokğadnoŜciŃ do dalszego przetwarzania; 

¶ wybrane obrazy majŃ znanŃ orientacjň wewnňtrznŃ i zewnňtrznŃ kamery. 

W przypadku pracy z obrazami medycznymi, najczňŜciej spotykany jest pierwszy                             

z opisanych scenariuszy, kt·ry dotyczy gğ·wnie zestawu obraz·w, kt·re powinny zostaĺ 
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automatycznie zorientowane. Proces ten zazwyczaj skğada siň z ekstrakcji cech na wszystkich 

obrazach, po kt·rej nastňpuje dopasowanie oparte na cechach charakterystycznych. Operatory 

detekcji (tzw. detektory) stanowiŃ wiňc pierwszy krok w procesie znajdowania cech. 

 

4.1. Detektory wykrywania cech charakterystycznych w zadaniu 

rekonstrukcji 3D powierzchni 

Do uzyskania informacji o pewnych wzorcach (cechach) na podstawie danych wejŜciowych 

stosuje siň metody przetwarzania obraz·w (tzw. detektory) pozwalajŃce na opis (tzw. 

deskryptory) cech charakterystycznych na obrazie. NaleŨy zauwaŨyĺ, Ũe interpretacja obrazu w 

przestrzeni 2D powinna umoŨliwiĺ rozpoznanie nie tylko podstawowych cech 

zarejestrowanego obiektu, ale r·wnieŨ jego szczeg·ğ·w. Standardowe algorytmy przetwarzania 

obraz·w obejmujŃ stosowanie r·Ũnorodnych technik filtracji do akcentowania pewnych cech 

obiekt·w uğatwiajŃc ich rozpoznanie i analizň (Patias, 2002; Struck i in., 2019; Talevi i in., 

2023). W procesie rekonstrukcji 3D, najczňŜciej wykorzystywane detektory to (Laha, 2021; 

Repko i in., 2005) z rodzaju skupisk (ang. blobs), np. SIFT (Lowe, 1999), PCA-SIFT (Yan Ke 

& Sukthankar, 2004), ASIFT (Yu & Morel, 2011) czy SURF (Bay i in., 2008), oraz detektory 

punktowe i krawňdziowe, np. FAST (Trajkoviĺ & Hedley, 1998) czy detektor Harrisa (Harris 

& Stephens, 1988): 

Detektor SIFT 

Jednym z najpowszechniej wykorzystywanych detektor·w BLOB jest detektor SIFT (ang. 

Scale-Invariant Feature Transform), skğadajŃcy siň z czterech gğ·wnych etap·w (Kulkarni i in., 

2013): 

¶ Wykrywanie ekstrem·w funkcji w r·Ũnych skalach (ang. scale-space peak selection) 

gdzie identyfikowane sŃ potencjalne punkty charakterystyczne poprzez przeszukiwanie 

obrazu wzglňdem lokalizacji i skali. Efektywna implementacja tego procesu polega na 

konstrukcji piramidy Gaussa (ang. gaussian pyramid) oraz wyszukiwaniu lokalnych 

ekstrem·w na obrazach r·Ũnicowych utworzonych w wyniku r·Ũnicowej filtracji Gaussa 

(ang. Difference-of-Gaussian, DoG).  

¶ Lokalizacja punkt·w charakterystycznych (ang. keypoint localisation) gdzie potencjalne 

punkty charakterystyczne sŃ lokalizowani z dokğadnoŜciŃ do subpiksela. Punkty 

uznawane za niestabilne z uwagi na zbyt mağy kontrast sŃ odrzucane wraz z punktami 

znajdujŃcymi siň wzdğuŨ krawňdzi. 
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¶ Przypisanie orientacji (ang. orientation assignment) gdzie dla kaŨdego punktu 

charakterystycznego okreŜlane sŃ dominujŃce orientacje na podstawie odpowiadajŃcego 

mu skalŃ jednego z obraz·w gaussowskich. Dziňki przypisaniu orientacji, skali i 

lokalizacji, SIFT opisuje kaŨdy punkt w spos·b niezaleŨny od transformacji, takich jak 

skalowanie, obr·t czy przesuniňcie. 

¶ Opis punktu charakterystycznego (ang. keypoint descriptor) stanowi ostatni etap, podczas 

kt·rego powstaje opis punktu charakterystycznego oparty na gradientach obrazu w jego 

lokalnym otoczeniu. Obszar analizowany wok·ğ punktu zostaje wczeŜniej wyr·wnany 

wzglňdem lokalizacji punktu, obr·cony zgodnie z dominujŃcŃ orientacjŃ i przeskalowany 

do odpowiedniego rozmiaru. Standardowy opis punktu charakterystycznego w SIFT 

tworzony jest przez pr·bkowanie wielkoŜci i orientacji gradient·w obrazu w otoczeniu 

punktu, a nastňpnie budowanie wygğadzonych histogram·w orientacji, kt·re rejestrujŃ 

istotne aspekty analizowanego fragmentu obrazu. 

Na rysunku 4.1 przedstawiono algorytm SIFT do wykrywania punkt·w kluczowych 

pokazujŃcy jednŃ oktawň z 6 gaussowskimi warstwami obrazu. 

 

 

Rysunek 4.1. Schemat dziağania detektora SIFT w procesie detekcji punkt·w kluczowych (Ŧr·dğo: (G. Wang i 

in., 2013)) 

 

Detektor PCA-SIFT 

Algorytm PCA-SIFT (ang. Principal Component Analysis-SIFT) to modyfikacja 

standardowego detektora SIFT. Dane wyjŜciowe z pierwszych trzech etap·w (lokalizacja 

subpikseli, skala i dominujŃce orientacje) sŃ wsp·lne dla obu algorytm·w. R·Ũnica polega na 

sposobie opisu lokalnych fragment·w obrazu. W przypadku metody PCA-SIFT wyznaczany 

jest obszar o rozmiarze τρ  τρ pikseli, wyŜrodkowany wzglňdem lokalizacji punktu 

kluczowego o przyjňtej skali i orientacji. Nastňpnie dla kaŨdego fragmentu obliczane sŃ mapy 



58 

 

gradient·w poziomych i pionowych o rozmiarze ς σωσω σπτς element·w. Przed 

obliczeniami tworzona jest przestrzeŒ wğasna (tzw. eigenspace), gdzie dla danego fragmentu 

obrazu obliczany jest lokalny gradient. Nastňpnie wektor gradientu obrazu jest rzutowany na 

przygotowanŃ przestrzeŒ wğasnŃ. Wynikowy wektor cech jest znacznie mniejszy niŨ 

standardowy wektor SIFT, co przyspiesza obliczenia i redukuje wymaganŃ pamiňĺ, a 

jednoczeŜnie jest kompatybilny z algorytmami dopasowywania uŨywanymi w SIFT. Do oceny 

podobieŒstwa miňdzy punktami kluczowymi w r·Ũnych obrazach stosuje siň odlegğoŜĺ 

euklidesowŃ miňdzy wektorami cech (Yan Ke & Sukthankar, 2004). 

Detektor ASIFT 

Algorytm SIFT nie radzi sobie dobrze z obrazami poddanymi przeksztağceniom afinicznym. 

ASIFT (ang. Affine-SIFT) symuluje zmiany wynikajŃce z rotacji osi optycznej kamery oraz 

nachylenia obrazu poprzez przeksztağcenia rotacyjne i afiniczne, kt·re modyfikujŃ orientacjň 

oraz perspektywň obrazu. ASIFT najpierw wykonuje rotacjň, a nastňpnie stosuje "pochylenie" 

w kierunku poziomym, uwzglňdniajŃc zmiany kŃt·w dğugoŜci i szerokoŜci geograficznej. Po 

tych transformacjach wykrywa punkty kluczowe i tworzy ich deskryptory. W por·wnaniu do 

SIFT, ASIFT wykrywa wiňcej punkt·w kluczowych i generuje mniej bğňdnych dopasowaŒ, co 

czyni go bardziej skutecznym przy analizie obraz·w z r·Ũnymi deformacjami 

perspektywicznymi jednak proces obliczeŒ moŨe trwaĺ nawet o 180 razy dğuŨej niŨ przy 

zastosowaniu algorytmu SIFT (J. Wu i in., 2013).  

Detektor SURF 

Detektor SURF (ang. Speeded Up Robust Features) jest algorytmem detekcji i opisu 

punkt·w kluczowych, kt·ry r·wnieŨ cechuje siň odpornoŜciŃ na zmiany skali i rotacji z tŃ 

r·ŨnicŃ, Ũe jest szybki w obliczeniach i por·wnaniach, a jednoczeŜnie oferuje wysokŃ 

powtarzalnoŜĺ, rozr·ŨnialnoŜĺ i odpornoŜĺ na zakğ·cenia. Algorytm wykorzystuje obrazy 

cağkowe (ang. integral images), co znaczŃco przyŜpiesza obliczenia zwiŃzane ze splotami 

obrazu. WykrywajŃc punkty kluczowe detektor bazuje na macierzy Hesjana, ale stosuje 

uproszczone podejŜcie zwane Fast-Hessian, kt·re jest analogiczne do uproszczenia Laplasjanu 

w detektorze DoG. Nastňpnie deskryptor opisuje rozkğad odpowiedzi falek Haara w sŃsiedztwie 

punktu kluczowego. W tym celu r·wnieŨ wykorzystuje obrazy cağkowe, co zwiňksza szybkoŜĺ 

dziağania (Kulkarni i in., 2013). 

Detektor FAST 

Detektor FAST (ang. Features from Accelerated Segment Test) to jeden z najprostszych i 

najszybszych detektor·w punkt·w kluczowych, opracowany z myŜlŃ o aplikacjach w czasie 

rzeczywistym. Jego gğ·wnym celem jest szybkie wykrywanie charakterystycznych punkt·w w 
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obrazie, takich jak naroŨniki, przy minimalnym nakğadzie obliczeniowym. Proces 

przetwarzania zdjňĺ przez algorytm obejmuje piňĺ etap·w (Trajkoviĺ & Hedley, 1998): 

¶ wyb·r analizowanego piksela, kt·ry moŨna uznaĺ jako punkt kluczowy; 

¶ analiza pikseli wok·ğ potencjalnego punktu kluczowego w ukğadzie o stağym okrňgu 

(zwykle 16 pikseli), tworzŃcych tzw. okrŃg Bresenhama o promieniu 3 pikseli; 

¶ sprawdzenie warunku naroŨnika gdzie piksel uznawany jest za naroŨnik (punkt 

kluczowy), jeŜli w okrňgu znajduje siň co najmniej 12 z tych pikseli, kt·re sŃ jaŜniejsze 

lub ciemniejsze od intensywnoŜci badanego piksela; 

¶ sprawdzenie wszystkich pikseli stosujŃc zasadň, Ũe jeŨeli co najmniej trzy z czterech 

wybranych pikseli sŃ powyŨej lub poniŨej wartoŜci progu, wtedy sprawdzane sŃ 

wszystkie 16 pikseli, aby upewniĺ siň, Ũe 12 pikseli speğnia wymagane kryterium; 

¶ cağa procedura jest powtarzana dla kaŨdego piksela w obrazie. 

NaleŨy zauwaŨyĺ, Ũe algorytm FAST nie jest odporny na zmiany skali ani rotacji obrazu, 

dlatego czňsto stosuje siň go w poğŃczeniu z innymi metodami, np. BRIEF lub ORB. 

Detektor Harrisa  

Detektor punktowy Harris wykorzystywany jest do wykrywania punkt·w 

charakterystycznych, okreŜlanych naroŨnikami. Detektor dziağa poprzez analizowanie zmian 

intensywnoŜci wok·ğ kaŨdego piksela w obrazie. Kluczowym elementem algorytmu jest 

obliczenie macierzy autokorelacji, kt·ra rejestruje zmiany intensywnoŜci w r·Ũnych kierunkach 

(poziomym i pionowym), wskazujŃc na zmiany: 

¶ w obu kierunkach ï naroŨnik; 

¶ gğ·wnie w jednym kierunku ï krawňdŦ; 

¶ brak zmian ï obszar pğaski. 

Algorytm wykorzystuje wartoŜci wğasne tej macierzy do klasyfikacji punkt·w obrazu. kt·ra 

opisuje lokalne zmiany intensywnoŜci w obrazie. Na podstawie tej wartoŜci wybiera siň piksele 

o wysokim prawdopodobieŒstwie bycia punktami charakterystycznymi, odrzucajŃc te poniŨej 

ustalonego progu. 

PowyŨej, opisano detektory, kt·re posiadajŃ wiňksze znaczenie w kontekŜcie rekonstrukcji 

3D9, natomiast na rysunku 4.2. przedstawiono peğnŃ klasyfikacjň r·Ũnych metod wykrywania 

cech z podziağem na analizowanŃ strukturň. 

 
9 W kontekŜcie charakterystyki og·lnej detektor·w, wiňcej informacji zamieszczono w rozdziale 5.2. Uczenie 

gğňbokie w zadaniach segmentacji obraz·w. 
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Rysunek 4.2. Klasyfikacja metod wykrywania cech na obrazie: przedstawienie r·Ũnych podejŜĺ do detekcji cech 

z uwzglňdnieniem analizowanych struktur, takich jak naroŨniki, krawňdzie czy regiony. NajczňŜciej stosowane 

detektory zostağy podkreŜlone. Detektory pogrubione zostağy szczeg·ğowo opisane i wystňpujŃ r·wnieŨ w 

kontekŜcie rekonstrukcji 3D (Ŧr·dğo: opracowanie wğasne) 
 

4.2. Algorytmy automatycznego dopasowania obraz·w 

Czğowiek opiera siň na narzŃdzie wzroku do postrzegania i rekonstrukcji obiekt·w 3D w 

fizycznym Ŝwiecie. Proces rekonstrukcji 3D w fotogrametrii moŨe byĺ podzielony na 

rekonstrukcjň rzadkiej chmury punkt·w (ang. sparse dense cloud) i rekonstrukcjň gňstej 

chmury punkt·w (ang. dense point cloud), w zaleŨnoŜci od iloŜci i gňstoŜci pozyskanych 

danych. Rzadka chmura punkt·w okreŜla dokğadne pozycje 3D punkt·w charakterystycznych, 

takich jak punkty kluczowe (ang. keypoints) lub cechy charakterystyczne (ang. feature points). 
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W tym procesie uŨywa siň technik takich jak dopasowywanie punkt·w charakterystycznych 

(ang. feature matching) i ekstrakcja punkt·w kluczowych (ang. keypoint extraction), aby 

odtworzyĺ geometryczny ksztağt badanego obiektu w postaci dyskretnej chmury punkt·w. 

Natomiast rekonstrukcja gňstej chmury punkt·w ma na celu uzyskanie dokğadnych 

wsp·ğrzňdnych 3D dla kaŨdego piksela. Proces ten opiera siň na szacowaniu gğňbokoŜci (ang. 

depth estimation) dla kaŨdego piksela obrazu, co pozwala na wygenerowanie gňstej mapy gğňbi 

(ang. dense depth map), chmury punkt·w (ang. point cloud) lub siatki tr·jwymiarowej (ang. 

3D mesh), kt·re okreŜlajŃ peğnŃ rekonstrukcjň ksztağtu badanej powierzchni (L. Zhou i in., 

2024).  

Nastňpnie, modelowanie przestrzenne powierzchni moŨna zrealizowaĺ w postaci chmury 

punkt·w, wokseli (ang. volumetric pixel) i siatki. Chmury punkt·w skğadajŃ siň z dyskretnych 

danych zbieranych przez r·Ũne sensory lub urzŃdzenia skanujŃce. SğuŨŃ do reprezentowania 

zewnňtrznej powierzchni obiektu lub przestrzennej struktury badanego otoczenia. Chmurň 

punkt·w okreŜlamy jako nieuporzŃdkowany zbi·r punkt·w w przestrzeni 3D gdzie przestrzeŒ 

ta dzielona jest na jednolite szeŜcienne jednostki. KaŨda jednostka szeŜcienna nazywana jest 

wokselem, kt·ry zawiera informacje reprezentujŃce przestrzenne atrybuty, takie jak kolor, 

gňstoŜĺ lub gğňbokoŜĺ. Magazynowanie wokseli wykorzystuje siň do reprezentowania struktury 

i atrybut·w w przestrzeni, ale wiŃŨe siň z wysokŃ zğoŨonoŜciŃ przestrzennŃ. Natomiast siatka 

skğada siň z poğŃczonych wierzchoğk·w, krawňdzi i Ŝcian. Model siatki moŨe byĺ zbudowany   

z tr·jkŃt·w, czworokŃt·w lub wielokŃt·w wyŨszego rzňdu i moŨe opisywaĺ wiňkszoŜĺ struktur 

topologicznych. MoŨe dokğadnie reprezentowaĺ zğoŨone ksztağty geometryczne i detale. 

Powierzchnia opisana przez kaŨdy tr·jkŃt jest pğaska, co sprawia, Ũe jest odpowiednia dla 

licznych zastosowaŒ w grafice komputerowej i inŨynierii, gdzie powszechnie wykorzystywane 

sŃ siatki tr·jkŃtne. Zapewnia to, Ũe projekcja jest zawsze wypukğa i ğatwa do rasteryzacji (L. 

Zhou i in., 2024). 

W niniejszej rozprawie doktorskiej wykorzystano obrazy cyfrowe do rekonstrukcji opartej 

o algorytm SfM-MVS celem stworzenia cyfrowego modelu 3D ciağa ludzkiego. W zwiŃzku         

z powyŨszym w nastňpnym rozdziale zostağy opisane kolejne etapy prowadzŃce do uzyskania 

w peğni uŨytecznego modelu 3D: 

- dopasowanie obraz·w cyfrowych (4.2.1. Structure-from-Motion, 4.2.1.1. SfM-MVS); 

- generowanie powierzchni 3D na podstawie uzyskanej chmury punkt·w (4.2.2. Parametryczne 

modelowanie powierzchniowe); 

- wizualizacja utworzonego modelu 3D (4.2.3. Wizualizacja modeli 3D); 
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4.2.1. Algorytm Structure-from-Motion 

W 1979 roku Ullman i Shimon zaproponowali metodň odtwarzania tr·jwymiarowej 

struktury i ruchu obiekt·w na podstawie dwuwymiarowej transformacji wyŜwietlanego obrazu 

(Ullman, 1979). W 1981 roku Longuet-Higgins zaproponowağ metodň odtwarzania ksztağtu 3D 

z wielu obraz·w, gdzie zmiana poğoŨenia kamery podczas kolejnych ekspozycji tworzy seriň 

zdjňĺ na podstawie kt·rych moŨna odtworzyĺ tr·jwymiarowŃ strukturň fotografowanego 

obiektu czy przestrzeni (Longuet-Higgins, 1981). Czas przeprowadzania rekonstrukcji i 

potrzebna moc obliczeniowa zaleŨne sŃ od iloŜci danych na wejŜciu algorytm·w przetwarzania. 

Z tego powodu, wyr·Ũniĺ moŨna cztery najczňŜciej wystňpujŃce metody projektowania ŜcieŨek 

przetwarzania dla algorytmu Structure-from-Motion (SfM) (Moulon & Monasse, 2016): 

iteracyjne SfM (C. Wu, 2013), globalne SfM (Hainan Cui i in., 2015), sekwencyjne SfM (Cui i 

in., 2017) i hierarchiczne SfM (Xu i in., 2021): 

¶ SfM Iteracyjny - na poczŃtkowym etapie dziağania algorytmu wybierana jest poczŃtkowa 

para zdjňĺ, do kt·rej w kolejnych iteracjach dodawane jest nastňpne zdjňcie, aŨ do 

wykorzystania wszystkich dostňpnych danych; 

¶ SfM Sekwencyjny - stanowi pochodnŃ metody iteracyjnej, stosowanŃ gğ·wnie                     

w przypadkach, gdy zdjňcia sŃ wykonywane przez pojedynczŃ kamerň poruszajŃcŃ siň po 

ustalonej trasie. Typowym przykğadem jest rekonstrukcja terenu na podstawie zdjňĺ            

z samolotu. Podobnie jak w metodzie iteracyjnej, wybierana jest poczŃtkowa para 

obraz·w, ale w tym przypadku kolejne obrazy dodawane sŃ sekwencyjnie w porzŃdku 

czasowym, bez analizy ich pokrycia; 

¶ SfM Hierarchiczny - w tej metodzie dostňpne obrazy sŃ dzielone na mniejsze podgrupy. 

Metoda ta jest uŨywana w bardziej zğoŨonych rekonstrukcjach, gdzie nie wszystkie 

zdjňcia obejmujŃ kadrem ten sam obszar obiektu, co pozwala na ich niezaleŨnŃ analizň. 

Hierarchiczne podejŜcie moŨe byĺ r·wnieŨ stosowane w systemach, kt·re umoŨliwiajŃ 

segmentacjň zarejestrowanego obrazu, dzielŃc zdjňcia na grupy w zaleŨnoŜci od 

obserwowanych obiekt·w lub ich deskryptor·w; 

¶ SfM Globalny - r·Ũni siň od innych metod tym, Ũe jest stosowany w systemach 

skalibrowanych, gdzie znane sŃ parametry wewnňtrzne i zewnňtrzne kaŨdej kamery. 

Dziňki temu moŨliwa jest jednoczesna analiza wszystkich dostňpnych danych, co skraca 

czas przetwarzania i zmniejsza margines bğňdu. 



63 

 

W metodzie SfM jako dane wejŜciowe sğuŨy sieĺ zdjňĺ o wsp·lnym pokryciu. Dane 

wyjŜciowe obejmujŃ rekonstrukcjň 3D obiektu oraz wewnňtrzne i zewnňtrzne parametry 

kamery uzyskane podczas procesu rekonstrukcji.  

 

4.2.1.1. Algorytmy SfM-MVS 

Opracowanie metody automatycznej detekcji punkt·w wiŃŨŃcych - SIFT (ang. Scale-

Invariant Feature Transform) przyczyniğo siň do znacznego postňpu w rozwoju prac nad SfM.  

SIFT jest skuteczny przy analizie obraz·w o r·Ũnych skalach i r·Ũnym obrocie (zakres tych 

r·Ũnic zaleŨy m.in. od takich czynnik·w jak: rozdzielczoŜĺ przestrzenna, kŃt obserwacji, 

oŜwietlenie oraz tekstura obiektu). Ostatecznie, liczba punkt·w charakterystycznych na zdjňciu 

wynosi zwykle kilka do kilkunastu tysiňcy, co zwiňksza szanse na ich r·wnomierne 

rozmieszczenie. To pozwala na wiarygodne oszacowanie parametr·w wewnňtrznych                      

i zewnňtrznych kamery oraz znieksztağceŒ podczas aerotriangulacji z procesem samokalibracji. 

R·wnoczeŜnie rozwijağy siň metody automatycznego, masowego pomiaru stereoskopowego 

(pary zdjňĺ) na obrazach o znanych parametrach kamery okreŜlane jako Multi-View-Stereo 

(MVS). Obie ŜcieŨki badawcze znalazğy wsp·lne zastosowanie w oprogramowaniach, co 

podkreŜla ich poğŃczenie w akronimie SfMïMVS (Pyka, 2023). 

Proces SfM-MVS rozpoczyna siň od wykrycia punkt·w charakterystycznych (ang. key 

points). Detekcja odbywa siň oddzielnie na kaŨdym zdjňciu, przy czym celowo poszukuje siň 

bardzo duŨej liczby punkt·w, poniewaŨ tylko czňŜĺ z nich zostanie zakwalifikowana jako 

punkty wiŃŨŃce. Algorytm SIFT przypisuje kaŨdemu punktowi wektor cech, kt·ry opisuje 

zmiany jasnoŜci w jego otoczeniu, uwzglňdniajŃc kierunek i intensywnoŜĺ tych zmian. Dziňki 

temu wzrasta prawdopodobieŒstwo, Ũe dany punkt bňdzie unikalny, nie tylko na danym zdjňciu, 

ale r·wnieŨ w cağym zbiorze obraz·w. Na podstawie podobieŒstwa tych wektor·w poszukuje 

siň punkt·w homologicznych, kt·re pojawiajŃ siň na dw·ch nakğadajŃcych siň zdjňciach. 

Punkty charakterystyczne, dla kt·rych nie znaleziono odpowiednik·w na innych zdjňciach, sŃ 

odrzucane. KaŨda potencjalna para zdjňĺ jest weryfikowana poprzez obliczenie wzajemnej 

orientacji. W tym celu na podstawie losowo wybranych co najmniej 8 punkt·w oblicza siň 

macierz fundamentalnŃ, a poprawnoŜĺ pozostağych punkt·w weryfikuje siň przy uŨyciu 

algorytmu RANSAC. Punkty, kt·re nie speğniajŃ warunku linii epipolarnych, sŃ odrzucane,                

a proces ten powtarza siň iteracyjnie. Pary zdjňĺ, dla kt·rych nie uda siň ustaliĺ poprawnej 

orientacji wzajemnej, sŃ eliminowane. Na koŒcu powstaje zbi·r przedstawiajŃcy wzajemne 

relacje miňdzy zdjňciami. Kolejnym krokiem jest sekwencyjne dopasowanie orientacji 
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kolejnych zdjňĺ wzglňdem pary zdjňĺ przyjňtej za inicjalnŃ. Ten etap okreŜlany jest jako 

sukcesywne formowanie bloku, gdzie przeprowadza siň kroki: 

¶ orientacja wzajemna zdjňĺ tworzŃcych model poczŃtkowy i obliczenie wsp·ğrzňdnych 3D 

punkt·w wiŃŨŃcych za pomocŃ wciňcia w prz·d; 

¶ orientacja kolejnego zdjňcia metodŃ wciňcia wstecz, na podstawie punkt·w wiŃŨŃcych o 

wczeŜniej wyznaczonych wsp·ğrzňdnych 3D (zdjňcie otrzymuje parametry orientacji 

zewnňtrznej kamery w ukğadzie poczŃtkowym); 

¶ powiňkszenie zbioru punkt·w 3D poprzez wciňcie w prz·d, wykonane dla nowej pary 

zdjňĺ, utworzonej po dodaniu kolejnego zdjňcia. 

ZnajomoŜĺ przybliŨonych wartoŜci parametr·w orientacji zewnňtrznej kamery, wraz                     

z przybliŨonymi wsp·ğrzňdnymi punkt·w wiŃŨŃcych w ukğadzie terenowym lub lokalnym, 

umoŨliwia przeprowadzenie estymacji parametr·w orientacji zewnňtrznej kamery metodŃ 

niezaleŨnych wiŃzek. W przypadkach, gdzie nie jest konieczne powiŃzanie z terenowym 

ukğadem wsp·ğrzňdnych, fotopunkty nie sŃ wymagane; zamiast tego dostňpna jest opcja 

skalowania poprzez wprowadzenie dğugoŜci odcinka pomierzonego w terenie lub na obiekcie 

sfotografowanego na zdjňciach. Aerotriangulacja moŨe zostaĺ przeprowadzona                                        

z wykorzystaniem r·Ũnych wariant·w danych wejŜciowych. Opisana procedura, polegajŃca na 

wyznaczeniu wartoŜci przybliŨonych, a nastňpnie estymacji parametr·w orientacji zewnňtrznej 

kamery w ramach jednego procesu dla cağego bloku zdjňĺ, jest podejŜciem globalnym. 

Alternatywnie, stosowana jest r·wnieŨ strategia przyrostowa, kt·ra uruchamia proces 

dopasowania wiŃzek na etapie formowania bloku, po kaŨdym doğŃczeniu nowego zdjňcia lub 

grupy zdjňĺ (Pyka, 2023). 

W metodzie SfM czňsto stosowana jest samokalibracja, gdzie r·wnania kolinearnoŜci sŃ 

rozszerzone o parametry orientacji zewnňtrznej kamery oraz dystorsji. R·wnania te 

przedstawiajŃ nastňpujŃce wzory: 

 

 
ὼ ὼ ὧ

ὶ ὢ ὢ ὶ ὣ ὣ ὶ ὤ ὤ

ὶ ὢ ὢ ὶ ὣ ὣ ὶ ὤ ὤ
ɝØ 

ώ ώ ὧ
ὶ ὢ ὢ ὶ ὣ ὣ ὶ ὤ ὤ

ὶ ὢ ὢ ὶ ὣ ὣ ὶ ὤ ὤ
ɝÙ 

(4.1) 

gdzie: 

ὼȟώ ï wsp·ğrzňdne punktu odniesienia (np. punktu wiŃŨŃcego lub fotopunktu) na zdjňciu             

w ukğadzie scentrowanym; 

ὼȟώ ï wsp·ğrzňdne punktu gğ·wnego; 
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ῳὼȟῳώ ï skğadowe dystorsji w modelu Brownôa; 

ὢȟὣȟὤ ï wsp·ğrzňdne punktu w ukğadzie terenowym; 

ὢȟὣȟὤ ï wsp·ğrzňdne Ŝrodka rzut·w (poğoŨenie kamery); 

ὧ ï ogniskowa kamery; 

ὶ ï elementy macierzy rotacji. 

 

JakoŜĺ estymacji parametr·w orientacji zewnňtrznej i orientacji wewnňtrznej oraz dystorsji 

ocenia siň na podstawie Ŝredniego bğňdu reprojekcji (RE) wszystkich punkt·w osnowy, gdzie 

dominujŃcŃ grupŃ sŃ punkty wiŃŨŃce. BğŃd reprojekcji oblicza siň wedğug wzoru: 

 

 
ὙὉ

ρ

ὲ
В ὺ ὺ (4.2) 

gdzie: 

ὺȟὺ - poprawki losowe uzyskane dla wszystkich obserwacji wsp·ğrzňdnych ὼ i ώ punkt·w 

osnowy na zdjňciach; 

ὲ - liczba wszystkich pomiar·w punkt·w osnowy na zdjňciach (obserwowana para 

wsp·ğrzňdnych ὼȟώ jest traktowana jako jeden pomiar). 

 

BğŃd reprojekcji jest r·wnieŨ wykorzystywany do filtracji punkt·w wiŃŨŃcych po procesie 

aerotriangulacji. W takim przypadku RE oblicza siň tylko na podstawie obserwacji danego 

punktu osnowy. Punkty wiŃŨŃce, dla kt·rych bğŃd reprojekcji jest uznawany za zbyt duŨy 

(zwykle gdy RE jest poniŨej 1 piksela), sŃ usuwane, a nastňpnie przeprowadza siň ponownŃ 

estymacjň parametr·w. 

ZnajomoŜĺ parametr·w orientacji zewnňtrznej zdjňĺ umoŨliwia wyszukiwanie punkt·w 

homologicznych przy wykorzystaniu zaleŨnoŜci punkt a linia epipolarna. Proces ten, nazywany 

gňstym dopasowaniem zdjňĺ (ang. dense image matching) i odbywa siň z nominalnŃ gňstoŜciŃ 

jednego piksela. W rzeczywistoŜci gňstoŜĺ ta bywa mniejsza, co wynika z r·Ũnych przyczyn, 

takich jak r·Ũnice w perspektywie zdjňĺ, obszary widoczne tylko na jednym z obraz·w w parze 

czy brak odpowiedniej tekstury na zdjňciach (np. materiağy odbijajŃce Ŝwiatğo, sğabe 

oŜwietlenie, wysoki poziom szumu). Za produkt w postaci gňstej chmury punkt·w odpowiada 

algorytm Multi-View-Stereo.  

Na rysunku 4.3 przedstawiono schemat dziağania algorytmu SfM-MVS (Luhmann i in., 

2023) gdzie:  
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1 ï zastosowanie detektora wykrywania cech (ang. feature detector) do identyfikacji punkt·w 

charakterystycznych na obrazach, kt·re mogŃ zostaĺ wykorzystane do dalszego procesu 

generowania modelu 3D. Na tym etapie przeprowadzana jest analiza kaŨdego z obraz·w 

wejŜciowych w celu wykrycia region·w o unikalnych cechach (punkt·w charakterystycznych), 

kt·re umoŨliwiajŃ odnalezienie tych samych element·w obiekt·w na zdjňciach wykonanych         

z r·Ũnych kŃt·w. NajczňŜciej uŨywanym detektorem punkt·w jest algorytm SIFT lub SURF; 

2 ï po wykryciu cech, tworzone sŃ ich deskryptory, czyli unikalne opisy, kt·re umoŨliwiajŃ ich 

rozpoznanie na innych obrazach; 

3 ï w tym kroku nastňpuje odnalezienie wykrytych punkt·w charakterystycznych na 

odpowiadajŃcych sobie zdjňciach celem wyznaczenia grup widok·w przedstawiajŃcych 

wsp·lny obraz zarejestrowanego obiektu tzw. dopasowywanie cech (ang. feature matching); 

4 ï weryfikacja geometryczna poprawnoŜci dopasowania punkt·w homologicznych metodŃ 

RANSAC (ang. RANdom SAmple Consensus); 

5 ï na tym etapie przetwarzania obraz·w poprzez wzglňdnŃ orientacjň (ang. relative 

orientation), dane dotyczŃce punkt·w charakterystycznych oraz pokrycia obserwowanego 

obiektu sŃ wykorzystywane do oszacowania parametr·w wewnňtrznych (ogniskowa, punkt 

gğ·wny, parametry dystorsji) oraz element·w orientacji zewnňtrznej zdjňĺ; 

6 ï optymalizacja dokğadnoŜci lokalizacji cech i orientacji kamery poprzez dostosowanie 

metodŃ niezaleŨnych wiŃzek (ang. bundle adjustment) tzw. minimalizacja bğňdu reprojekcji; 

7 ï za pomocŃ triangulacji, wyznaczane sŃ oszacowane punkty w przestrzeni 3D odpowiadajŃce 

wczeŜniej zidentyfikowanym punktom charakterystycznym. KoŒcowym wynikiem tego 

procesu dla wszystkich zdjňĺ jest czňŜciowa rekonstrukcja geometrii analizowanego obiektu w 

formie tzw. rzadkiej chmury punkt·w (ang. sparse point cloud); 

8 ï obliczenie gğňbi na podstawie punkt·w homologicznych na obrazach tzw. dopasowanie 

stereo (para zdjňĺ) (ang. stereo matching); 

9 ï zastosowanie algorytmu Ăzagňszczaniaò chmur punkt·w okreŜlonych algorytmami MVS 

(ang. Multi-View-Stereo), charakteryzujŃcych siň r·Ũnorodnym podejŜciem (np. tensory 3D (T.-

P. Wu i in., 2010), gğňbokie sieci neuronowe (Kuhn i in., 2020)). Zgodnie z literaturŃ algorytmy 

Ăzagňszczeniaò moŨna podzieliĺ na cztery grupy w oparciu o bazowŃ metodykň interpolowania 

informacji (Seitz i in., 2006; Shuhan Shen, 2013): 

¶ metody oparte na wokselach (ang. Voxel based methods), kt·re polegajŃ na podziale 

tr·jwymiarowej przestrzeni na woksele (podstawowe jednostki przestrzeni 3D, 

odpowiedniki pikseli w przestrzeni 2D) o r·Ũnej wielkoŜci, w zaleŨnoŜci od wymaganej 

rozdzielczoŜci i dokğadnoŜci modelu. Nastňpnie woksele sŃ klasyfikowane na podstawie 
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obrazu z kamer jako czňŜĺ obiektu lub tğa. Metody te sŃ gğ·wnie stosowane do mağych 

obiekt·w o niewielkiej objňtoŜci przestrzennej (Vogiatzis i in., 2007); 

¶ metody oparte na rozroŜcie punkt·w charakterystycznych (ang. Feature Point Growing 

Methods), kt·re bazujŃ na analizie najbliŨszego otoczenia punkt·w w rzadkiej chmurze 

punkt·w, wyznaczonej na podstawie wykrytych punkt·w charakterystycznych                    

w obrazach. W przeciwieŒstwie do innych metod, nie wymagajŃ one zdefiniowania 

objňtoŜci w przestrzeni 3D. Niemniej, w zaleŨnoŜci od zastosowanego algorytmu 

rozszerzania i filtracji nowych punkt·w, mogŃ byĺ obliczeniowo wymagajŃce, a takŨe 

pozostawiaĺ luki w koŒcowym modelu (Furukawa & Ponce, 2010; T.-P. Wu i in., 2010); 

¶ metody oparte na ewolucji powierzchni (ang. Surface Evolution based methods), kt·re 

opierajŃ siň na zamkniňciu przewidywanej objňtoŜci modelu w siatce, a nastňpnie 

odksztağcaniu jej powierzchni na podstawie analizy obserwacji, w celu zminimalizowania 

odlegğoŜci miňdzy siatkŃ a rzeczywistŃ powierzchniŃ obiektu. Ostateczny efekt zaleŨy od 

oszacowania objňtoŜci otaczajŃcej przestrzeni, co sprawia, Ũe metoda ta jest trudna do 

zastosowania w przypadku obiekt·w o wiňkszych rozmiarach (Faugeras & Keriven, 

1998; Hern§ndez Esteban & Schmitt, 2004); 

¶ metody ğŃczenia map gğňbi (ang. Depth Map Merging Methods) oparte sŃ na 

wykorzystaniu zasady paralaksy, aby za pomocŃ pary zdjňĺ stworzyĺ mapy gğňbi, czyli 

obrazy, na kt·rych wartoŜĺ piksela reprezentuje oszacowanŃ odlegğoŜĺ punktu od kamery. 

Nastňpnie, mapy gğňbi z r·Ũnych par zdjňĺ sŃ ğŃczone, a wynikowe odlegğoŜci pikseli sŃ 

wykorzystywane do triangulacji nowych punkt·w w przestrzeni 3D. Metoda ta nie 

wymaga ograniczeŒ objňtoŜci obiektu, dziňki czemu nadaje siň do rekonstrukcji duŨych 

obiekt·w, choĺ czňsto kosztem dokğadnoŜci i kompletnoŜci wygenerowanego modelu (J. 

Li i in., 2010); 

10 ï gňsta chmura punkt·w (ang. dense point cloud); 

11 ï tworzenie modelu powierzchniowego (ang. surface model) na podstawie gňstej chmury 

punkt·w (4.2.2. Parametryczne modelowanie powierzchniowe); 

12 ï wizualizacja modelu 3D (4.2.3. Wizualizacja modelu 3D). 
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Rysunek 4.3. Schemat dziağania algorytmu SfM-MVS: proces generowania modelu 3D na podstawie zdjňĺ, 

obejmujŃcy detekcjň cech (SIFT, SURF), dopasowywanie punkt·w homologicznych (RANSAC), optymalizacjň 

orientacji kamer (bundle adjustment), triangulacjň do utworzenia rzadkiej chmury punkt·w, obliczenie gğňbi              

i zagňszczenie chmury punkt·w, aŨ po koŒcowŃ wizualizacjň modelu 3D (Ŧr·dğo: opracowanie wğasne) 

 

4.2.2. Parametryczne modelowanie powierzchniowe  

PosiadajŃc rozproszonŃ, przestrzennŃ chmurň punkt·w (x, y, z) uzyskanŃ w wyniku 

automatycznego dopasowania obraz·w cyfrowych, kolejnym krokiem jest przeprowadzenie 

rekonstrukcji. Tworzenie modeli wielokŃtnych, kt·re speğniajŃ wysokie standardy w zakresie 

modelowania i wizualizacji, jest wymagane w wielu dziedzinach. Metoda oparta na 

wielokŃtach zazwyczaj stanowi najlepsze podejŜcie do dokğadnego odwzorowania wynik·w 

pomiar·w oraz optymalnego opisu powierzchni (Zawieska, 2013). AnalizujŃc dostňpne 

algorytmy rekonstrukcji powierzchni, moŨna wymieniĺ: 

¶ metodň pojemnoŜciowŃ (VCG); 

¶ algorytm Alpha Shape; 

¶ algorytm Ball-Pivoting; 

¶ algorytm Poissona. 

WiňkszoŜĺ algorytm·w rekonstrukcji wymaga znajomoŜci wektor·w normalnych dla 

punkt·w, dlatego konieczne jest ich wczeŜniejsze obliczenie. Wektory te szacuje siň na 

podstawie punkt·w zlokalizowanych w bliskim sŃsiedztwie analizowanego punktu, a nastňpnie 

przeprowadza siň wygğadzanie wektor·w dla cağego modelu (Zawieska, 2013). 

Metoda pojemnoŜciowa 

Algorytm opracowany przez Curless B. w 1997 roku (Curless, 1997), opiera siň na 

kierunkowej funkcji odlegğoŜci, waŨonej przyrostowo (rysunek 4.4).  
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Rysunek 4.4. Schemat dziağania metody pojemnoŜciowej opracowanej przez Curless B. (1997): obliczanie wagi 

ύ i odlegğoŜci Ὠ niezbňdnych do aktualizacji wokselu poprzez rzutowanie promienia z sensora przez woksel na 

powierzchniň zasiňgu. Waga ύ jest wyznaczana metodŃ liniowej interpolacji wag ύȟ ύ i ύ, kt·re sŃ 

przechowywane w sŃsiednich wierzchoğkach powierzchni zasiňgu (Ŧr·dğo: (Curless, 1997)) 

 

Metoda pojemnoŜciowa dziağa poprzez analizň wycinka obrazu, obliczajŃc odlegğoŜci jego 

powierzchni od sensora, a zebrane dane sŃ ğŃczone z juŨ istniejŃcymi. Algorytm ten uŨywa 

siatki objňtoŜciowej, analizujŃc osobno kaŨdŃ kom·rkň, a nastňpnie wygğadza wyniki na ich 

stykach. Metoda ta jest przeznaczona gğ·wnie do skanowania laserowego z r·wnomiernym 

rozkğadem punkt·w pomiarowych. JednakŨe w przypadku chmur punkt·w metoda ta prowadzi 

do powstawania artefakt·w poza obszarem modelowanego obiektu, co r·wnieŨ spowodowağo 

rezygnacjň z jej stosowania (Curless, 1997; Zawieska, 2013). 

Algorytm Alpha Shape 

Metoda ta jest stosowana w geometrii obliczeniowej do odtwarzania ksztağt·w na podstawie 

zbioru punkt·w w przestrzeni. MajŃc zbi·r punkt·w, kt·re tworzŃ chmurň danych w 2D lub 3D 

Alpha Shape pozwala na stworzenie "szkicu" ksztağtu, kt·ry najlepiej opisuje strukturň tych 

punkt·w, biorŃc pod uwagň r·Ũne poziomy szczeg·ğowoŜci. Proces ten polega na ğŃczeniu 

sŃsiadujŃcych punkt·w i tworzeniu wielokŃt·w (dla 2D) lub wieloŜcian·w (dla 3D), a wszystko 

to kontrolowane jest przez parametr alpha. Zmienianie tego parametru wpğywa na dokğadnoŜĺ 

odtworzenia ï dla mağych wartoŜci alpha wynik jest bardziej szczeg·ğowy, a dla wiňkszych 

ksztağt staje siň bardziej uproszczony. Alpha Shape jest szczeg·lnie przydatne, gdy pr·bujemy 

zrekonstruowaĺ ksztağty, kt·re mogŃ mieĺ otwory, wklňsğoŜci lub nieregularnoŜci, kt·re 

klasyczne metody, takie jak np. Ball-Pivoting, nie potrafiŃ uchwyciĺ. W rezultacie Alpha Shape 
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daje elastyczny spos·b na uzyskanie przybliŨenia oryginalnego ksztağtu z wybranego zbioru 

punkt·w, dostosowujŃc stopieŒ szczeg·ğowoŜci w zaleŨnoŜci od potrzeb (Edelsbrunner i in., 

1983) (rysunek 4.5).  

 

  
Rysunek 4.5. Schemat dziağania metody Alpha Shape: a) chmura punkt·w, b) rekonstrukcja ksztağtu ze 

wsp·ğczynnikiem ‌  πȢπσπ, c) rekonstrukcja ksztağtu ze wsp·ğczynnikiem ‌  πȢπσχ, d) rekonstrukcja ksztağtu 

z zastosowaniem wsp·ğczynnika ‌  πȢπρπ (Ŧr·dğo: (Q.-Y. Zhou i in., 2018)) 

 

Algorytm Ball-Pivotin 

Algorytm Ball-Pivoting (Bernardini i in., 1999) ğŃczy sŃsiadujŃce punkty na powierzchni, 

jeŜli kolejny punkt znajduje siň na okrňgu o zadanym promieniu. Stağy promieŒ dziağania 

algorytmu sprawia, Ũe najlepiej nadaje siň on do modeli z regularnŃ siatkŃ punkt·w. Zbyt duŨy 

promieŒ powoduje utratň szczeg·ğ·w modelu, natomiast zbyt mağy promieŒ prowadzi do 

powstawania dziur (rysunek 4.6) (Zawieska, 2013).  

 

 

Rysunek 4.6. Zasada dziağania algorytmu Ball-Pivoting poprzez ğŃczenie kolejnych punkt·w na powierzchni za 

pomocŃ okrňgu o okreŜlonej Ŝrednicy: a) ğŃczenie kolejnych punkt·w na powierzchni za pomocŃ okrňgu o 

zadanym promieniu, b) zbyt mağy promieŒ prowadzi do powstawania niepoŨŃdanych otwor·w w modelu, c) 

natomiast, zbyt duŨy promieŒ powoduje deformacjň i utratň szczeg·ğ·w modelu (Ŧr·dğo: (Bernardini i in., 1999)) 

 

 

 

a) b) c) d)
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Algorytm Poissona 

Algorytm Poissona (Kazhdan i in., 2006) do rekonstrukcji modeli (rysunek 4.7) opiera siň 

na funkcji charakterystycznej zbioru …, kt·ra przyjmuje wartoŜĺ ρ dla punkt·w wewnŃtrz 

modelu i π dla punkt·w zewnňtrznych. Istnieje zaleŨnoŜĺ miňdzy wektorami normalnymi                 

a funkcjŃ charakterystycznŃ modelu, gdzie gradient tej funkcji stanowi pole wektorowe. W 

szczeg·lnoŜci, w pobliŨu powierzchni modelu gradient funkcji odpowiada wektorom 

normalnym. Problem wyznaczenia funkcji charakterystycznej sprowadza siň do znalezienia 

skalarnej funkcji …, kt·rej gradient najlepiej przybliŨa dane pole wektorowe ὠᴆ (Zawieska, 

2013): 

 

 ÍÉÎɳʔ 6ᴆ (4.8) 

 

Kiedy zastosujemy operator dywergencji, problem zostaje przeksztağcony w taki, kt·ry 

moŨna opisaĺ r·wnaniem r·Ũniczkowym Poissona. Celem jest znalezienie skalarnej funkcji …, 

kt·rej laplasjan (dywergencja gradientu) odpowiada dywergencji pola wektorowego ὠᴆ 

(Zawieska, 2013): 

 

 ɝʔḰᶯɳʔ 6ɳᴆ (4.9) 

 

PodejŜcie to w rekonstrukcji powierzchni charakteryzuje siň nastňpujŃcymi cechami 

(Zawieska, 2013): 

¶ rozwiŃzanie ma charakter globalny, jest bezpoŜrednio obliczane na podstawie wszystkich 

punkt·w, bez potrzeby etapowego wyznaczania rozwiŃzaŒ lokalnych i tworzenia z nich 

sp·jnego modelu; 

¶ umoŨliwia uzyskiwanie gğadkich powierzchni nawet w przypadku danych                                        

z zakğ·ceniami, eliminujŃc lokalne anomalie spowodowane przez pojedyncze punkty 

odstajŃce od powierzchni; 

¶ algorytm jest odporny na lokalne nieciŃgğoŜci w powierzchni; 

¶ dostňpne sŃ wydajne algorytmy do rozwiŃzywania r·wnania Poissona. 
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Rysunek 4.7. Proces odtwarzania powierzchni metodŃ Poissona: a) zbi·r wektor·w normalnych 6ᴆ, b) gradient 

charakterystyczny ɳʔ, c) funkcja charakterystyczna ʔ, d) powierzchnia ‬ὓ (Ŧr·dğo: (Kazhdan i in., 2006)) 

 

Wyznaczanie wartoŜci wektor·w normalnych dla poszczeg·lnych punkt·w odbywa siň 

poprzez lokalne przybliŨenie powierzchni. Dla kaŨdego analizowanego punktu ὖ okreŜla siň 

zbi·r ὲ najbliŨszych sŃsiad·w, kt·re tworzŃ lokalnŃ siatkň, takŃ jak siatka Voronoi. W tym 

otoczeniu sŃsiednie punkty sŃ wykorzystywane do stworzenia podstaw tr·jkŃt·w, kt·re 

definiujŃ lokalnŃ strukturň powierzchni w przestrzeni 3D. Na podstawie tej siatki wyliczany 

jest wektor normalny ὲ, bňdŃcy kluczowym elementem charakteryzujŃcym geometriň punktu 

ὖ. Proces obliczania wektora normalnego wykorzystuje lokalne dopasowanie powierzchni 

kwadratowej do danych punkt·w. Dopasowanie to pozwala na wyznaczenie lokalnego pola 

wektorowego, kt·re najlepiej przybliŨa orientacjň powierzchni w otoczeniu ὖ. Co istotne, 

metoda ta wymaga minimalnej liczby trzech sŃsiednich punkt·w, co czyni jŃ bardziej 

efektywnŃ niŨ tradycyjne podejŜcia, takie jak dopasowanie powierzchni kwadratowych, kt·re 

wymaga co najmniej dziewiňciu sŃsiednich punkt·w. Dziňki temu algorytm zachowuje lokalny 

charakter geometryczny wyliczanych wektor·w, unikajŃc degradacji dokğadnoŜci, jaka moŨe 

wystŃpiĺ przy uwzglňdnieniu bardziej oddalonych punkt·w (rysunek 4.8). 

Metoda ta jest bardzo podatna na zmiany wartoŜci wektor·w normalnych. JeŜli parametry 

zostanŃ niewğaŜciwie dobrane, na modelu mogŃ pojawiĺ siň artefakty w postaci naroŜli. 

Natomiast przy prawidğowym obliczeniu wektor·w normalnych, metoda ta przynosi dobre 

rezultaty (Zawieska, 2013). Z tego powodu metoda Poissona, zaimplementowana                            

w oprogramowaniu Agisoft Metashape Professional, zostağa wykorzystana                                             

w przeprowadzonych eksperymentach jako odpowiednia do tworzenia i wizualizacji modeli 

opartych na chmurze punkt·w. 
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Rysunek 4.8. Wyznaczanie wektora normalnego ὲ w punkcie ὖ poprzez lokalne przybliŨenie powierzchni. 

Analizowany punkt ὖ otaczajŃ sŃsiednie punkty ὖ, ὖ, ὖ, ὖ, kt·re tworzŃ lokalnŃ siatkň Voronoi. Wektor 

normalny ὲ wyznaczany jest na podstawie dopasowania krzywej kwadratowej oraz wektor·w ὺ, ὺ, ὺ, ὺ, co 

pozwala na precyzyjne okreŜlenie lokalnych wğaŜciwoŜci geometrycznych punktu ὖ. Metoda wymaga minimalnej 

liczby trzech sŃsiednich punkt·w, w przeciwieŒstwie do bardziej zğoŨonych metod dopasowania powierzchni 

kwadratowych, kt·re wymagajŃ co najmniej dziewiňciu punkt·w (Ŧr·dğo: (OuYang & Feng, 2005)) 

 

4.2.3. Wizualizacja modelu 3D  

Prezentacja modelu 3D czňsto stanowi jedyny rezultat, kt·ry jest istotny dla odbiorc·w 

spoza Ŝrodowiska technicznego (w tym co istotne, dla lekarzy medycyny sŃdowej) i jest gğ·wnŃ 

formŃ interakcji z modelem. W dziedzinie fotogrametrii, pierwsze pr·by wizualizacji modeli 

3D rozpoczňto w latach 90. XX wieku. Mağe obiekty, takie jak modele architektoniczne, 

samochody czy twarze, byğy przedstawiane za pomocŃ siatkowej formy wizualizacji                     

(ang. wireframe) (Gruen & Baltsavias, 1989) lub przy uŨyciu oprogramowania CAD. Dziňki 

rosnŃcym moŨliwoŜciom pamiňci komputerowej, obecne moŨliwoŜci szczeg·ğowoŜci 

powstajŃcych wizualizacji stajŃ siň coraz bardziej powszechne. W zaleŨnoŜci od wymagaŒ 

dotyczŃcych dokğadnoŜci modelu 3D oraz uŨytego oprogramowania, istnieje kilka metod ich 

wizualizacji (Zawieska, 2013): 

¶ tryb siatkowy jest najstarszŃ metodŃ prezentowania modeli 3D, gdzie model jest 

przedstawiany za pomocŃ punkt·w, linii i krzywych, ukazujŃc jedynie krawňdzie bez 

uwzglňdnienia cieni czy tekstur. Technika ta jest gğ·wnie wykorzystywana w programach 

CAD (ang. Computer-Aided Design); 

¶ tryb cieniowania oparty jest o zasady optyki, a szczeg·lnie na prawie cosinus·w 

Lamberta, kt·re m·wi, Ũe jasnoŜĺ powierzchni wzrasta wraz z cosinusem kŃta padania 

Ŝwiatğa. Stosowane sŃ r·Ũne algorytmy cieniowania, z kt·rych najpopularniejsze to 

cieniowanie pğaskie (ang. flat shading) i cieniowanie gğadkie (ang. smooth shading). 
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Kluczowa r·Ũnica miňdzy nimi polega na wykorzystaniu wektor·w normalnych:                       

w cieniowaniu pğaskim jednolity kolor przypisuje siň cağym obszarom, podczas gdy            

w cieniowaniu gğadkim wektory normalne sŃ uŜredniane, co daje bardziej realistyczny 

efekt. Cieniowanie pğaskie sprawdza siň przy mağych obiektach, gdzie Ŧr·dğa Ŝwiatğa            

i obserwator sŃ oddalone. Bardziej szczeg·ğowe modele wymagajŃ wiňkszej liczby 

poligon·w, co jednak moŨe obniŨaĺ realizm obrazu. Cieniowanie gğadkie moŨna 

realizowaĺ za pomocŃ r·Ũnych algorytm·w; 

¶ tryb teksturowania jest metodŃ polegajŃcŃ na nakğadaniu tekstury (np. z obrazu 

cyfrowego) na powierzchniň modelu 3D. KaŨdy piksel modelu przyjmuje kolor 

odpowiadajŃcy okreŜlonemu fragmentowi tekstury. W por·wnaniu z cieniowaniem 

pğaskim, teksturowanie moŨe zmniejszyĺ liczbň potrzebnych poligon·w, ale zwiňksza 

zğoŨonoŜĺ modelu. 

 

4.3. Podsumowanie 

Jako, Ũe wiňkszoŜĺ zmian patologicznych na powierzchni ciağa i zwiŃzanych z nimi 

parametr·w geometrycznych ewoluuje w przestrzeni tr·jwymiarowej opisano proces 

generowania fotorealistycznych modeli 3D. Rozdziağ rozpoczňto od wskazania detektor·w 

wykrywajŃcych cechy charakterystyczne na obrazach, ze szczeg·lnym uwzglňdnieniem 

detektora SIFT, ASIFT, PCA-SIFT, SURF, FAST oraz Harrisa. Nastňpnie opisano 

najpowszechniej wykorzystywany algorytm w modelowaniu 3D - SfM-MVS. Modelowanie 

3D, z wykorzystaniem algorytm·w jak Structure-from-Motion (SfM) i Multi-View-Stereo 

(MVS), umoŨliwia tworzenie dokğadnych modeli 3D z obraz·w 2D. Te metody, oparte na 

dopasowaniu punkt·w charakterystycznych i triangulacji, pozwalajŃ na rekonstrukcjň 

przestrzennŃ obiekt·w. Metoda SfM-MVS jest bardzo skuteczna, jeŨeli posiadamy dobrej 

jakoŜci obrazy o odpowiednio gňstym pokryciu z wstňpnie skalibrowanŃ kamerŃ, albo 

przynajmniej stabilnŃ mechanicznie podczas akwizycji obrazu, oraz zağoŨonŃ osnowň 

fotogrametrycznŃ o znanych wielkoŜciach odcink·w. Zazwyczaj osiŃgalna dokğadnoŜĺ mieŜci 

siň w zakresie 0,5-2 pikseli (Luhmann i in., 2023).  

W rozdziale przedstawiono r·wnieŨ szczeg·ğowŃ analizň r·Ũnych podejŜĺ do 

parametrycznego modelowania powierzchniowego, w tym metodň pojemnoŜciowŃ (VCG), 

algorytm Ball-Pivoting, algorytm Poissona oraz algorytm Alpha Shape, kt·re stanowiŃ 

podstawowe narzňdzia w procesie rekonstrukcji powierzchni 3D. Rozdziağ zamyka om·wienie 

metod wizualizacji modeli 3D, prezentujŃc tryby siatkowy, cieniowania oraz teksturowania, 
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kt·re znajdujŃ zastosowanie w zaleŨnoŜci od wymagaŒ dotyczŃcych dokğadnoŜci modelu                      

i wykorzystywanego oprogramowania. Opisane metody zostağy zaimplementowane w szeregu 

profesjonalnych narzňdzi, takich jak Agisoft Metashape Professional, RealityCapture, 

Pix4Dmapper, Meshroom czy COLMAP. 
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5. Gğňbokie sieci neuronowe w klasyfikacji obraz·w medyczny  

Jak wspomniano we wczeŜniejszych rozdziağach, obrazowanie medyczne jest istotnym 

Ŧr·dğem informacji nie tylko w medycynie sŃdowej, ale r·wnieŨ w wielu innych dziedzinach 

medycyny. Obecne metody obrazowania dostarczajŃ ogromnych iloŜci danych, kt·re moŨna 

przeksztağciĺ w uŨyteczne informacje tylko wtedy, gdy sŃ poddane odpowiedniemu 

przetworzeniu. Kluczowe znaczenie w rozwoju tej dziedziny ma proces pozyskiwania danych 

oraz automatyzacja proces·w wydobycia i zrozumienia informacji (tzw. interpretacja obrazu) 

(Patias, 2002; Talevi i in., 2023).  

W ostatnich latach dziedziny sztucznej inteligencji oraz automatycznego wykrywania 

wzorc·w poczyniğy znaczne postňpy. Uczenie maszynowe, a konkretniej jego zaawansowana 

forma - uczenie gğňbokie, stağy siň powszechnie stosowanymi narzňdziami do rozwiŃzywania 

skomplikowanych problem·w, kt·re wczeŜniej wymagağy tradycyjnych rozwiŃzaŒ.                      

W niniejszym rozdziale skoncentrowano siň na om·wieniu zagadnieŒ zwiŃzanych z 

uczeniem gğňbokim oraz sieciami neuronowymi. Ze wzglňdu na szeroki i zğoŨony charakter 

tego tematu, przedstawiono jedynie opis zagadnieŒ niezbňdnych do zrozumienia 

eksperyment·w przeprowadzonych w niniejszej rozprawie doktorskiej. 

 

5.1. Analiza aktualnego stanu wiedzy w badaniu obraŨeŒ 

zewnňtrznych  

W rozdziağach 2.1.1. Dokumentacja obraŨeŒ wystňpujŃcych na powğokach ciağa; 2.3. 

Stosowane metody wymiarowania obraŨeŒ oraz 3. PoŜmiertne kryminalistyczne metody 

obrazowania 3D szczeg·ğowo opisano proces dokumentowania obraŨeŒ znajdujŃcych siň na 

powğokach ciağa metodami tradycyjnymi (wykorzystujŃcymi diagram ciağa i pomiary 

manualne). Wskazano r·wnieŨ na wykorzystanie poszczeg·lnych sensor·w oraz ich integracjň 

w procesie tworzenia cyfrowej dokumentacji medycznej 3D mogŃcej sğuŨyĺ nie tylko jako zapis 

zebranych danych ale r·wnieŨ jako pomoc w analizie obraŨeŒ oraz ich narzňdzi sprawczych. 

Jednak, aby uzyskaĺ peğne zrozumienie oraz wszechstronne ujňcie zagadnienia bňdŃcego 

tematem niniejszej rozprawy doktorskiej, konieczne jest r·wnieŨ uwzglňdnienie aktualnych 

badaŒ zwiŃzanych wyğŃcznie z analizŃ obraŨeŒ zewnňtrznych. 

W 2021 roku, autorka przeprowadziğa badanie literatury, kt·re wykazağo wiele istotnych 

artykuğ·w naukowych poruszajŃcych zagadnienie klasyfikacji obraŨeŒ wystňpujŃcych na ciele 

czğowieka. Badanie to stanowiğo podstawň do wyznaczenia celu i zadaŒ badawczych, kt·rych 
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wyniki om·wiono w dalszej czňŜci rozprawy. W ramach tego etapu, przeszukano cztery bazy 

danych pod kŃtem artykuğ·w opublikowanych w latach 2016-2021 (Scopus, PubMed, Web Of 

Science i IEEE Xplore). PrzeglŃd ograniczony zostağ do artykuğ·w opublikowanych od 2016 

roku, poniewaŨ to w tym okresie nastŃpiğ wzrost dostňpnoŜci i jakoŜci medycznych zbior·w 

danych zapoczŃtkowany przez ISIC Archive (The International Skin Imaging Collaboration 

(ISIC), 2016) i Camelyon16 (Challenge., 2016), a takŨe pojawienie siň sieci U-Net 

(Ronneberger i in., 2015) zaprojektowanej pod segmentacjň obraz·w medycznych. 

Rozpoczňcie przeglŃdu literatury od 2016 roku pozwoliğo skupiĺ siň na najbardziej aktualnych 

i zaawansowanych rozwiŃzaniach w tym zakresie. 

Strategia wyszukiwania oparta zostağa o wytyczne Preferred Reporting Items for Systematic 

Reviews and Meta-Analyses (PRISMA-ScR) (Tricco i in., 2018). Na rysunku 5.1(a) 

przedstawiono cztery klastry sğ·w kluczowych i haseğ przedmiotowych, tj. przedmiot badania, 

zadanie, metoda i rodzaj danych, gdzie:  

¶ jako przedmiot badaŒ okreŜlono rany (ang. injuries) z dodatkowym uwzglňdnieniem ang. 

wounds, kt·re stanowiŃ specyficzny rodzaj ran charakteryzujŃcych siň przerwaniem 

ciŃgğoŜci sk·ry lub tkanki. Jak zauwaŨyğa autorka, w literaturze anglojňzycznej autorzy 

czňsto stosujŃ okreŜlenia injuries i wounds (r·wnieŨ zamiennie), co stanowiğo podstawň 

rozszerzenia sğ·w kluczowych do dw·ch pozycji; 

¶ jako zadanie okreŜlono identyfikacjň (ang. identification), wykrywanie (ang. detection), 

klasyfikacjň (ang. classification) i rozpoznawanie (ang. recognition); 

¶ jako metodň wyszukano okreŜlenia takie jak sztuczna inteligencja (ang. artificial 

intelligence), uczenie maszynowe (ang. machine learning), uczenie gğňbokie (ang. deep 

learning) oraz widzenie komputerowe (ang. Computer Vision); 

¶ jako zestaw danych wybrano obrazy cyfrowe 2D. 

Wszystkie wyniki wyszukiwania zostağy zaimportowane do oprogramowania 

zarzŃdzajŃcego bibliografiŃ Mendeley Desktop. Nastňpnie jak pokazano na rysunku 5.1(b) 

usuniňto duplikaty publikacji i spoŜr·d dostňpnych wynik·w przejrzano tytuğy oraz abstrakty 

pod kŃtem ich dalszego uwzglňdnienia w przeglŃdzie, a nastňpnie na tej podstawie dokonano 

kolejnej selekcji. Dodatkowo, zakwalifikowane artykuğy naukowe musiağy speğniaĺ warunek 

publikacji w jňzyku angielskim (z uwagi na brak dostňpnych artykuğ·w z wybranego zakresu 

w jňzyku polskim), byĺ co najmniej recenzowanymi artykuğami naukowymi oraz korzystajŃc    

z licencji Politechniki Warszawskiej na dostňp sieciowy do baz elektronicznych autorka musiağa 

posiadaĺ peğny dostňp do tekstu. W sumie wykluczono 455 artykuğ·w, kt·re nie byğy zgodne z 
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okreŜlonym zakresem poszukiwania. Ponadto do przeglŃdu wğŃczono jeden artykuğ z literatury 

cytowanej, opublikowany przed 2016 rokiem, oraz jeden artykuğ z 2022 roku doğŃczony juŨ po 

zakoŒczeniu przeglŃdu i udostňpniony autorce przez osobň ze Ŝrodowiska naukowego. 

Ostatecznie, do szczeg·ğowej analizy peğnych tekst·w wğŃczono 19 artykuğ·w. Wybrane 

artykuğy podzielone zostağy na kategorie obraŨeŒ: 

¶ oparzenia (Abubakar i in., 2019; Abubakar, Ugail, & Bukar, 2020a, 2020b; Abubakar, 

Ugail, Smith, i in., 2020; Abubakar & Ugail, 2019; Badea i in., 2016; Chauhan i in., 2019; 

Chauhan & Goyal, 2020; Cirillo i in., 2019; Jiao i in., 2019; Kuan i in., 2017; Rostami, 

Niezgoda, i in., 2021; Suvarna i in., 2017; Yadav i in., 2019b); 

¶ rany szarpane (rany postrzağowe sŃ specyficznŃ formŃ ran szarpanych) (Oura i in., 2021); 

¶ tkanka z obraŨeniem (bez klasyfikacji wedğug rodzaju obraŨenia) (Anisuzzaman i in., 

2022a; F. Li i in., 2018; Privalov i in., 2021; Song & Sacan, 2012) 

W tabeli 5.1 przedstawiono podsumowanie istniejŃcych rozwiŃzaŒ podajŃc wskaŦnik 

Accuracy (%) jako metrykň por·wnawczŃ, poniewaŨ w wiňkszoŜci omawianych artykuğ·w 

byğa to jedyna wykazana metryka. W przypadku brak parametru Accuracy (%) podawano 

wynik dla innego parametru. Z dokonanego przeglŃdu wynikğo, Ũe tylko niekt·re badania oparte 

zostağy o metodň end-to-end CNN lub FCN do klasyfikacji obraŨeŒ, a w wiňkszoŜci zamiast 

tego stosowano inne podejŜcia np. SVM (ang. Support-Vector Machines) i dopiero na ostatnim 

etapie, uŨywano typowych narzňdzi uczenia maszynowego jako klasyfikator·w. Ponadto 

wiňkszoŜĺ badaczy dysponowağa mağŃ liczbŃ obraz·w co zdaniem autorki znaczŃco mogğo 

wpğywaĺ na uzyskiwane wyniki. NaleŨy jednak zauwaŨyĺ, Ũe dostňpnoŜĺ medycznych zbior·w 

danych jest znaczŃco ograniczona z uwagi na wraŨliwoŜĺ zawartych tam informacji czy kwestie 

prawne.  

Przeprowadzona analiza pozwoliğa na zidentyfikowanie obszaru wartego szczeg·lnej uwagi. 

PrzeglŃd literatury wykazağ, Ũe istniejŃce badania dotyczŃce analizy obraŨeŒ w duŨej mierze 

koncentrowağy siň na analizie oparzeŒ oraz obraŨeŒ w kontekŜcie ich wystňpowania, jednak 

proces klasyfikacji r·Ũnych typ·w obraŨeŒ nie byğ szeroko badany. Wnioski te skğoniğy autorkň 

do podjňcia badaŒ majŃcych na celu implementacjň metodologii uczenia gğňbokiego, w 

szczeg·lnoŜci sieci w peğni konwolucyjnych (FCN), w celu stworzenia bardziej niezawodnego 

podejŜcia do detekcji i klasyfikacji obraz·w przedstawiajŃcych r·Ũne rodzaje obraŨeŒ. Celem 

badaŒ przedstawionych w niniejszej rozprawie doktorskiej jest opracowanie systemu, kt·ry nie 

tylko zidentyfikuje obecnoŜĺ obraŨeŒ, ale r·wnieŨ precyzyjnie sklasyfikuje ich rodzaj, co moŨe 

znaczŃco usprawniĺ proces diagnostyczny. 
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Rysunek 5.1. Strategia i proces przeprowadzonego przeglŃdu literatury: (a) cztery klastry sğ·w kluczowych i haseğ 

przedmiotowych obejmujŃce przedmiot badaŒ, zadanie, metodň oraz rodzaj danych, (b) diagram PRISMA 

ilustrujŃcy etapy selekcji artykuğ·w (Ŧr·dğo: opracowanie wğasne) 
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Tabela 5.1. Podsumowanie metod wykrywania obraŨeŒ na obrazach 2D na podstawie przeprowadzonego przeglŃdu literatury 

Ref. Tematyka badania Wykorzystany model Zbi·r danych Liczba zdjňĺ w zbiorze Accuracy (%) 

(Abubakar, 

Ugail, Smith, i 

in., 2020) 

GğňbokoŜĺ oparzenia ResNet50, VGG16 obrazy z Internetu i szpitala 743 
ResFeat50: 95.43, 

VggFeat16: 85.67 

(Jiao i in., 

2019) 
GğňbokoŜĺ oparzenia Mask R-CNN 

obrazy ze szpitala Wuhan Hospital 

No. 3 i Tongren Hospital of Wuhan 

University 

1150 

R101A CNN: 82.04, 

IV2RA CNN: 83.02, 

R101FA CNN: 84.51 

(Chauhan & 

Goyal, 2020) 
GğňbokoŜĺ oparzenia ResNet50, VGG16, VGG19 

Zbi·r danych Burn Images (B.I.) i 

Unseen Burn Images (UBI) 

B.I.: 141,  

UBI: 63  
91.53 

(Abubakar i in., 

2019) 

Detekcja i klasyfikacja 

oparzenia 

VGG16, VGG19, VGG-

Face 

obrazy ze szpitala Bradford, United 

Kingdom i Federal Teaching 

Hospital Gombe (FTHG) w Nigerii 

brak danych 

VGG-16: 98.750, 

VGG19: 97.560, VGG-

Face: 95.208 

(Abubakar, 

Ugail, & Bukar, 

2020a) 

Rozr·Ũnienie oparzenia 

od zdrowej sk·ry dla 

r·Ũnych etnicznych 

przypadk·w 

ResNet50 

obrazy ze szpitala Bradford, United 

Kingdom i Federal Teaching 

Hospital Gombe (FTHG) w Nigerii 

1360 obrazy dla rasy 

kaukaskiej (680 oparzenia, 

680 sk·ra nieuszkodzona), 

540 obrazy dla rasy 

afrykaŒskiej (270 oparzenia, 

270 sk·ra nieuszkodzona) 

Dla zbioru rasy afr.: 

97.1, 

Dla zbioru rasy kauk.: 

99.3 

(Abubakar & 

Ugail, 2019) 

Detekcja i klasyfikacja 

oparzenia 
ResNet101 

obrazy ze szpitala Bradford, United 

Kingdom 
1360 99.5 

(Oura i in., 

2021) 

Predykcja odlegğoŜci 

postrzağu 

AIDeveloper open-source 

software 

Symulowany zbi·r danych na 19 

ciağach Ŝwini 
204 98 

(Badea i in., 

2016) 

Klasyfikacja ciňŨkoŜci 

oparzenia  
ResNet 

obrazy z oddziağu chirurgii 

plastycznej kliniki pediatrycznej 
611 65 

(Kuan i in., 

2017) 

Klasyfikacja ciňŨkoŜci 

oparzenia 

CNN (brak szczeg·ğ·w) 

 
Wğasny zbi·r danych 164 73.2 

(Anisuzzaman i 

in., 2022b) 
Rozpoznanie obraŨenia multimodality-based CNN 

Zbi·r danych AZH, Medetec 

wound database i AZHMT  

AZH: 730, 

Medetec: 358,  

AZHMT: 1088 

od 72.95 do 100 dla 

r·Ũnych 

eksperyment·w i klas  

(Cirillo i in., 

2019) 
GğňbokoŜĺ oparzenia 

VGG16, GoogleNet, 

ResNet50, ResNet10 
brak danych 23 90.54 

(Chauhan i in., 

2019) 

Detekcja i klasyfikacja 

czňŜci ciağa na kt·rej 

wystňpuje oparzenie 

ResNet50 
obrazy z Internetu i innych 

dostňpnych baz 

109 oparzenia, 

4981 sk·ra nieuszkodzona 
93.58 

(Abubakar, 

Ugail, & Bukar, 

2020b) 

Detekcja i klasyfikacja 

oparzenia i wrzod·w 
CNN (brak szczeg·ğ·w) obrazy z Internetu i szpitala 

29 wrzody, 

31 oparzenia 
99.9 
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(Rostami, 

Niezgoda, i in., 

2021) 

Detekcja i klasyfikacja 

oparzenia 
AlexNet  

zbi·r danych BIP_US (Burns 

BIP_US Database, 2018)  
94  90.5 

(Suvarna i in., 

2017) 
Klasyfikacja oparzenia SVM, KNN 

obrazy z dostňp·w otwartych i 

szpitala Sri. Devaraju Arasu, 

Kollar, Karnataka, India 

150 
SVM: 85.0% - 92.5% 

KNN: 70% - 82.5% 

(Song & Sacan, 

2012) 

Detekcja i klasyfikacja 

obraŨenia 

DNN 

obrazy z Internetu i szpitala 

950 mIoU: 80.97% - 

85.88% 

MaxIoU: 81.32% - 

86.40% 

Precision: 90.88% - 

94.94% 

(F. Li i in., 

2018) 

Detekcja i pomiar 

obraŨeŒ 
Mask R-CNN brak danych 330 

DC: 79.1% 

SEM: 0.042 

(Privalov i in., 

2021) 

Detekcja i analiza 

obraŨeŒ 
CNN (with ReLU), SVM 

baza danych New York University  650 (do segmentacji 

obraŨeŒ); 

3400 (do detekcji infekcji 

obraŨeŒ) 

95.3% -95.6% 

 

(Yadav i in., 

2019a) 

Detekcja i klasyfikacja 

obraŨenia 

SVM, feature selection zbi·r danych BIP_US (Burns 

BIP_US Database, 2018)  

74 
82.43 

Oznaczenia: 

SVM ï Support Vector Machine,  

KNN ï K-Nearest Neighbors algorithm, 

DNN ï Deep Neural Network, 

R-CNN - Region-based Convolutional Neural Network, 

SEM - Standard Error of Mean, 

CNN - Convolutional Neural Networks, 

ReLU - Rectified Linear Unit 

TL ï Transfer Learning 

DCNN ï Deep Convolutional Neural Network. 

ťr·dğo: opracowanie wğasne 
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5.2. Uczenie gğňbokie w zadaniach segmentacji obraz·w  

Rozpoznawanie obiekt·w (ang. object recognition) opisuje zbi·r powiŃzanych dziağaŒ 

obejmujŃcych identyfikacjň obiekt·w na obrazach cyfrowych. Jest to jedno z kluczowych zadaŒ 

uczenia gğňbokiego (ang. deep learning) bňdŃcego dziağem informatyki zwanym sztucznŃ 

inteligencjŃ (ang. artificial intelligence) (rysunek 5.2). Wyr·Ũnia siň trzy gğ·wne typy zadaŒ 

zwiŃzanych z rozpoznawaniem obiekt·w: klasyfikacjň (ang. classification), wykrywanie 

obiekt·w (ang. object detection) oraz segmentacjň (ang. segmentation) (rysunek 5.3).  

 

Rysunek 5.2. Schemat przedstawiajŃcy hierarchiň sztucznej inteligencji (Ŧr·dğo: opracowanie wğasne) 

 

Rysunek 5.3. Rozpoznawanie obiekt·w ï podziağ (Ŧr·dğo: opracowanie wğasne) 

 

Klasyfikacja ma na celu przypisanie obrazu do jednej z predefiniowanych klas, takich jak 

czğowiek, narzňdzie, obraŨenie, czy bardziej szczeg·ğowe kategorie jak 

kobieta/mňŨczyzna/dziecko, broŒ biağa/palna, podbiegniňcie krwawe/otarcie nask·rka (rysunek 

5.4(a)). Wykrywanie obiekt·w, znane r·wnieŨ jako klasyfikacja z lokalizacjŃ, jest bardziej 

zaawansowanŃ formŃ klasyfikacji. W tym przypadku algorytm nie tylko klasyfikuje obiekty, 
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ale r·wnieŨ lokalizuje je na obrazie, rysujŃc ramki ograniczajŃce (ang. bounding boxes) wok·ğ 

kaŨdego obiektu (rysunek 5.4(b)). Kolejnym wyzwaniem pod wzglňdem zğoŨonoŜci jest 

segmentacja. Wyr·Ũnia siň dwa rodzaje segmentacji: segmentacjň semantycznŃ (ang. semantic 

segmentation) i segmentacjň instancji (ang. instance segmentation). Segmentacja semantyczna 

polega na przypisywaniu kaŨdego piksela na obrazie do okreŜlonej klasy, tzw. klasyfikacja 

pikselowa (rysunek 5.4(c)). Segmentacja instancji obiekt·w ma na celu rozr·Ũnienie r·Ũnych 

instancji tej samej klasy. Oznacza to, Ũe na obrazie przedstawiajŃcym grupň dzieci, kaŨde 

dziecko, pomimo Ũe naleŨy do tej samej klasy, otrzyma oddzielnŃ maskň (rysunek 5.4(d)) (Liu 

i in., 2020).  

 

 

Rysunek 5.4. Przykğady zadaŒ zwiŃzanych z rozpoznawaniem obiekt·w: (a) klasyfikacja obiekt·w, (b) 

wykrywanie obiekt·w z lokalizacjŃ (bounding boxes), (c) segmentacja semantyczna ï klasyfikacja pikselowa, (d) 

segmentacja instancji ï rozr·Ũnienie poszczeg·lnych instancji tej samej klasy (Ŧr·dğo: (Liu i in., 2020)) 

 

NaleŨy zauwaŨyĺ, Ũe obraz cyfrowy reprezentowany jest przez dwuwymiarowŃ macierz. 

Liczba wierszy i kolumn macierzy definiuje rozdzielczoŜĺ obrazu w pionie i w poziomie. 

Natomiast kaŨdy z jej element·w opisuje wartoŜĺ pojedynczego punktu obrazu okreŜlanego 

jako piksel skğadajŃcy siň z pewnej liczby bit·w. W zaleŨnoŜci od liczby bit·w przypadajŃcych 

na piksel moŨemy wyr·Ũniĺ cztery podstawowe typy obraz·w: obraz binarny, obraz w skali 

szaroŜci, obraz kolorowy RGB i grafika komputerowa (Sundararajan, 2017). RozwaŨajŃc obraz 

cyfrowy w zadaniach analizy i rozpoznawania obiekt·w istotne sŃ jego cechy (ang. features). 

WystňpujŃca konfiguracja pikseli dla danej cechy ukğada siň w okreŜlone struktury takie jak 

krawňdzie (ang. edges), kontury (ang. contours), naroŨniki (ang. corners) czy skupiska          

(ang. blobs). Do jej wykrycia (ang. feature detection) stosuje siň odpowiednie detektory, przy 



84 

 

czym wykorzystujŃc deskryptor moŨna jŃ opisaĺ10. Wyniki odpowiednio zastosowanego 

detektora powinny wskazywaĺ (Russell & Norvig, 2020): 

¶ wysokie prawdopodobieŒstwo dla pikseli naleŨŃcych do szukanych struktur; 

¶ niskie prawdopodobieŒstwo dla pikseli nienaleŨŃcych do szukanych struktur. 

Krawňdzie (ang. edges) naleŨŃ do najczňŜciej wykrywanej cechy. SŃ to linie proste lub 

krzywe pojawiajŃce siň na pğaszczyŦnie obrazu, gdzie wystňpuje duŨa r·Ũnica w intensywnoŜci 

pikseli poğoŨonych blisko siebie. Wspomniane zmiany jasnoŜci pikseli mogŃ byĺ spowodowane 

zmianami koloru, skali szaroŜci lub tekstury obrazu. Wysoka dokğadnoŜĺ wykrywania krawňdzi 

oznacza, Ũe detektor posiada zdolnoŜĺ do wykrywania kontur·w zbliŨonych do rzeczywistych 

tym samym zmniejszajŃc wykrywanie fağszywych. NajczňŜciej detekcja krawňdzi 

wykorzystywana jest do ustalania relacji miňdzy r·Ũnymi obszarami cech np. segmentacji            

i rozpoznawania obrazu. Dlatego teŨ precyzyjne detektory krawňdzi powinny charakteryzowaĺ 

siň wysokŃ odpornoŜciŃ w r·Ũnych warunkach obrazowania (np. r·Ũne pozycje kamery i r·Ũne 

rozdzielczoŜci obrazowania kamery) oraz odpornoŜciŃ na r·Ũne rodzaje szum·w (Jing i in., 

2022).  

Kontury (ang. contours) to linie lub krzywe reprezentujŃce lub ograniczajŃce ksztağt lub 

formň obiektu widocznego w kadrze obrazu. R·Ũnica pomiňdzy krawňdziŃ a konturem jest taka, 

Ũe kontury zwykle dŃŨŃ do zamkniňcia i poğŃczenia wszystkich ciŃgğych punkt·w wzdğuŨ granic 

o tym samym kolorze lub intensywnoŜci (Gong i in., 2018).  

NaroŨniki (ang. corners) moŨna zdefiniowaĺ jako Ŝrodek obszaru zainteresowania                 

(ang. Region Of Interest, ROI) o wysokiej Ŝredniej krzywiŦnie duŨej i symetrycznej wzglňdem 

swojego Ŝrodka. Innym, znacznie prostszym do zrozumienia jest okreŜlenie, Ũe naroŨnikiem 

okreŜla siň przeciňcie dw·ch lub wiňkszej liczby krawňdzi. NaroŨniki na obrazach reprezentujŃ 

istotne informacje w opisie cech obiektu, kt·re odgrywajŃ kluczowŃ i niezastŃpionŃ rolň w 

zadaniach opierajŃcych siň na ich skutecznym wykrywaniu m.in. rekonstrukcji 3D, 

dopasowania stereo, rozpoznania obiekt·w czy ich Ŝledzenia (J. Wang & Zhang, 2018).  

Skupiska (ang. blobs) to dowolny, inny wz·r obrazu, kt·ry nie jest naroŨnikiem ani 

krawňdziŃ, a jego piksele znacznie r·ŨniŃ siň od swoich sŃsiad·w (np. poğŃczony obszar pikseli 

o podobnym kolorze lub intensywnoŜci). Jednym z gğ·wnych powod·w analizy skupisk jest 

dostarczenie dodatkowych informacji o regionach, kt·re nie sŃ uzyskiwane z detektor·w 

 
10 Temat ten poruszono r·wnieŨ w rozdziale 4.1. Detektory wykrywania cech charakterystycznych w zadaniu 

rekonstrukcji 3D powierzchni w kt·rym opisano wybrane detektory w kontekŜcie modelowania 3D obiekt·w. 
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krawňdzi lub detektor·w naroŨnik·w, jak r·wnieŨ uzyskanie region·w zainteresowania do 

dalszego przetwarzania (Han & Uyyanonvara, 2016). 

W przetwarzaniu obraz·w, kluczowŃ rolň odgrywa wyodrňbnianie i analiza struktur celem 

reprezentacji wizualnej obrazu. W erze przed rozwojem gğňbokiego uczenia, cechy te byğy 

identyfikowane za pomocŃ zestawu filtr·w g·rnoprzepustowych, takich jak np. filtry Gaussa         

i Sobela, kt·re pomagajŃ w identyfikacji kontur·w czy krawňdzi. Rozw·j gğňbokiego uczenia, 

przyni·sğ techniki, w kt·rych sztuczne sieci neuronowe uczŃ siň samodzielnie rozpoznawaĺ 

cechy na podstawie duŨych zbior·w danych (OôMahony i in., 2020). Tworzenie odpowiedniego 

zbioru w przypadku braku istniejŃcego jest oddzielnym problemem badawczym, kt·ry wymaga 

duŨych nakğad·w pracy (Liu i in., 2020). Przykğadem istniejŃcych juŨ zbior·w danych jest 

ImageNet zawierajŃcy ponad milion poetykietowanych obraz·w (Deng i in., 2009).                      

W kontekŜcie segmentacji, jednym z czňsto stosowanych podejŜĺ sŃ sieci w peğni konwolucyjne 

zaprojektowane do segmentacji obraz·w na poziomie pikseli. Dziňki FCN moŨliwe jest 

uzyskanie szczeg·ğowych map segmentacji, kt·re sŃ wykorzystywane w r·Ũnych aplikacjach, 

takich jak diagnostyka medyczna (Emek Soylu i in., 2023).  

 

5.2.1. Sieci w peğni konwolucyjne  

Sieci w peğni konwolucyjne (ang. Fully Convolutional Networks, FCN) (Long i in., 2015) 

charakteryzujŃ siň zdolnoŜciŃ do analizy obraz·w o dowolnym rozmiarze i generowania map 

segmentacji o tych samych wymiarach. Standardowa budowa przyjmuje postaĺ skierowanego 

acyklicznego grafu warstw z kt·rych kaŨda skğada siň z wielu filtr·w (ang. kernels)         

(rysunek 5.5). KaŨdy filtr przesuwa siň po obrazie wejŜciowym lub mapie cech z poprzedniej 

warstwy, tworzŃc nowŃ mapň cech charakterystycznych. WğaŜnie te kolejne warstwy 

konwolucyjne skğadajŃ siň na wielowarstwowy charakter sieci. BezpoŜrednio po warstwach 

konwolucyjnych wystňpuje warstwa aktywacji typu ReLU (ang. Rectified Linear Unit), kt·ra 

wprowadza nieliniowoŜĺ do modelu, umoŨliwiajŃc rozpoznawanie zğoŨonych wzorc·w               

w analizowanych danych. Proces ten jest wspierany przez warstwy ğŃczenia (ang. pooling), 

kt·re redukujŃ wymiarowoŜĺ map cech poprzez wyb·r najbardziej znaczŃcych cech                             

w okreŜlonym obszarze. Jest to istotne zar·wno dla zwiňkszenia efektywnoŜci obliczeniowej, 

jak i ograniczenia ryzyka przeuczenia siň modelu. Aby odwr·ciĺ efekt redukcji wymiarowoŜci 

spowodowany przez warstwy pooling, stosuje siň warstwy dekonwolucyjne, kt·re dziağajŃ jako 

funkcje odwrotne do konwolucji, przeksztağcajŃc zredukowane mapy cech z powrotem do 

rozmiaru przestrzennego obrazu wejŜciowego. Jest to niezbňdne dla dokğadnego odwzorowania 
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granic i segment·w obiekt·w. WaŨnym elementem architektury sieci FCN sŃ poğŃczenia 

omijajŃce (ang. skip connections), kt·re przesyğajŃ mapy cech z wczeŜniejszych warstw 

konwolucyjnych bezpoŜrednio do gğňbszych warstw poprzez pr·bkowanie w g·rň                   

(ang. upsampling). Pozwala to na kombinacjň informacji lokalnej i globalnej, co poprawia 

precyzjň lokalizacji i klasyfikacji obiekt·w. Ostateczna segmentacja obrazu jest realizowana            

w warstwie wyjŜciowej, kt·ra stosuje ostatniŃ warstwň konwolucyjnŃ celem zredukowania 

liczby kanağ·w map cech do liczby klas segmentacji. Mapa wynikowa przechodzi przez 

warstwň softmax, kt·ra przypisuje kaŨdemu pikselowi prawdopodobieŒstwo przynaleŨnoŜci do 

jednej z klas (S. Khan i in., 2018; OôMahony i in., 2020).  

 

 

Rysunek 5.5. Architektura sieci w peğni konwolucyjnej (ang. Fully Convolutional Networks, FCN) okreŜlana jako 

metoda enkoder-dekoder. Enkoder zbiera informacje na temat obrazu wejŜciowego, a dekoder generuje maskň 

predykcji na podstawie cech zebranych w enkoderze (Ŧr·dğo: (https://github.com/FisherShi/semantic-

segmentation)) 

 

Warstwy splotowe (konwolucji) 

Gğ·wnym elementem sieci FCN jest wspomniana warstwa konwolucyjna (rysunek 5.6), 

kt·ra odpowiada za wiňkszoŜĺ obciŃŨenia obliczeniowego sieci. Warstwa ta skğada siň z trzech 

wymiar·w: wysokoŜci (Ὤ), szerokoŜci (ύ) i gğňbokoŜci (Ὠ). GğňbokoŜĺ, w tym przypadku, to 

liczba kanağ·w warstwy wejŜciowej, dla obrazu RGB jest to Ὤ  ύ  σ. KaŨda warstwa 

konwolucyjna tworzy siatkň o identycznych wymiarach co dane wejŜciowe, lecz z mniejszŃ 

wielkoŜciŃ kaŨdego wymiaru. Zbudowana jest z neuron·w wyposaŨonych w zestaw wag 

okreŜlanych mianem kernela (filtru). Wstňpnie wyuczone filtry sŃ zdolne do detekcji 

r·Ũnorodnych cech, takich jak krawňdzie, tekstury czy ksztağty, co pozwala na rozr·Ũnianie 
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r·Ũnych obiekt·w na obrazie. Podczas procesu konwolucji neurony wykonujŃ operacjň 

mnoŨenia wartoŜci pikseli przez odpowiednie wagi, a nastňpnie sumujŃ wyniki, tworzŃc mapy 

cech (ang. feature map), kt·re sŃ nastňpnie wykorzystywane do dalszego przetwarzania                   

w gğňbszych warstwach sieci. Mapa cech zwykle przybiera ksztağt prostokŃtny i okreŜlana jest 

jako pole recepcyjne. Niewielkie pole recepcyjne pozwala uzyskaĺ duŨŃ iloŜĺ informacji                  

z danych wejŜciowych, zawierajŃc wysoce lokalne funkcje, co umoŨliwia utworzenie gğňbszej 

architektury. W celu uzyskania bardziej uniwersalnych cech (wiňkszej ich liczby) obrazu 

dopuszczalne jest uŨycie wielu map cech neuron·w w ramach jednej warstwy (S. Khan i in., 

2018).  

FCN skğada siň z wielu warstw konwolucyjnych. Pierwsza warstwa odpowiedzialna jest za 

tworzenie cech niskiego poziomu, takich jak krawňdzie. W kolejnych warstwach sieĺ 

stopniowo rozpoznaje coraz bardziej zğoŨone cechy. Taki spos·b wyğaniania cech okreŜlany jest 

jako ekstrakcja cech (Omiotek, 2021).  

 

 

Rysunek 5.6. Budowa warstwy konwolucyjnej dla obrazu RGB. Warstwa ta wykorzystuje filtry (kernels) do 

detekcji cech, takich jak krawňdzie, tekstury czy ksztağty, tworzŃc mapy cech (ang. feature maps), kt·re sŃ 

nastňpnie przetwarzane w gğňbszych warstwach sieci (Ŧr·dğo: (Omiotek, 2021)) 

 

Warstwa normalizacji 

Warstwa normalizacji peğni kluczowŃ rolň w procesie przetwarzania danych wejŜciowych          

i przygotowania ich do dalszej analizy. Zasadniczo odnosi siň do procesu skalowania danych 

wejŜciowych do okreŜlonego zakresu w celu poprawy stabilnoŜci i wydajnoŜci procesu uczenia 

sieci. IstniejŃ r·Ũne metody normalizacji, a jednŃ z nich jest normalizacja wsadowa (ang. batch 
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normalisation). Oparta jest o normalizacje Ŝredniej i wariancje aktywacji warstwy, aby 

przestrzegaĺ rozkğadu jednostkowego Gaussa, pomagajŃc w zwalczaniu problemu zwanego 

internal covariance shift, kt·ry odnosi siň do zmiany rozkğadu aktywacji kaŨdej warstwy               

w trakcie trenowania sieci, gdy parametry sŃ aktualizowane. JeŨeli rozkğad aktywacji siň 

zmienia, moŨe to spowolniĺ proces uczenia i uczyniĺ go mniej stabilnym. Normalizacja 

batchowa przyŜpiesza uczenie sieci, zapobiegajŃc zanikaniu gradient·w i nasyceniu aktywacji. 

W ten spos·b proces uczenia staje siň bardziej stabilny i moŨliwy do przeprowadzenia przy 

wyŨszych wsp·ğczynnikach uczenia (Szeliski, 2022) 

Funkcja aktywacji 

Wygenerowana mapa cech jest przetwarzana przez funkcjň aktywacji ReLU (ang. Rectified 

Linear Unit), kt·ra wprowadza nieliniowoŜĺ do procesu uczenia. Zasada dziağania ReLU oparta 

jest o prostŃ zasadň, gdzie, jeŨeli wartoŜĺ wejŜciowa jest dodatnia, funkcja przepuszcza jŃ bez 

zmian, natomiast jeŨeli jest ujemna, zastňpuje jŃ zerem (S. Khan i in., 2018): 

 

 Ὢὼ ὼ άὥὼ πȟὼ (5.1) 

gdzie: 

ὼ ï oznacza wejŜcie neuronu. 

 

To proste podejŜcie umoŨliwia sieci naukň zğoŨonych wzorc·w danych, poniewaŨ aktywacje 

nie sŃ ograniczone do liniowej przestrzeni. ReLU pomaga r·wnieŨ w rozwiŃzaniu problemu 

zanikajŃcego gradientu, kt·ry moŨe wystŃpiĺ podczas uczenia gğňbokich sieci neuronowych, 

poniewaŨ pochodna funkcji dla dodatnich wartoŜci wejŜciowych jest stağa (i r·wna 1), co 

sprzyja szybszej i bardziej efektywnej konwergencji podczas treningu (S. Khan i in., 2018). 

Warstwy ğŃczŃce (pooling) 

Na obrazie cyfrowym piksele wystňpujŃce w swoim bliskim sŃsiedztwie oscylujŃ                            

w podobnych wartoŜciach przez co warstwy konwolucyjne r·wnieŨ generujŃ podobne wartoŜci 

w wyjŜciach. Rezultatem jest uzyskanie wielu informacji o niewielkim wpğywie. W przypadku 

operacji ğŃczenia (ang. pooling) poprzez redukcje wymiar·w pola recepcyjnego mapy cech 

zmniejszana jest r·wnieŨ liczba parametr·w do trenowania sieci. W efekcie znaczŃco skracany 

jest czas dziağania sieci, model zostaje uproszczony oraz w niekt·rych przypadkach pooling 

pomaga walczyĺ z przeuczeniem (ang. overfittingiem). Zasadniczo wyr·Ũniamy dwa rodzaje 

warstw ğŃczenia: warstwň maksymalizujŃcego ğŃczenia (ang. max pooling layer) oraz warstwň 

uŜredniajŃcego ğŃczenia (ang. average pooling layer). W przypadku funkcji 

maksymalizujŃcego ğŃczenia, wartoŜĺ maksymalna wybierana jest z wartoŜci pikseli w obrňbie 
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pola recepcyjnego, natomiast w przypadku funkcji uŜredniajŃcego ğŃczenia obliczana jest 

Ŝrednia ze wszystkich wartoŜci pikseli w danym polu (rysunek 5.7) (S. Khan i in., 2018; 

Szeliski, 2022). 

 

Rysunek 5.7. Redukcja wymiar·w pola recepcyjnego mapy cech: (a) funkcja wybiera najwiňkszŃ wartoŜĺ                  

z macierzy ς ὼ ς w mapie danych wejŜciowych, nastňpnie zmniejsza rozmiar macierzy dwukrotnie przypisujŃc jej 

tň wartoŜĺ, (b) liczona jest Ŝrednia wartoŜĺ z macierzy ς ὼ ς, nastňpnie dla zmniejszonego rozmiaru przypisywana 

jest obliczona wartoŜĺ Ŝrednia (Ŧr·dğo: opracowanie wğasne) 

 

Warstwy dekonwolucyjne 

W tradycyjnych sieciach konwolucyjnych (CNN), warstwa w peğni poğŃczona (ang. fully 

connected layer) jest zwykle umieszczana na koŒcu sieci po kilku warstwach splotowych                   

i ğŃczŃcych. Ta warstwa ğŃczy cağŃ objňtoŜĺ wejŜciowŃ z poprzednich warstw splotu i ğŃczenia, 

lub wszystkie neurony z poprzedniej w peğni poğŃczonej warstwy, z kaŨdym pojedynczym 

neuronem w swojej warstwie. Ze wzglňdu na to, Ũe w peğni poğŃczona warstwa zawiera 

wiňkszoŜĺ parametr·w sieci, czňsto prowadzi to do przeuczenia (ang. overfitting). Ponadto, 

jednym z gğ·wnych problem·w w peğni poğŃczonych warstw jest utrata informacji 

przestrzennej, kiedy sieĺ przechodzi przez te warstwy. Wszystkie neurony otrzymujŃ aktywacjň 

od wszystkich neuron·w wejŜciowych, co znacznie utrudnia efektywne uczenie siň sieci dla 

zadaŒ takich jak segmentacja semantyczna. W przypadku sieci FCN warstwň w peğni poğŃczonŃ 

zastŃpiğa warstwa dekonwolucyjna (ang. deconvolutional layer). Gğ·wnym celem warstwy 

dekonwolucyjnej jest przywr·cenie utraconych informacji przestrzennych i zwiňkszenie 

rozmiaru danych wyjŜciowych do wymiar·w odpowiadajŃcych oryginalnemu obrazowi 

wejŜciowemu. To umoŨliwia dokğadne lokalizowanie i klasyfikowanie obiekt·w na obrazach 

w zadaniach segmentacji semantycznej. Warstwy dekonwolucyjne wykonujŃ pr·bkowanie map 

cech z poprzedniej warstwy (tzw. upsampling). JednŃ z metod pr·bkowania mapy cech jest 

interpolacja danych wejŜciowych, gdzie wprowadzane sŃ dodatkowe piksele pomiňdzy 

istniejŃce piksele na mapie cech. Techniki interpolacji mogŃ obejmowaĺ najbliŨsze sŃsiedztwo, 
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interpolacjň liniowŃ lub inne zaawansowane metody interpolacji, takie jak interpolacja 

szeŜcienna (Maggiori i in., 2016). 

Transfer learning 

Z uwagi na zğoŨonoŜĺ konwolucyjnych sieci neuronowych i potrzebň duŨej iloŜci danych 

uczŃcych, stosuje siň transfer learning (rysunek 5.8) celem unikniňcia trenowania ich od samego 

poczŃtku. PoniewaŨ posiadanie wystarczajŃco duŨej iloŜci danych jest rzadkoŜciŃ, zwğaszcza w 

dziedzinie medycyny, powszechnŃ praktykŃ jest ponowne wykorzystanie wag z modeli 

wstňpnie wytrenowanych na duŨych zbiorach danych, takich jak wspomniany wczeŜniej 

ImageNet. W czasie uczenia sieci FCN, nastňpuje implementacja wag enkodera tzw. backbone 

(np. ResNet50, EfficientNetB3). Wstňpnie wytrenowany backbone zapewnia solidny 

fundament, kt·ry moŨna dostosowaĺ do nowego zadania, czňsto poprzez trening tylko 

koŒcowych warstw sieci tzw. fine-tuning. Enkoder moŨna dostosowaĺ do danego zadania,       

np. zmieniajŃc wymiary neuron·w wyjŜciowych (aby zaspokoiĺ innŃ liczbň klas), modyfikacjň 

funkcji straty (softmax) i uczenie siň koŒcowych kilku warstw od poczŃtku. Jednak                        

w wiňkszoŜci przypadk·w, zwykle wystarcza uczenie siň koŒcowych 2-3 warstw (Azizpour i 

in., 2016; S. Khan i in., 2018). 

 

 

Rysunek 5.8. Przykğad transfer learningu do zadania segmentacji semantycznej gdzie z nauczonego modelu CNN 

z obliczonymi parametrami (obrazek g·rny) przekazywane sŃ wagi do modelu FCN (obrazek dolny) (Ŧr·dğo: 

(Imad i in., 2021)) 
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5.2.2. Przykğadowe architektury sieci  

Jak wspomniano wczeŜniej metody gğňbokiego uczenia do przetwarzania obraz·w 

przyczyniğy siň do znaczŃcych osiŃgniňĺ w dziedzinie widzenia komputerowego.                           

W szczeg·lnoŜci sieci neuronowe wyznaczajŃ najnowoczeŜniejsze rozwiŃzania w zadaniach 

segmentacji semantycznej. Najskuteczniejsze architektury przeznaczone do rozwiŃzywania 

zadaŒ tego typu sŃ oparte na enkoderze i dekoderze. Enkoder stanowi zwykle wstňpnie 

wytrenowana sieĺ klasyfikacyjna, natomiast dekoder ma semantycznie rzutowaĺ cechy 

dyskryminacyjne z enkodera na przestrzeŒ pikseli, aby uzyskaĺ gňstŃ klasyfikacjň kaŨdego 

piksela na obrazie wyjŜciowym. CzňŜĺ z istniejŃcych architektur FCN powstağa z myŜlŃ                

o rozwiŃzywaniu zadaŒ na konkretnych zbiorach danych, w tym na obrazach medycznych (S. 

Khan i in., 2018). PoniŨej om·wiono trzy sieci wykorzystane jako dekoder (U-Net, FPN, 

LinkNet) oraz dwa przykğady sieci bazowych stanowiŃcych enkoder (ResNet50, 

EfficientNetB3), kt·rych zastosowanie przebadano w ramach niniejszej pracy. 

U-Net 

Sieĺ U-Net (rysunek 5.9) opublikowana zostağa w 2015 roku (Ronneberger i in., 2015) i stağa 

siň jednŃ z najbardziej wpğywowych architektur w dziedzinie segmentacji semantycznej. 

PoczŃtkowo zostağa przedstawiona jako architektura sieci konwolucyjnej do segmentacji 

obraz·w biomedycznych jednak z czasem jej zastosowanie zostağo rozszerzone na inne 

dziedziny. Z punktu widzenia pracy na obrazach medycznych naleŨy zauwaŨyĺ, Ũe sieĺ ta jest 

efektywna w uczeniu siň nawet na stosunkowo mağych zbiorach danych. Z punktu widzenia 

zadaŒ z dziedziny medycyny jest to istotne z uwagi na ograniczony dostňp do duŨych zbior·w 

danych.  

Architektura U-Net charakteryzuje siň unikalnŃ strukturŃ enkodera-dekodera w ksztağcie 

litery U, kt·ra jest podzielona na dwie gğ·wne fazy: kontrakcji tzw. enkodera i ekspansji tzw. 

dekodera. ścieŨka kontrakcji (rysunek 5.10(a)) budowŃ przypomina tradycyjnŃ architekturň 

sieci CNN. Zawiera ona wielokrotnoŜĺ dw·ch operacji konwolucji z kt·rych kaŨda stosuje filtr 

konwolucyjny, zaczynajŃc od oryginalnego obrazu poddanego funkcji aktywacji ReLU. Obraz 

jest nastňpnie czterokrotnie pr·bkowany w d·ğ (ang. downsampling) za pomocŃ funkcji max 

pooling, co ma na celu podwojenie liczby map cech na kaŨdym etapie. To przetwarzanie 

wstňpne pozwala na ekstrakcjň istotnych cech na r·Ũnych poziomach zğoŨonoŜci. W ŜcieŨce 

ekspansji (rysunek 5.10(b)) nastňpuje odwr·cenie procesu z fazy pierwszej, gdzie obraz jest 

stopniowo powiňkszany do oryginalnych wymiar·w (ang. upsampling), a cechy z fazy kodera 

sŃ ğŃczone z aktualnymi cechami przez poğŃczenia okreŜlane jako przeskakujŃce lub pomijajŃce 
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(ang. skip connections). Te poğŃczenia sŃ kluczowe, poniewaŨ umoŨliwiajŃ bezpoŜrednie 

przekazywanie informacji z wyŨszych poziom·w szczeg·ğowoŜci do warstw dekodujŃcych 

pomagajŃc w odzyskiwaniu lokalnych informacji podczas procesu segmentacji. Dziňki 

poğŃczeniom przeskakujŃcym, sieĺ U-Net jest w stanie zachowaĺ detale na poziomie pikseli, co 

jest kluczowe w precyzyjnej segmentacji obraz·w (Rostami, Anisuzzaman, i in., 2021). 

Finalnie, warstwa koŒcowa sieci, zwykle splot 1Ĭ1, mapuje zgromadzone cechy na obraz 

segmentacji, co pozwala na precyzyjne okreŜlenie granic obiekt·w w obrazie.  

 

 

Rysunek 5.9. Przykğad architektury sieci U-Net, podzielonej na czňŜĺ enkodera (po lewej) i dekodera (po prawej). 

Niebieskie prostokŃty odpowiadajŃ wielokanağowej mapie cech, gdzie liczba kanağ·w oznaczona jest nad polem, 

natomiast rozmiar x-y jest podany w dolnym lewym rogu. Biağe pola reprezentujŃ skopiowane mapy cech (Ŧr·dğo: 

(Ronneberger i in., 2015)) 
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Rysunek 5.10. Fragmenty architektury sieci U-Net: (a) ŜcieŨka enkodera zbudowana jest z czterech blok·w              

w skğad kt·rych wchodzŃ: dwie operacje konwolucji σ ὼ σ i funkcja aktywacji ReLU (oznaczone niebieskimi 

strzağkami) i operacja max pooling ς ὼ ς (oznaczona czerwonŃ strzağkŃ), (b) pomiňdzy ŜcieŨkŃ enkodera                       

i dekodera umieszczony jest blok analogiczny do bloku ze ŜcieŨki enkodera z tŃ r·ŨnicŃ, Ũe nie wystňpuje tu 

operacja max pooling, (c) ŜcieŨka dekodera zbudowana jest z czterech blok·w w skğad kt·rych wchodzŃ operacje: 

dekonwolucji ς ὼ ς (oznaczone zielonymi strzağkami), zwiňkszajŃcej wymiary mapy cech. Mapy cech ze ŜcieŨki 

enkodera sŃ kopiowane i przycinane, a nastňpnie ğŃczone z odpowiadajŃcymi im mapami w ŜcieŨce dekodera 

(oznaczone szarymi strzağkami). Po kaŨdym ğŃczeniu nastňpuje seria dw·ch konwolucji σ ὼ σ z aktywacjŃ ReLU 

(oznaczone niebieskimi strzağkami) (Ŧr·dğo: (Ronneberger i in., 2015)) 

 

Feature Pyramid Network (FPN) 

FPN to zaawansowana architektura sieci neuronowej do semantycznej segmentacji obraz·w 

z 2017 roku (Lin i in., 2017), kt·ra zainspirowana zostağa przez budowň sieci U-Net. FPN 

(rysunek 5.11) rozpoczyna siň od ŜcieŨki okreŜlanej jako Ăod og·ğu do szczeg·ğuò tzw. bottom-

up, przetwarzajŃcej i zmniejszajŃcej rozmiary obrazu wejŜciowego za pomocŃ warstw 

konwolucyjnych i ğŃczŃcych. Wyniki z ostatniej warstwy kaŨdego etapu sŃ nastňpnie kierowane 

do odpowiedniego poziomu piramidy. Nastňpnie w ŜcieŨce okreŜlanej jako Ăod szczeg·ğu do 

og·ğuò tzw. top-down rozpoczynajŃcej siň od najgğňbszej warstwy (o najniŨszej rozdzielczoŜci 

i najwyŨszym poziomie semantyki) cechy sŃ stopniowo interpolowane do wyŨszych 

rozdzielczoŜci, przy czym kaŨdy poziom cech jest ğŃczony z odpowiednim poziomem ze ŜcieŨki 

bottom-up za pomocŃ operacji sumowania. Dziňki wykorzystaniu lateral connections, kt·re 

integrujŃ cechy ze ŜcieŨki bottom-up i top-down cechy na kaŨdym poziomie majŃ informacje 

zar·wno o wysokim poziomie semantyki, jak i wysokiej rozdzielczoŜci (Lin i in., 2017). 
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Rysunek 5.11. Przykğad architektury sieci FPN, gdzie po lewej stronie (ŜcieŨka bottom-up) widoczne sŃ cztery 

poziomy map cech odpowiadajŃce kolejnym etapom sieci. Wraz z kaŨdym poziomem nastňpuje przeskalowanie o 

2 w kolejnych blokach w stosunku do obrazu wejŜciowego. KoŒcowa warstwa, majŃca najwiňcej cech, 

przekazywana jest do ŜcieŨki top-down i zostaje poddana konwolucji ρ Ø ρ, w celu redukcji wymiar·w kanağ·w 

(Ŧr·dğo: (Lin i in., 2017)) 

 

LinkNet 

Inna popularna architektura do semantycznej segmentacji obraz·w oparta na U-Net to sieĺ 

LinkNet z 2017 roku (Chaurasia & Culurciello, 2017) (rysunek 5.12). Podobnie jak U-Net, 

LinkNet posiada strukturň w ksztağcie litery U, lecz wprowadza znaczŃce modyfikacje poprzez 

zastŃpienie standardowych operacji konwolucyjnych blokami rezydualnymi (ang. residual 

blocks) na kaŨdym etapie enkodera i dekodera. Takie podejŜcie nie tylko uğatwia uczenie 

gğňbszych sieci dziňki redukcji problemu zanikajŃcego gradientu, ale takŨe poprawia 

propagacjň cech, co moŨe skutkowaĺ bardziej precyzyjnym odwzorowaniem cech w procesie 

dekodowania. W kontekŜcie poğŃczeŒ przeskakujŃcych lub pomijajŃcych (ang. skip 

connections), LinkNet rezygnuje z tradycyjnej konkatenacji na rzecz operacji dodawania, co 

pozwala na lepsze zachowanie informacji przestrzennych zgubionych podczas licznych 

operacji downsamplingu w enkoderze. Innowacja LinkNetu polega r·wnieŨ na bezpoŜrednim 

przekazywaniu wejŜĺ kaŨdej warstwy enkodera do odpowiedniego dekodera, umoŨliwiajŃc 

efektywne odzyskiwanie utraconych informacji przestrzennych. Wsp·ğdzielenie wiedzy 

miňdzy enkoderem a dekoderem na kaŨdym etapie pozwala na redukcjň liczby parametr·w           

w dekoderze, co przekğada siň na og·lnie bardziej wydajnŃ sieĺ. Dziňki tym unikalnym cechom, 

LinkNet przewyŨsza inne zaawansowane technologie segmentacji, oferujŃc szybsze 

przetwarzanie oraz dziağanie w czasie rzeczywistym, co czyni jŃ idealnym rozwiŃzaniem dla 

aplikacji wymagajŃcych natychmiastowej odpowiedzi, takich jak systemy wizyjne pojazd·w 

autonomicznych czy zastosowania w rzeczywistoŜci rozszerzonej (Chaurasia & Culurciello, 

2017).  
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Rysunek 5.12. Przykğad architektury sieci LinkNet, gdzie ὧέὲὺ oznacza operacjň splotu, a Ὢόὰὰὧέὲὺ peğny 

splot. Symbol Ⱦς wskazuje na operacjň redukcji rozmiaru o wsp·ğczynnik 2, realizowanŃ przez splot z wartoŜciŃ 

ίὸὶὭὨὩ r·wnŃ 2, co oznacza przesuniňcie jŃdra o dwa piksele po kaŨdym jego zastosowaniu. Analogicznie, ςz 

oznacza operacjň zwiňkszania rozmiaru o ten sam wsp·ğczynnik. Miňdzy warstwami konwolucyjnymi stosowana 

jest normalizacja i funkcja aktywacji ReLU. Lewa strona schematu to koder, zaczynajŃcy siň od bloku 

poczŃtkowego z operacjŃ splotu o jŃdrze χ ὼ χ i przesuniňciu ς, oraz przestrzennym max poolingiem na obszarze 

σ ὼ σ, takŨe z przesuniňciem ς. Koder zawiera kolejne bloki rezydualne. Prawa czňŜĺ schematu prezentuje dekoder 

(Ŧr·dğo: (Chaurasia & Culurciello, 2017)) 

 

ResNet50 

Sieĺ rezydualna ResNet zostağa przedstawiona w 2015 roku i opublikowana w 2016 (He i 

in., 2016) majŃc na celu ulepszenie procesu trenowania bardzo gğňbokich sieci neuronowych 

poprzez wprowadzenie koncepcji reformulowania warstw jako uczenia siň funkcji 

rezydualnych (resztkowych), a nie funkcji niereferencyjnych. W tradycyjnych sieciach CNN 

kaŨda warstwa pr·buje bezpoŜrednio nauczyĺ siň docelowej reprezentacji danych. Natomiast 

w sieciach rezydualnych, kaŨda warstwa zamiast tego, uczy siň pewnej r·Ũnicy (rezyduum) 

miňdzy wejŜciem a docelowŃ reprezentacjŃ. Oznacza to, Ũe zamiast pr·bowaĺ nauczyĺ siň 

bezpoŜrednio docelowego wyniku, sieĺ uczy siň, jak ta r·Ũnica powinna zostaĺ zastosowana do 

danych wejŜciowych w taki spos·b, aby zbliŨyĺ je do poŨŃdanego wyniku. Dziňki takiemu 

podejŜciu, sieci rezydualne mogŃ efektywniej trenowaĺ bardzo gğňbokie modele, poniewaŨ 

znacznie ğatwiej i szybciej jest optymalizowaĺ rezydua niŨ bezpoŜrednio cağŃ funkcjň (Tang i 

in., 2021). 
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ResNet50 stanowi 50-warstwowy wariant sieci ResNet wytrenowany na podstawie ponad        

1 miliona obraz·w z og·lnodostňpnej bazy ImageNet. W literaturze, sieĺ ResNet50 

wielokrotnie zestawiania byğa w poğŃczeniu z sieciŃ U-Net uzyskujŃc wysokie wyniki                    

w zadaniu segmentacji obrazu (Tang i in., 2021). Schemat dziağania wielowarstwowej sieci 

pokazano na rysunku 5.13. Sieĺ zbudowana jest z 4 blok·w z czego pierwszŃ warstwň sieci 

stanowi obraz wejŜciowy, kt·ry konwertowany jest do odpowiednich rozmiar·w. KaŨdy                    

z blok·w, poza ostatnim, skğada siň z warstw konwolucyjnych (ğŃcznie 48 z 50 warstw z kt·rych 

zbudowana jest sieĺ stanowiŃ warstwy konwolucyjne). Po kaŨdej konwolucji nastňpuje 

normalizacja (ang. batch normalisation), a nastňpnie funkcja aktywacji. Z kolei pomiňdzy 

poszczeg·lnymi blokami wystňpujŃ poğŃczenia przeskakujŃce (ang. skip connections), kt·re 

umoŨliwiajŃ przyŜpieszenie procesu uczenia oraz rozwiŃzujŃ problem znikajŃcego gradientu 

(He i in., 2016). 

 

 

Rysunek 5.13. Architektura sieci ResNet50 (Ŧr·dğo: (He i in., 2016)) 

 

EfficientNetB3 

Sieĺ EfficientNet przedstawiona zostağa w 2019 (Tan & Le, 2019) roku jako innowacyjne 

podejŜcie stosujŃce prostŃ jednak skutecznŃ metodň skalowania w trzech wymiarach                 

(ang. compound scaling). W tradycyjnych sieciach CNN skalowany jest tylko jeden wymiar 

sieci, natomiast EfficientNet stosujŃc zğoŨony wsp·ğczynnik jednolicie skaluje wszystkie trzy 

wymiary obrazu: gğňbokoŜĺ (oznaczajŃcŃ iloŜĺ warstw w sieci), szerokoŜĺ (odnoszŃcŃ siň do 

liczby kanağ·w w warstwach) i rozdzielczoŜĺ (dotyczŃcŃ rozmiaru obrazu wejŜciowego) (Tan 

& Le, 2019): 

 

 Ὠ  ‌  

ύ  ‍  
(5.2) 



97 

 

ὶ  ɾ  

‌ ‍ ‎ ς 

‌ ρȟ‍ ρȟ‎ ρ 

gdzie: 

‌ ï skalowanie gğňbokoŜci; 

‍ ï skalowanie szerokoŜci; 

‎ ï skalowanie rozdzielczoŜci; 

ʒ ï globalny wsp·ğczynnik skalowania (zmienny w zaleŨnoŜci od wariantu sieci 

EfficientNetB0 do EfficientNetB7). 

 

KaŨdy z rodzaj·w sieci EfficientNet (B1 do B7) jest wariantem stopniowo zwiňkszajŃcym 

sw·j rozmiar, w zaleŨnoŜci od ustalonych wymagaŒ i okreŜlonych ograniczeŒ obliczeniowych. 

Jednak, architektura i spos·b dziağania kaŨdego z modeli jest podobny. W pierwszej kolejnoŜci 

nastňpuje przetworzenie obraz·w wejŜciowych przez poczŃtkowe warstwy konwolucyjne. 

Kolejno, pr·bki przepğywajŃ przez ciŃg blok·w MBConv, kt·re sŃ wyposaŨone w moduğ SE 

(rysunek 5.14). Na koŒcu tego etapu, dane przechodzŃ przez dodatkowŃ warstwň 

konwolucyjnŃ, po kt·rej nastňpuje zastosowanie globalnej warstwy uŜredniajŃcej. W tej 

warstwie dla kaŨdego kanağu dokonuje siň redukcji przestrzennych wymiar·w do jednej 

wartoŜci Ŝredniej. Nastňpnie, ta Ŝrednia jest kierowana do warstwy w peğni poğŃczonej, kt·ra 

odpowiada za ostatecznŃ klasyfikacjň obrazu (Tan & Le, 2019). 

W przypadku sieci ResNet wyŨszŃ dokğadnoŜĺ uzyskuje siň poprzez zwiňkszenie gğňbokoŜci 

sieci, natomiast EfficientNet poprzez potrzebň stağego, manualnego dostosowywania 

parametr·w (wymiar·w) pozwala na uzyskanie wyŨszej dokğadnoŜci (Yin i in., 2022; T. Zhou 

i in., 2021). 

 

 

Rysunek 5.14. Architektura sieci EfficientNetB3 (Ŧr·dğo: (Kashevnik & Ali, 2022))  
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5.3. Podsumowanie 

W rozdziale przedstawiono wykorzystanie gğňbokich sieci neuronowych w zadaniu 

segmentacji obraz·w medycznych, ze szczeg·lnym uwzglňdnieniem analizy obraŨeŒ 

zewnňtrznych. Jako kluczowe narzňdzie wskazano sieci w peğni konwolucyjne (FCN), kt·re 

umoŨliwiajŃ efektywnŃ segmentacjň semantycznŃ poprzez przypisanie kaŨdego piksela obrazu 

do odpowiedniej klasy. 

Przeprowadzony w 2021 roku systematyczny przeglŃd literatury, obejmujŃcy lata 2016-2021 

i zgodny z wytycznymi PRISMA-ScR, pozwoliğ zidentyfikowaĺ gğ·wne trendy badawcze oraz 

istniejŃce luki w obszarze automatycznej klasyfikacji obraŨeŒ. Analiza wykazağa, Ũe 

dotychczasowe badania koncentrowağy siň gğ·wnie na oparzeniach, podczas gdy kompleksowa 

klasyfikacja r·Ũnych typ·w obraŨeŒ pozostawağa obszarem wymagajŃcym dalszych badaŒ. Ten 

przeglŃd stanowiğ podstawň do wyznaczenia kierunku badaŒ przedstawionych w rozprawie 

oraz selekcji odpowiednich architektur sieci do przeprowadzenia eksperyment·w. 

W rozdziale szczeg·ğowo om·wiono og·lnŃ budowň architektury sieci FCN, przedstawiajŃc 

jej fundamentalne komponenty: warstwy splotowe, funkcje aktywacji, warstwy ğŃczŃce 

(pooling) oraz warstwy dekonwolucyjne. Szczeg·lnŃ uwagň poŜwiňcono koncepcji transfer 

learningu, podkreŜlajŃc jej kluczowe znaczenie w kontekŜcie ograniczonej dostňpnoŜci 

medycznych zbior·w danych, co stanowi powszechny problem w zastosowaniach medycznych. 

Ostatnia czňŜĺ rozdziağu zawiera szczeg·ğowy opis wybranych architektur sieci, w tym 

dekoder·w (U-Net, FPN, LinkNet) oraz enkoder·w (ResNet50, EfficientNetB3), kt·rych 

praktyczne zastosowanie zostağo przedstawione w czňŜci eksperymentalnej rozprawy. KaŨda            

z tych architektur zostağa przeanalizowana pod kŃtem swojej budowy, zasady dziağania oraz 

specyficznych cech wyr·ŨniajŃcych, co stanowi teoretycznŃ podstawň do dalszych badaŒ 

eksperymentalnych. 
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6. Struktura i sekwencja przeprowadzonych badaŒ 

Jak wspomniano we wczeŜniejszych rozdziağach, medycyna sŃdowa skoncentrowana jest 

gğ·wnie na kompleksowej analizie pacjent·w, u kt·rych nie stwierdza siň funkcji Ũyciowych. 

JednŃ z przeprowadzanych analiz jest analiza obraŨeŒ ujawnionych na powğokach ciağa 

czğowieka. Diagnostykň obejmujŃcŃ rozpoznanie typu obraŨenia, jego umiejscowienia na ciele, 

barwy i wymiar·w przeprowadza siň zwykle w czasie rzeczywistym podczas sekcji 

zewnňtrznej zwğok. Badanie, niejednokrotnie przeprowadza siň w ograniczonym zasobie 

czasowym, a analiza poddana jest subiektywnej ocenie oraz doŜwiadczeniu lekarza medycyny 

sŃdowej. Czynniki te stwarzajŃ ryzyko wystŃpienia bğňdu, pominiňcia istotnych informacji czy 

teŨ zapisu ich niewystarczajŃcej iloŜci. Ponadto, praktyka wskazuje na potrzebň posiadania 

cyfrowej dokumentacji moŨliwej do analizy nawet w przypadkach wznowienia postňpowania, 

gdyŨ dostňp do zwğok wymagağby ekshumacji. Na gruncie rozwaŨaŒ przeprowadzonych                 

w niniejszej rozprawie, autorka zauwaŨa potencjağ wykorzystania wybranych algorytm·w 

uczenia gğňbokiego umoŨliwiajŃc automatycznŃ detekcjň i klasyfikacjň obraŨeŒ ciağa na 

podstawie zdjňĺ post-mortem a opracowana metodyka ich zapisu na wirtualnych modelach 

3D ciağ automatyzuje proces badania obraŨeŒ w diagnostyce sŃdowej (jak zostağo okreŜlone 

w tezie rozprawy). 

 

6.1. Informacje o kwestiach etycznych  

Planowane badania nie stanowiŃ eksperymentu medycznego w rozumieniu art. 21 ust. 1 

ustawy o zawodach lekarza i lekarza dentysty (Ustawa z dnia 5 grudnia 1996 r.) i nie wymagajŃ 

uzyskania opinii Komisji Bioetycznej przy Warszawskim Uniwersytecie Medycznym, o kt·rej 

mowa w art. 29 ust. 1 ww. ustawy. Ponadto utworzone zbiory danych nie zostağy dotychczas 

opublikowane z uwagi na trwajŃce postňpowania sŃdowe, a selektywnie opublikowane 

materiağy zostağy w peğni zanonimizowane. 

 

6.2. Koncepcja wykorzystania multimodalnych metod do analizy 

obraŨeŒ na obrazach post-mortem  

W niniejszej rozprawie doktorskiej przyjňta koncepcja badaŒ podzielona zostağa na piňĺ 

czňŜci zmierzajŃcych do udowodnienia, postawionej w pracy tezy. Zamiarem autorki byğo 
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przedstawienie moŨliwoŜci wykorzystania nowoczesnych technologii cyfrowych w procesie 

interpretacji obraŨeŒ znajdujŃcych siň na powğokach ciağa ofiary, zidentyfikowania krytycznych 

priorytet·w w zakresie zaproponowanych podejŜĺ oraz zbadaniu ich wpğywu na praktyczny 

wymiar pracy lekarza medycyny-sŃdowej. W przyszğoŜci zaplanowano integracje rozpoczňtych 

badaŒ zmierzajŃcŃ do utworzenia sp·jnego systemu TIPPI (ang. Targeted Injury Post-mortem 

Perception and Identification system). Plan badaŒ przedstawiono na rysunku 6.1. 

PierwszŃ czňŜĺ badaŒ przeprowadzonych w ramach niniejszej rozprawy rozpoczyna etap 

pozyskania danych. Analiza literatury wykazağa, Ũe obecnie nie istnieje upubliczniony zbi·r 

danych zawierajŃcy obrazy post-mortem potrzebne do realizacji zaplanowanego zagadnienia 

badawczego. Brak adekwatnego zbioru danych stworzyğ koniecznoŜĺ jego opracowania w celu 

speğnienia zaplanowanych eksperyment·w i specyficznych wymagaŒ badawczo-

aplikacyjnych.  

Druga czňŜĺ badaŒ stanowi zbadanie moŨliwoŜci automatycznego modelowania 3D                     

w procesie pozyskiwania cyfrowej dokumentacji ofiary. Z zağoŨenia eksperyment 

przeprowadzony zostağ z wykorzystaniem algorytmu SfM-MVS zaimplementowanego                  

w komercyjnym oprogramowaniu Agisoft Metashape Professional. W ten spos·b uzyskujŃc 

cyfrowy model 3D ciağa ludzkiego na podstawie obraz·w post-mortem. 

Trzecia czňŜĺ badaŒ obejmuje wykorzystanie sieci w peğni konwolucyjnych (FCN)                      

w zadaniu segmentacji semantycznej obraŨeŒ. W ramach zaplanowanego dziağania skupiono 

siň na dw·ch rodzajach obraŨeŒ zewnňtrznych: otarciach nask·rka i podbiegniňciach 

krwawych. Celem jaki planowano osiŃgnŃĺ byğo wykazanie, Ũe wykorzystanie pewnych modeli 

uczenia gğňbokiego moŨe doprowadziĺ do detekcji i klasyfikacji obraŨeŒ stanowiŃc przykğad 

nieinwazyjnej diagnostyki poŜmiertnej. 

Czwarta czňŜĺ badaŒ poŜwiňcona zostağa integracji wynik·w uzyskanych we 

wczeŜniejszych etapach. W tej czňŜci eksperymentu dokonano pr·by integracji wynik·w z 

czňŜci drugiej (II) z czňŜciŃ trzeciŃ (III) poprzez wskazanie lokalizacji rozpoznanych obraŨeŒ 

przez sieci w peğni konwolucyjne do segmentacji semantycznej na fotogrametrycznym modelu 

3D stanowiŃcym cyfrowŃ dokumentacjň medycznŃ ofiary.  

PiŃta czňŜĺ badaŒ swym zakresem objňğa analizy morfometryczne i morfologiczne obraŨeŒ, 

zar·wno w przestrzeni 2D jak i 3D. Do tego celu wykorzystano eksperymenty na macierzach 

konwolucji oraz przetworzenia na modelach 3D. 
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Rysunek 6.1. Schemat planowanych badaŒ zawartych w rozprawie doktorskiej (Ŧr·dğo: opracowanie wğasne) 
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7. Charakterystyka danych Ŧr·dğowych ï CZŇśĹ I badaŒ 

Badania prowadzone w ramach niniejszej rozprawy doktorskiej wymagağy dostňpu do 

dw·ch kluczowych rodzaj·w danych, niezbňdnych do realizacji zağoŨonych cel·w 

badawczych. Pozyskanie danych stanowiğo pierwszŃ czňŜĺ badaŒ, kt·ra zajňğa autorce okoğo 

roku, a jej efektem byğo powstanie unikatowej, autorskiej bazy danych z kt·rej nastňpnie 

wydzielono dwa podzbiory: 

Zbi·r danych 3D-TIP (ang. 3D-Tissue-Injuries of Post-mortem)  

Zbi·r stanowiŃcy sieĺ obraz·w post-mortem przeznaczonŃ do wygenerowania modeli 3D            

w pozycji uğoŨenia ciağa prone (twarzŃ skierowanŃ do doğu) i supine (twarzŃ skierowanŃ do 

g·ry). Celem zapewnienia wysokiej dokğadnoŜci w odwzorowaniu modeli 3D, zastosowano 

osnowň fotogrametrycznŃ w postaci czterech odcink·w skalujŃcych. Dziňki niej moŨliwe stağo 

siň ustanowienie odniesienia dla wszystkich zdjňĺ, co zapewniğo sp·jnoŜĺ i skalowalnoŜĺ 

modeli, a ponadto osnowa pozwoliğa na precyzyjne odwzorowanie wymiar·w i proporcji ciağa. 

Zbi·r danych 2D-TIP (ang. 2D-Tissue-Injuries of Post-mortem) 

Zbi·r obejmujŃcy obrazy przedstawiajŃce dwa rodzaje obraŨeŒ: podbiegniňcia krwawe oraz 

otarcia nask·rka. Te dwa typy obraŨeŒ zostağy wybrane ze wzglňdu na ich czňstoŜĺ 

wystňpowania oraz znaczenie w kontekŜcie medycyny sŃdowej. Celem wydzielenia takiego 

podzbioru byğa koniecznoŜĺ poetykietowania wystňpujŃcych obraŨeŒ, co umoŨliwiğo ich 

wykorzystanie w procesie uczenia maszynowego. 

 

7.1. Protok·ğ pozyskania danych  

Dane zebrane do utworzenia zbioru danych pozyskane zostağy na terenie Zakğadu Medycyny 

SŃdowej Warszawskiego Uniwersytetu Medycznego w okresie od 05/07/2021 r. do 29/08/2022 

r. Dane pozyskano przy wykorzystaniu kamery niemetrycznej Canon EOS 5D Mark II (Tokio, 

Japonia) z obiektywem stağoogniskowym Canon Lens EF 24 mm i Canon Lens EF 35 mm. 

Rysunek 7.1 przedstawia wykorzystany sensor oraz akcesoria, a takŨe wskazuje specyfikacjň 

kamery i dobrane parametry do przeprowadzenia pomiar·w.  
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Rysunek 7.1. Aparatura badawcza wykorzystana do utworzenia bazy danych: sensor, akcesoria oraz specyfikacja 

kamery i dobrane parametry do przeprowadzenia pomiar·w (Ŧr·dğo: opracowanie wğasne) 

 

Rysunek 7.2. przedstawia szczeg·ğowy schemat stanowiska pomiarowego na kt·rym 

przeprowadzono zebranie danych, gdzie:  

1 ï na kaŨdym stole sekcyjnym utworzona zostağa osnowa fotogrametryczna w postaci czterech 

odcink·w stanowiŃca system odniesienia przestrzennego umoŨliwiajŃcy precyzyjne 

pomiarowe okreŜlenie poğoŨenia punkt·w na powierzchni stoğ·w sekcyjnych;  

2 ï osnowa fotogrametryczna utworzona zostağa z wykorzystaniem element·w stağych stoğ·w 

sekcyjnych, kt·rymi byğy bolce przytwierdzone do blat·w. Wyb·r tych punkt·w miağ na celu 

skonstruowanie stağego, jednolitego punktu odniesienia, eliminujŃc potrzebň codziennego 

powtarzania procedur pomiarowych; 

3 ï kaŨdorazowo przed wykonaniem zdjňĺ na stole sekcyjnym zakğadana byğa dodatkowa 

osnowa w postaci czterech kodowanych punkt·w umieszczonych w rogach stoğu sekcyjnego. 

Punkty wykorzystane zostağy w procesie orientacji wzajemnej obraz·w oraz jako dodatkowe 

punkty kontrolne. Z uwagi na charakter ludzkiej sk·ry trudny do uchwycenia (sğaby kontrast, 

jednolita struktura) oraz panujŃce warunki w miejscu pomiarowym (ciağo czňsto byğo lekko 

mokre po myciu lub jeszcze nie zostağo umyte przez co widoczne byğy zabrudzenia i inne 

artefakty) zdecydowano, Ũe zağoŨenie dodatkowej osnowy zminimalizuje ryzyko bğňd·w i 

znieksztağceŒ w procesie fotogrametrycznym; 

4 ï obok ciağa ukğadano wzornik kolor·w; 

5 ï na kaŨdym stole sekcyjnym sekcyjnym wzdğuŨ najdğuŨszych (bocznych) krawňdzi 

znajdowağa siň podziağka miernicza bňdŃca stağym elementem stoğu sekcyjnego. Podziağka 

sğuŨyğa jako dodatkowa (zabezpieczajŃca) skala odniesienia; 
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6 ï osnowa fotogrametryczna zağoŨona zostağa na trzech stoğach sekcyjnych. Pomiňdzy 

punktami osnowy pomierzone zostağy odcinki skalujŃce. Pomiaru dokonano z wykorzystaniem 

geodezyjnej taŜmy mierniczej z dokğadnoŜciŃ do 1 milimetra. 

 

 
Rysunek 7.2. Schemat stanowiska pomiarowego utworzonego w Zakğadzie Medycyny SŃdowej Warszawskiego 

Uniwersytetu Medycznego. Odcinki 1_2, 1_4, 4_3 wybrane zostağy jako odcinki referencyjne, natomiast odcinek 

3_2 stanowiğ odcinek kontrolny (Ŧr·dğo: opracowanie wğasne) 

 

Ponadto, poza zaprojektowaniem stanowiska pomiarowego naleŨağo opracowaĺ protok·ğ 

uğoŨenia ciağa, a nastňpnie rejestracji obraz·w. Schemat pozyskania zdjňĺ do bazy 3D-TIP 

przedstawiony zostağ na rysunku 7.3, gdzie: 

1 ï zdjňcia starano siň wykonywaĺ z pokryciem co najmniej 70%;  

2 ï do rejestracji obraz·w cağego ciağa wykorzystano obiektyw 24 mm. W pierwszej kolejnoŜci 

zdjňcia rejestrowano w pozycji supine, czyli twarzŃ skierowanŃ do g·ry. średnia odlegğoŜĺ 

fotografowania wynosiğa 50-60 cm11. Pomiaru dokonywano w trzech seriach:  

¶ seria I pod kŃtem 0 ̄(tzw. na wprost ciağa); 

¶ seria II pod kŃtem 45̄. Dla uğatwienia serie zdjňĺ wykonywano z drabinki na wysokoŜci 

45 cm wzglňdem wysokoŜci blatu stoğu sekcyjnego; 

¶ seria III pod kŃtem 90̄.Dla uğatwienia serie zdjňĺ wykonywano z drabinki na wysokoŜci 

70 cm wzglňdem wysokoŜci blatu stoğu sekcyjnego; 

 
11 WielkoŜĺ piksela terenowego GSD (ang. Ground Sampling Distance), przy wybranej odlegğoŜci od obiektu (50-

60 cm) wyniosğa od ρȢςυ  ρπ cm do ρȢυ  ρπ cm. 
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3 ï po wykonaniu zdjňĺ dla cağego ciağa w pozycji supine obracano ciağo do pozycji prone.           

W przypadku naruszenia kt·regoŜ z punkt·w dodatkowej osnowy, punkt usuwano;  

2 ï powt·rzenie kroku 2 dla ciağa znajdujŃcego siň w pozycji prone, czyli twarzŃ skierowanŃ 

do blatu stoğu sekcyjnego. 

 

 

Rysunek 7.3. Schemat procedury pozyskania zdjňĺ do zbioru danych 3D-TIP (Ŧr·dğo: opracowanie wğasne) 

 

Z uwagi na charakter i organizacjň prac w Zakğadzie Medycyny SŃdowej, a takŨe na 

czasochğonnoŜĺ procesu pozyskiwania danych, procedura rejestracji obraz·w do bazy 3D-TIP 

byğa ograniczona do godzin porannych, przed rozpoczňciem sekcji zwğok. Tego rodzaju 

ograniczenie czasowe wynikağo z koniecznoŜci dostosowania siň do harmonogramu 

przeprowadzanych sekcji. Z kolei proces gromadzenia danych do bazy 2D-TIP m·gğ odbywaĺ 

siň w trakcie przeprowadzania zewnňtrznych sekcji zwğok, co dawağo wiňkszŃ elastycznoŜĺ         

w kwestii czasu, ale takŨe wymagağo dodatkowej organizacji pracy, aby nie kolidowağo                   

z procedurami diagnostycznymi. 
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Wszystkie zdjňcia obrazujŃce obraŨenia, takie jak podbiegniňcia krwawe oraz otarcia 

nask·rka, byğy wykonywane z uŨyciem obiektywu o ogniskowej 35 mm, natomiast Ŝrednia 

odlegğoŜĺ fotografowania mieŜciğa siň w przedziale 25-40 cm12 (rysunek 7.4).  

Ponadto, celem zapewnienia odpowiednich i w miarň moŨliwoŜci powtarzalnych warunk·w 

pomiarowych, opracowano przekrojowy protok·ğ w formie schematu warunk·w 

fotografowania (rysunek 7.5). Protok·ğ ten zawiera wytyczne m.in. dotyczŃce zapewnienia 

wğaŜciwego Ŧr·dğa Ŝwiatğa, koniecznoŜĺ zapewnienia odpowiedniego stanu óczystoŜciô ciağa 

poprzez usuniňcie zabrudzeŒ, pğyn·w i innych zanieczyszczeŒ, eliminacja lampy bğyskowej. 

 

 

Rysunek 7.4. Schemat procedury pozyskania zdjňĺ do zbioru danych 2D-TIP (Ŧr·dğo: opracowanie wğasne) 

 

 
12 WielkoŜĺ piksela terenowego GSD (ang. Ground Sampling Distance), przy wybranej odlegğoŜci od obiektu (25-

40 cm) wyniosğa od τȢσ  ρπ cm do φȢω  ρπ cm. 
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Rysunek 7.5. Schemat przedstawiajŃcy ustalone warunki fotografowania zapewniajŃc odpowiednie i powtarzalne 

warunki pomiarowe (Ŧr·dğo: opracowanie wğasne) 

 

7.2. Struktura danych wejŜciowych 

Pozyskane dane utworzyğy dwa zbiory: (1) 3D-TIP (ang. 3D-Tissue-Injuries of Post-mortem) 

oraz (2) 2D-TIP (ang. 2D-Tissue-Injuries of Post-mortem). Zebrane dane skğadağy siň ğŃcznie        

z 7169 obraz·w cyfrowych, z czego 3645 obrazy wydzielono do zbioru 3D-TIP, natomiast 3524 

obrazy zostağy przydzielone do zbioru 2D-TIP.  
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7.2.1. Obrazy ze zbioru danych 3D-TIP 

Dane wejŜciowe z podzbioru 3D-TIP obejmowağy obrazy post-mortem ofiar zdarzeŒ                

o charakterze kryminalnym w wieku 18-59 lat, zar·wno mňŨczyzn, jak i kobiet rasy kaukaskiej, 

w stadium rozkğadu 1-3 dni (wczesne stadium rozkğadu). W ramach prac zmierzajŃcych do 

utworzenia tego zbioru wykonano ponad 5 tys. zdjňĺ, jednak w procesie selekcji czňŜĺ z nich 

zostağa odrzucona m.in. uwagi na wystňpujŃce artefakty czy niekompletnoŜĺ danych. 

Pozyskane obrazy skatalogowane zostağy wg. danego przypadku (np. xx/yy, gdzie xx oznacza 

dzieŒ, a yy miesiŃc, w kt·rym wykonano zdjňcia), a nastňpnie rozr·Ũniono obrazy z pozycji 

supine i prone. ĞŃcznie, wyselekcjonowano 12 przypadk·w ofiar zdarzeŒ o charakterze 

kryminalnym przeznaczonych do badaŒ nad tworzeniem dokumentacji cyfrowej 3D. 

NaleŨy zaznaczyĺ, Ũe ciağa, na kt·rych przeprowadzono badanie charakteryzowağy siň duŨŃ 

r·ŨnorodnoŜciŃ zar·wno pod wzglňdem ksztağtu sylwetki, jak i pğci. Ponadto, podczas 

akwizycji danych ciağa uğoŨone zostağy w podobnych pozycjach z ramionami uğoŨonymi 

wzdğuŨ tuğowia (ale nie przyciŜniňtymi bezpoŜrednio do ciağa): w pozycji leŨŃcej na plecach 

(supine) lub na brzuchu (prone). W przypadku niekt·rych przypadk·w, z powodu rigor mortis, 

dğonie pozostawiono w pozycji przypominajŃcej zaciŜniňtŃ piňŜĺ, co stanowiğo naturalnŃ 

konsekwencjň stňŨenia poŜmiertnego. Istotnym czynnikiem wpğywajŃcym na proces akwizycji 

danych byğo pochodzenie ciağ. CzňŜĺ z nich trafiağa na st·ğ sekcyjny bezpoŜrednio z chğodni, co 

powodowağo kondensacjň wody na powierzchni sk·ry. Inne wymagağy przygotowania, 

polegajŃcego na usuniňciu zanieczyszczeŒ, takich jak brud, pozostağoŜci po dziağaniach zespoğu 

ratunkowego (np. opatrunki, elektrody CPR) czy pğyny ustrojowe. Takie przygotowanie byğo 

niezbňdne do uzyskania jak najlepszej jakoŜci danych i minimalizacji wpğywu artefakt·w na 

proces analizy. Tabela 7.1 przedstawia szczeg·ğowŃ strukturň zbioru, uwzglňdniajŃc 

charakterystykň badanych obiekt·w, ich somatotypy (ektomorfik, mezomorfik, endomorfik), 

liczbň wykonanych zdjňĺ oraz wystňpowanie potencjalnych artefakt·w, takich jak pğyny, brud 

czy odpady medyczne.  

 

 

 

 

 

 

 



109 

 

   Tabela 7.1. Struktura zbioru danych 3D-TIP 

Zbi·r danych 3D-TIP  

Nazwaa Pğeĺ Somatotypb Artefakty c Pozycja Liczba zdjňĺ 

21/07   MňŨczyzna mezomorfik - 
supine 181 

prone 182 

04/08  mňŨczyzna mezomorfik p, m 
supine 168 

prone 172 

05/08  mňŨczyzna mezomorfik o 
supine 190 

prone 175 

26/07/a    mňŨczyzna endomorfik m 
supine 78 

prone 82 

26/07/b  mňŨczyzna endomorfik p, b 
supine 104 

prone 77 

11/08   kobieta endomorfik p 
supine 114 

prone 82 

23/07   mňŨczyzna ektomorfik - 
supine 170 

prone 165 

20/07   mňŨczyzna mezomorfik p 
supine 192 

prone 158 

14/09   kobieta endomorfik p, m 
supine 142 

prone 138 

15/09   mňŨczyzna mezomorfik p 
supine 140 

prone 142 

16/07   mňŨczyzna mezomorfik - 
supine 237 

prone 221 

14/07 kobieta endomorfik m 
supine 178 

prone 157 

Podsumowanie 
kobieta n = 3 

mňŨczyzna n = 9 

ektomorfik n = 1 

mezomorfik n = 6 

endomorfik n = 5 

  
n = 3645 

supine n = 1894 

prone n = 1751 
a ofiary zdarzeŒ o charakterze kryminalnym zostağy nazwane xx/yy, gdzie xx oznacza dzieŒ, a yy miesiŃc, w kt·rym 

wykonano zdjňcia. Dodatkowe oznaczenie a, b itd., zastosowano celem rozr·Ũnienia ofiar z tego samego dnia; 
b somatotyp to charakterystyka uwarunkowania budowy sylwetki wedğug trzech podstawowych typ·w: 

- ektomorfik - szczupğa budowa ciağa o drobnych koŜciach, 

- mezomorfik - muskularna budowa ciağa, 

- endomorfik - krŃgğe, miňkkie ciağo; 
c cechy/elementy widoczne na ciele, kt·re mogŃ wpğynŃĺ na pomiar np.: 

- p - pğyny (woda, krew itp.), 

- b - brud, 

- m - odpady medyczne (gaza, elektrody CPR itp.), 

- o - ciağa obce). 

ťr·dğo: opracowanie wğasne 

 

7.2.2. Obrazy ze zbioru danych 2D-TIP 

Obrazy przydzielone do zbioru 2D-TIP przedstawiağy obraŨenia (otarcia nask·rka i 

podbiegniňcia krwawe).  Jednak, aby zastosowaĺ obrazy do segmentacji semantycznej i 

nauczyĺ model automatycznej identyfikacji i podjňcia w tym kierunku wiarygodnej decyzji, 

naleŨağo odpowiednio przygotowaĺ zbi·r danych. Na rysunku 7.6 przedstawiono schemat 

procesu etykietowania danych przez autorkň, gdzie: 
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1 ï w celu ochrony wraŨliwych danych zdecydowano siň na open-sourcowe oprogramowanie 

CVAT (ang. Computer Vision Annotation Tool) postawione na serwerze lokalnym 

wykorzystujŃc konteneryzacjň Docker Desktop;  

2 ï zbi·r wyselekcjonowanych 3524 obraz·w poddany zostağ analizie w kierunku rozpoznania 

obraŨenia;  

3 ï nastňpnie spoŜr·d dostňpnych narzňdzi wybrano narzňdzie poligonu pozwalajŃce na 

precyzyjne utworzenie wielokŃta wykorzystujŃc wybrane punkty. NaleŨy zauwaŨyĺ, Ũe z 

pomocŃ tego narzňdzia etykietowanie danych przeprowadzono na poziomie pikseli, gdzie 

kaŨdy piksel, kt·ry nie zostağ oznaczony jako kt·reŜ z obraŨeŒ traktowany byğ jako tğo;  

4 ï przystŃpiono do manualnego etykietowania danych poprzez precyzyjne zaznaczenie 

poligon·w odpowiadajŃcych poszczeg·lnym klasom. W badaniach prowadzonych w niniejszej 

rozprawie doktorskiej na obrazach wskazywane byğy dwa rodzaje etykiet obraŨeŒ: 1) 

podbiegniňcia krwawe, 2) otarcia nask·rka, wystňpujŃce w czterech konfiguracjach: 

¶ otarcie nask·rka widoczne jako jedyny rodzaj obraŨenia na obrazie; 

¶ podbiegniňcie krwawe widoczne jako jedyny rodzaj obraŨenia na obrazie; 

¶ otarcie nask·rka i podbiegniňcie krwawe widoczne jako dwa rodzaje obraŨeŒ widocznych 

na obrazie, jednak nie wchodzŃcych ze sobŃ w ŨadnŃ korelacjň; 

¶ otarcie nask·rka i podbiegniňcie krwawe widoczne jako dwa rodzaje obraŨeŒ widocznych 

na obrazie, graniczŃce ze sobŃ (np. otarcie nask·rka otoczone podbiegniňciem 

krwawym); 

5 ï wynikiem procesu etykietowania danych do segmentacji semantycznej byğa klasyfikacja 

obraŨeŒ dla kaŨdej pre-zdefiniowanej klasy. Na jednym obrazie mogğo znajdowaĺ siň wiele 

etykiet obraŨeŒ w zaleŨnoŜci od ich wystňpujŃcej konfiguracji; 

6 ï aplikacja CVAT umoŨliwia r·wnieŨ wyŜwietlenie bitmap segmentacji (tzw. masek 

segmentacji); 

7 ï plikiem wyjŜciowym jest .xml zawierajŃcy informacje o przypisaniu pikseli obraz·w do 

pre-zdefiniowanych klas; 

8 ï ze wzglňdu na zğoŨonoŜĺ zadania, w koŒcowym etapie poetykietowane obrazy zostağy 

zweryfikowane i w miarň potrzeby poprawione. 
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Rysunek 7.6. Schemat procesu etykietowania danych w bazie 2D-TIP (Ŧr·dğo: opracowanie wğasne) 



112 

 

W tabeli 7.2 opisano strukturň zbioru poetykietowanych danych. Zestaw danych zawierağ 

3524 obrazy, kt·re zostağy podzielone na trzy grupy: 80% dane testowe (n = 2818), 10% dane 

walidacyjne (n = 353) i 10% dane testowe (n = 353) przy uŨyciu losowego podziağu danych, 

przy czym kaŨdy z zestaw·w zawierağ innego pacjenta. Ponadto w tabeli wskazano na charakter 

danych pod wzglňdem pğci oraz wieku ofiary. ObraŨenia zostağy sklasyfikowane jako 

podbiegniňcia krwawe, otarcia nask·rka oraz ich kombinacje, z r·ŨnŃ liczbŃ wystŃpieŒ w 

poszczeg·lnych zbiorach. ĞŃcznie wskazano 18 762 etykiet obraŨeŒ na obrazach. 

 

Tabela 7.2. Struktura zbioru danych 2D-TIP 

Zbi·r danych 2D-TIP  

n - liczba obraz·w cyfrowych  

Zbi·r Treningowy  

(n = 2818) 

Zbi·r Testowy  

(n = 353) 

Zbi·r Walidacyjny 

(n = 353) 

Ofiary zdarzeŒ kryminalnych [n (%)] 237 (25.13) 353 (37.43) 353 (37.43) 

Pğeĺ [n (%)] 

  Kobieta 111 (46.83) 176 (49.86) 176 (49.86) 

  MňŨczyzna 126 (53.16) 177 (50.14) 177 (50.14) 

Wiek [Ŝrednia (SD)] 46.45 (10.18) 46.96 (9.56) 46.95 (10.13) 

ObraŨenie 

  Podbiegniňcie krwawea [n (%)] 679 (24.09) 132 (37.39) 132 (37.39) 

  Otarcie Nask·rkab [n (%)] 549 (19.48) 53 (15.01) 53 (15.01) 

  Podbiegniňcie i otarciec [n, (%)] 1590 (56.42) 168 (47.59) 168 (47.59) 

ĞŃczna liczba poetykietowanych obraz·w n = 3524 

ĞŃczna liczba etykiet obraŨeŒ  n = 18 762 
a obrazy zawierajŃce wyğŃcznie podbiegniňcia krwawe (zbliŨenia obraŨenia, ale takŨe szerokie kadry z wiňkszym 

fragmentem ciağa pokrytym wieloma podbiegniňciami); 

b obrazy zawierajŃce wyğŃcznie otarcia nask·rka (zbliŨenia obraŨenia, ale takŨe szerokie kadry z wiňkszym fragmnetem 

ciağa pokrytym wieloma otarciami/pğaszczyznowym otarciem); 

c obrazy dla podbiegniňĺ krwawych i otarĺ w r·Ũnych kombinacjach (zbliŨenia, szerokie kadry, pojedyncze obraŨenia 

tz. podbiegniňcie i otarcie na tych samych zdjňciach, ale nie poğŃczone razem oraz poğŃczone itp.) 

ťr·dğo: opracowanie wğasne 

 

W analizie obraz·w przedstawiajŃcych obraŨenia takie jak otarcia nask·rka i podbiegniňcia 

krwawe naleŨy r·wnieŨ wskazaĺ kilka cech mogŃcych wpğynŃĺ na wynik segmentacji, a takŨe 

przyczyniajŃcych siň do wyboru skutecznego klasyfikatora:  

¶ niekt·re obraŨenia mogŃ charakteryzowaĺ siň niskim kontrastem, zmiennoŜciŃ barwy, 

niejednorodnymi granicami itp.; 

¶ stosunkowo niewielki zbi·r danych: pomimo zwiňkszenia iloŜci danych poprzez 

augmentacje zbioru danych w kontekŜcie standard·w uczenia sieci FCN wciŃŨ jest 

niewystarczajŃcy (9.1 Augmentacja danych ze zbioru 2D-TIP). Niemniej jednak, pomimo 
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niewielkiej liczby obraz·w, istnieje znaczna liczba etykiet obraŨeŒ (okoğo 18 762 

etykiety), co odzwierciedla wysokŃ zğoŨonoŜĺ adnotacji tego zbioru danych; 

¶ relatywnie niewielki obszar zajmowany przez obraŨenie w stosunku do cağego kadru 

obrazu, co skutkowağo przewagŃ pikseli traktowanych jako tğo, a przypisanych do klasy 

(tabela 7.3); 

¶ charakter danych wymagajŃcy wiedzy specjalistycznej. 

 

Tabela 7.3. Statystyka zbioru danych TIP w kontekŜcie wystňpowania etykiety obraŨenia 

Szczeg·ğowa statystyka zbioru danych TIP 

Parametry obrazu Minimum Maksimum średnia 
Odchylenie 

standardowe 

Rozmiar (mln pix) 21.03 21.03 21.03 0 

SzerokoŜĺ (pix) 5616.00 5616.00 5616.00 0 

WysokoŜĺ (pix) 3744.00 3744.00 3744.00 0 

Powierzchnia obraŨenia (pix) 19.38 3168618.89 41948.68 159438.81 

Obszar zajmowany przez obraŨenie na obrazie (%) 0.00 38.68 1.08 2.81 

ťr·dğo: opracowanie wğasne 
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8. Automatyczne modelowanie w procesie tworzenia cyfrowej 

dokumentacji medycznej 3D sylwetki czğowieka ï CZŇśĹ II badaŒ 

Niniejszy rozdziağ omawia czňŜĺ II przeprowadzonych eksperyment·w w ramach niniejszej 

rozprawy doktorskiej. W badaniu wykorzystano autorski zbi·r danych (7.2.1. Obrazy ze zbioru 

danych 3D-TIP) pozyskany na terenie Zakğadu Medycyny SŃdowej Warszawskiego 

Uniwersytetu Medycznego. Z uwagi na uwarunkowania antropologiczne terytorium na kt·rym 

prowadzono badania przyjňto zağoŨenie badawcze o ograniczeniu siň w tym studium wyğŃcznie 

do analiz obraŨeŒ na rasie kaukaskiej. Ponadto, badanie ograniczono wyğŃcznie do os·b w 

przedziale wiekowym 18-59 lat z uwagi na pigmentacjň sk·ry istotnŃ w badaniach nad czňŜciŃ 

III (9. Sieci w peğni konwolucyjne w zadaniu rozpoznania i klasyfikacji obraŨeŒ ï CZŇśĹ III 

badaŒ).  

W niniejszym rozdziale autorka ukazuje proces tworzenia dokumentacji cyfrowej ciağa 

ludzkiego, proponowane parametry, dla kt·rych osiŃgane wyniki powinny speğniaĺ wymogi 

Zakğadu Medycyny SŃdowej i minimalne wskaŦniki jakie powinny zostaĺ speğnione, aby m·c 

rozpoczŃĺ dokumentowanie ciağa ludzkiego w praktyce medyczno-sŃdowej w postaci 

cyfrowego modelu 3D. Rozdziağ ten stanowiĺ moŨe pewnego rodzaju przewodnik protokoğu 

pozyskiwania zdjňĺ (7.1. Protok·ğ pozyskania danych) i podejŜcia automatycznego 

modelowania do tworzenia cyfrowych dokumentacji 3D bezwğadnego ciağa ludzkiego. Badania 

przeprowadzone zostağy poprzez poğŃczone podejŜcie SfM-MVS do rekonstrukcji ksztağtu i 

tekstury obiektu na podstawie obraz·w cyfrowych bez wczeŜniejszej znajomoŜci poğoŨenia, 

element·w orientacji wewnňtrznej i zewnňtrznej kamery.  

 

8.1. Platforma badawcza: hardware i software 

RozwaŨajŃc speğnienie minimalnych kryteri·w technicznych umoŨliwiajŃcych 

wygenerowanie w kr·tkim czasie fotorealistycznego modelu 3D jako Ŝrodowisko 

implementacji SfM-MVS zdecydowano siň na oprogramowanie komercyjne proponowane 

przez firmň Agisoft. Agisoft Metashape Professional jako zaawansowane oprogramowanie 

sğuŨŃce do fotogrametrii i modelowania 3D, umoŨliwia przetwarzanie zdjňĺ cyfrowych w 

wysokiej jakoŜci produkty fotogrametryczne. Ponadto oprogramowanie udostňpnia API w 

jňzyku Python, kt·re stwarza moŨliwoŜci zautomatyzowania wielu proces·w i integracje 

oprogramowania z innymi narzňdziami. Ponadto dziňki temu dodatkowi, w przyszğoŜci pojawia 

siň moŨliwoŜĺ tworzenia niestandardowych funkcji i operacji, kt·re mogŃ byĺ dodatkowo 



115 

 

zintegrowane z zagadnieniem zwiŃzanym z medycynŃ sŃdowŃ, np. analizy morfologiczne i 

morfometryczne.  

Dane przetworzone zostağy z wykorzystaniem sprzňtowej konfiguracji, w skğad kt·rej 

wchodziğ procesor AMD Ryzen 9 5900X 12-Core, 3.70 GHz, karta graficzna NVIDIA GeForce 

GTX 960, pamiňĺ RAM: 32.0 GB i system operacyjny Windows 10 Pro (64-bitowy system 

operacyjny, procesor x64). Dostňpne Ŝrodowisko programistyczne to Python 3.10.  

 

8.2. Weryfikacja wygenerowanych modeli 

Akwizycja danych metodŃ pasywnŃ, kt·rej wynikiem sŃ obrazy cyfrowe wymaga 

odpowiedniego przetworzenia danych w celu uzyskania chmur punkt·w i moŨliwoŜci dalszego 

wygenerowania widoku 3D ciağa. Zaimplementowana metoda SfM-MVS w oprogramowaniu 

Agisoft Metashape Professional skğada siň z kilku etap·w (szczeg·ğowy opis w rozdziale 

4.2.1.1. SfM-MVS). W pierwszym kroku zaimportowano obrazy oraz przeprowadzono ich 

wyr·wnanie. Nastňpnie w procesie dopasowania cech (ang. feature matching) odnaleziono 

punkty charakterystyczne na odpowiadajŃcych sobie zdjňciach, wynik tego etapu ukazano na 

rysunku 8.1. Z kolei na rysunku 8.2 przedstawiono wynik okreŜlania wzajemnego poğoŨenia i 

orientacji kamery dla wykrytych par obraz·w.  

 

 

Rysunek 8.1. Dopasowanie cech na etapie zastosowania algorytmu SfM, gdzie niebieskie linie ğŃczŃ wykorzystane 

punkty dopasowania miňdzy wybranŃ parŃ obraz·w, a czerwone linie pokazujŃ niewykorzystane punkty (Ŧr·dğo: 

opracowanie wğasne) 
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Rysunek 8.2. Przykğad pozycji kamer dla jednego z ciağ pokazanego w poğoŨeniu prone i supine (Ŧr·dğo: 

opracowanie wğasne) 

 

W celu optymalizacji dokğadnoŜci lokalizacji cech i orientacji kamery (tzw. wyr·wnanie 

obserwacji) zastosowano metodň niezaleŨnych wiŃzek (ang. bundle adjustment). Efektem byğo 

uzyskanie chmury punkt·w wiŃŨŃcych, zwanej r·wnieŨ rzadkŃ chmurŃ punkt·w (ang. sparse 

point cloud), kt·ra stanowi podstawň do dalszych etap·w generowania modelu w postaci 

dyskretnej (rysunek 8.3).  

 

Rysunek 8.3. Rzadka chmura punkt·w wygenerowana w procesie SfM dla jednego z badanych ciağ (Ŧr·dğo: 

opracowanie wğasne) 


