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1 Imi¦ i Nazwisko

Rafaª Biedrzycki

2 Posiadane dyplomy, stopnie naukowe lub artystyczne � z

podaniem podmiotu nadaj¡cego stopie«, roku ich uzyska-

nia oraz tytuªu rozprawy doktorskiej

� Stopie« doktora nauk technicznych w zakresie informatyki � tytuª rozprawy doktorskiej: �Kon-
struktywna indukcja w zadaniu klasy�kacji sekwencji DNA�, 2009. Wydziaª Elektroniki i
Technik Informacyjnych, Politechnika Warszawska. Rozprawa zostaªa wyró»niona.

� Tytuª zawodowy magistra in»yniera � specjalno±¢: In»ynieria oprogramowania i Systemy In-
formacyjne, 2003, Wydziaª Elektroniki i Technik Informacyjnych, Politechnika Warszawska.

3 Informacja o dotychczasowym zatrudnieniu w jednostkach

naukowych lub artystycznych

� pa¹dziernik 2016 � obecnie: Instytut Informatyki, Wydziaª Elektroniki i Technik Informacyj-
nych, Politechnika Warszawska. Adiunkt.

� pa¹dziernik 2009 � wrzesie« 2016: Instytut Systemów Elektronicznych, Wydziaª Elektroniki i
Technik Informacyjnych, Politechnika Warszawska. Adiunkt.

� luty 2009 � wrzesie« 2009: Instytut Systemów Elektronicznych, Wydziaª Elektroniki i Technik
Informacyjnych, Politechnika Warszawska. Asystent.

4 Omówienie osi¡gni¦¢, o których mowa w art. 219 ust. 1

pkt. 2 ustawy z dnia 20 lipca 2018 r. Prawo o szkolnictwie

wy»szym i nauce (Dz. U. z 2021 r. poz. 478 z pó¹n. zm.).

Osi¡gni¦ciem, o których mowa w art. 219 ust. 1 pkt. 2 ustawy z dnia 20 lipca 2018 r. Prawo o szkol-
nictwie wy»szym i nauce jest cykl powi¡zanych tematycznie artykuªów naukowych, pt. �Analiza,
rozwój i zastosowania wybranych algorytmów z rodziny algorytmów ewolucyjnych�.

[A1] Jarosªaw Arabas, Rafaª Biedrzycki. Quasi-Stability of Real Coded Finite Populations. Pa-
rallel Problem Solving from Nature � PPSN XIII, 2014, Vol. 8672, pp. 872-881. Konferencja
mi¦dzynarodowa z grupy A (wedªug CORE), 15 pkt MNiSW (obecnie 140 pkt).
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W pracy tej mój udziaª polegaª na analitycznej analizie zachowania punktu ±rodkowego popula-
cji, zaplanowaniu i przeprowadzeniu wszystkich bada« eksperymentalnych oraz wspóªtworzeniu
tekstu artykuªu. Mój udziaª szacuj¦ na 45%.

[A2] Rafaª Biedrzycki, Jarosªaw Arabas, Agata Jasik, Michaª Szyma«ski, Paweª Wnuk, Piotr
Wasylczyk, Anna Wójcik-Jedli«ska. Application of Evolutionary Methods to Semiconductor

Double-Chirped Mirrors Design. Parallel Problem Solving from Nature � PPSN XIII, 2014, Vol.
8672, pp. 761-770. Konferencja mi¦dzynarodowa z grupy A (wedªug CORE), 15 pkt MNiSW
(obecnie 140 pkt).
W pracy tej mój udziaª polegaª na poprawieniu implementacji modelu zwierciadªa, zapoznaniu
si¦ z metodami projektowania pozwalaj¡cymi na wygenerowanie rozwi¡za« pocz¡tkowych, im-
plementacji procesu generowania rozwi¡za« pocz¡tkowych. Opracowaªem i przeanalizowaªem
ró»ne warianty funkcji celu, dokonaªem wyboru i kon�guracji zestawu algorytmów optymali-
zacyjnych do dalszych bada«. Przeprowadziªem wszystkie badania eksperymentalne zwi¡zane
z algorytmami optymalizacji. Stworzyªem pierwsz¡ wersj¦ tekstu w cz¦±ci zwi¡zanej z algoryt-
mami ewolucyjnymi, badaniami i ich wynikami. Braªem udziaª w tworzeniu kolejnych wersji
tekstu caªego artykuªu. Trudno tu jednoznacznie okre±li¢ udziaª procentowy. Obj¦to±ciowo,
cz¦±¢ zwi¡zan¡ z artykuªami ewolucyjnymi artykuªu mo»na oszacowa¢ na 70%, a cz¦±¢ �zycz-
n¡ na 30%. Je»eli wzi¡¢ pod uwag¦ wkªad w tematyk¦ zwi¡zan¡ z algorytmami ewolucyjnymi to
mój udziaª procentowy szacuj¦ na 95%. Wi¦kszo±¢ wspóªautorów odpowiedzialna byªa za wy-
konanie i badania zwierciadªa b¦d¡cego wynikiem optymalizacji lub za przygotowanie modelu
teoretycznego zwierciadªa.

[A3] Rafaª Biedrzycki, Dorota Jackiewicz, Roman Szewczyk. Reliability and E�ciency of Dif-

ferential Evolution Based Method of Determination of Jiles-Atherton Model Parameters for

X30Cr13 Corrosion Resisting Martensitic Steel. Journal of Automation, Mobile Robotics &
Intelligent Systems, vol. 8, no. 4, pp. 63-68, 2014. 8 pkt MNiSW (obecnie 40 pkt).
W pracy tej mój udziaª polegaª na rozwi¡zaniu zadania optymalizacji tak, aby rozwi¡zanie to
speªniaªo kryterium jako±ciowe, a algorytm optymalizacji kryterium wydajno±ciowe. W tym ce-
lu przeanalizowaªem funkcj¦ celu, wybraªem algorytmy ewolucyjne daj¡ce nadziej¦ na realizacj¦
zadania. Wybraªem równie» zestaw operatorów mutacji do DE. Zaproponowaªem odpowied-
nie zestawy parametrów algorytmów optymalizacji. Zaplanowaªem i przeprowadziªem badania
eksperymentalne. Dokonaªem analizy danych, wybraªem sposób prezentacji wyników. Byªem
wyª¡cznym autorem tekstu w zakresie dotycz¡cym algorytmów ewolucyjnych oraz prezentacji
i omówienia wyników bada«. Trudno tu jednoznacznie okre±li¢ udziaª procentowy. Je»eli wzi¡¢
pod uwag¦ wkªad w tematyk¦ zwi¡zan¡ z algorytmami ewolucyjnymi to mój udziaª procentowy
szacuj¦ na 95%. Je»eli wzi¡¢ pod uwag¦ udziaª na poziomie tekstu artykuªu to jest to okoªo
60%.

[A4] Jarosªaw Arabas, Rafaª Biedrzycki. Improving evolutionary algorithms in a continuous do-

main by monitoring the population midpoint. IEEE Transactions on Evolutionary Computa-
tion, vol. 21, no. 5, pp. 807-812, 2017. IF=8,124, 50 pkt MNiSW (obecnie 200 pkt).
W pracy tej mój udziaª polegaª na zaplanowaniu i przeprowadzeniu bada« eksperymentalnych.
Wybraªem zastosowane algorytmy, samodzielnie zaimplementowaªem DE, GEA, ES, JADE i
SADE. Przeprowadziªem analiz¦ wyników, opracowaªem sposób ich prezentacji. Wspomniane
wyniki przedstawiªem i opisaªem w rozdziaªach III i IV. Opracowaªem pierwsz¡ wersj¦ tekstu
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w zakresie dotycz¡cym planowania eksperymentów i omówienia ich wyników. Braªem udziaª
w redakcji caªo±ci tre±ci artykuªu. Mój udziaª szacuj¦ na 50%.

[A5] Rafaª Biedrzycki. A Version of IPOP-CMA-ES Algorithm with Midpoint for CEC 2017

Single Objective Bound Constrained Problems. IEEE Congress on Evolutionary Computation
(CEC), 2017. Konferencja mi¦dzynarodowa z grupy B (wedªug CORE), 15 pkt MNiSW (obec-
nie 70 pkt).

[A6] Rafaª Biedrzycki, Jarosªaw Arabas, Dariusz Jagodzi«ski. Bound constraints handling in

Di�erential Evolution: An experimental study. Swarm and Evolutionary Computation, vol. 50,
no. 100453, 2019. IF=3,818, 140 pkt MNiSW.
W pracy tej mój udziaª polegaª na wykonaniu przegl¡du literatury i kodów ¹ródªowych w celu
wyszukania metod uwzgl¦dniania ogranicze« kostkowymi. Dla ka»dej metody wybraªem naj-
bardziej w moim mniemaniu odpowiedni¡ nazw¦, dokonaªem wyodr¦bnienia cech metod i ich
przydziaªu do kilku grup. Zaplanowaªem i przeprowadziªem badania eksperymentalne z u»y-
ciem wªasnych implementacji algorytmów: DE, DE/local2best, SADE, JADE, jSO, BBDE.
Badania przeprowadziªem zarówno na funkcji kwadratowej jak i na funkcjach z CEC 2017.
Opracowaªem i omówiªem wyniki. W artykule znajduj¡ si¦ one na rysunkach od 11 do 18 oraz
w tabelach 1-4. Opracowaªem tekst artykuªu w zakresie omówienia metod uwzgl¦dniania ogra-
nicze«, pseudokodu z rysunku 1, opisu wykonanych przeze mnie eksperymentów, ich wyników
i wniosków. Braªem udziaª w redakcji caªo±ci tekstu. Mój udziaª szacuj¦ na 50%.

[A7] Rafaª Biedrzycki. Handling bound constraints in CMA-ES: An experimental study. Swarm
and Evolutionary Computation, vol. 52, no. 100627, 2020. IF=7,177, 140 pkt MNiSW.

[A8] Rafaª Biedrzycki, Kamil Kwiatkowski, Paweª Cichosz. Compressor Schedule Optimization

for a Refrigerated Warehouse Using Metaheuristic Algorithms. IEEE Congress on Evolutionary
Computation (CEC), 2021. Konferencja mi¦dzynarodowa z grupy B (wedªug CORE), 70 pkt
MNiSW.
W pracy tej mój udziaª polegaª na zaplanowaniu i wykonaniu wszystkiego co zwi¡zane jest z
optymalizacj¡, a tak»e stworzeniu zawarto±ci artykuªu z wyª¡czeniem fragmentu wprowadza-
j¡cego opis chªodni i opisuj¡cego model chªodni. Poprawiªem wydajno±¢ otrzymanego modelu
chªodni. Zaproponowaªem kilka ró»nych podej±¢ do zde�niowania rozwi¡zania tego zadania,
opracowaªem i zaimplementowaªem heurystyk¦ generuj¡c¡ punkt referencyjny. Zaplanowaªem
i przeprowadziªem seri¦ eksperymentów numerycznych. Opracowaªem i przedyskutowaªem wy-
niki eksperymentów. Swój udziaª procentowy w rozwi¡zaniu problemu optymalizacyjnego (za-
czynaj¡c od opracowania funkcji celu) szacuj¦ na 100%. Swój udziaª w pracach nad zawarto±ci¡
artykuªu (tekst, ilustracje, tabele) szacuj¦ na 95%.

[A9] Rafaª Biedrzycki. Comparison with State-of-the-Art: Traps and Pitfalls. IEEE Congress
on Evolutionary Computation (CEC), 2021. Konferencja mi¦dzynarodowa z grupy B (wedªug
CORE), 70 pkt MNiSW.

[A10] Rafaª Biedrzycki, Jarosªaw Arabas, Eryk Warchulski. A Version of NL-SHADE-RSP Al-

gorithm with Midpoint for CEC 2022 Single Objective Bound Constrained Problems. IEEE
Congress on Evolutionary Computation (CEC), 2022. Konferencja mi¦dzynarodowa z grupy
B (wedªug CORE), 70 pkt MNiSW.
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W pracy tej mój udziaª polegaª na opracowaniu i implementacji szeregu mody�kacji algoryt-
mu NL-SHADE-RSP. Zaplanowaªem i przeprowadziªem wszystkie eksperymenty z wyj¡tkiem
u»ycia algorytmu DES, który to byª wykorzystany w artykule jako jeden z algorytmów referen-
cyjnych. Stworzyªem caª¡ zawarto±¢ artykuªu. Zawarto±¢ ta podlegaªa pó¹niej mody�kacjom
w warstwie tekstowej, które byªy wprowadzane przez wszystkich wspóªautorów. Mój udziaª
szacuj¦ na 90%.

4.1 Wst¦p

Spo±ród 27 moich artykuªów, 22 prace s¡ zgodne z tematyk¡ przedstawionego cyklu publikacji.
Do dokªadnej oceny wybraªem 10 prac, które wedªug mnie najwi¦cej wnosz¡ w rozwój dziedziny
i zostaªy opublikowane w wysokopunktowanych miejscach. Zale»no±ci wyst¦puj¡ce pomi¦dzy tymi
artykuªami przedstawiªem na rysunku 1. Prezentowany cykl bada« dotyczy trzech przeplataj¡cych
si¦ elementów: analizy zachowania, rozwoju, a tak»e zastosowa« wybranych algorytmów ewolucyj-
nych. Analiza zachowania algorytmów ewolucyjnych pozwala na lepsze ich zrozumienie, a przez to
m.in. na dokonywanie ±wiadomych wyborów przy próbach ich praktycznych zastosowa«. Rozwój
algorytmów wynika z ich analizy i prowadzi do ich ulepszenia. Metody wybrane na podstawie ana-
lizy lub stworzone w wyniku rozwoju stosuj¦ do rozwi¡zywana rzeczywistych problemów. Dzi¦ki
temu ujawniaj¡ si¦ problemy, których nie da si¦ zauwa»y¢ bez rzeczywistej aplikacji. Cz¦sto al-
gorytmy uzyskuj¡ce dobre wyniki na zestawie funkcji benchmarkowych nie radz¡ sobie na danej
klasie rzeczywistych problemów. Zatem, analiza, rozwój i praktyczne zastosowania nap¦dzaj¡ si¦
wzajemnie.

Poniewa» w moim dorobku znajduj¡ si¦ prace wieloautorskie, dalsza cz¦±¢ tekstu jest cz¦sto
pisana w pierwszej osobie, aby nie byªo w¡tpliwo±ci co do mojego wkªadu. Dokªadny opis wkªadu
mojego oraz wspóªautorów znajduje si¦ w zaª¡czonych o±wiadczeniach.

4.2 Analiza zachowania wybranych algorytmów ewolucyjnych

Algorytmy ewolucyjne (EA) to metody optymalizacji globalnej inspirowane ewolucj¡ naturaln¡.
Badania nad nimi prowadzi si¦ ju» od okoªo 50 lat. Wi¦kszo±¢ wysiªków badaczy skupia si¦ na
opracowywaniu nowych algorytmów, tymczasem ju» obecnie istniej¡ca ogromna ich liczba utrud-
nia ich praktyczne wykorzystanie, poniewa» nie wiadomo, który algorytm b¦dzie odpowiedni do
konkretnego zadania. W wyborze algorytmu i ustawieniu jego parametrów powinny pomóc wyniki
teoretycznej analizy jego zachowania. Niestety, najcz¦±ciej analizy takie wykonuje si¦ przy bardzo
wymagaj¡cych zaªo»eniach, co prowadzi do niewielkiej praktycznej przydatno±ci wniosków wynika-
j¡cych z tych analiz. Wynika z tego, »e nale»y d¡»y¢ do przyjmowania jak najbardziej realistycznych
zaªo»e«, a wnioski pªyn¡ce z analizy teoretycznej nale»y wery�kowa¢ eksperymentalnie.

Pogª¦bienie zrozumienia zachowania rzeczywistych algorytmów ewolucyjnych pozwala na doko-
nywanie bardziej ±wiadomego doboru odpowiedniego algorytmu do postawionego zadania. Lepsze
zrozumienie tych algorytmów umo»liwia równie» dostrze»enie ich wad i wprowadzanie ulepsze«.

Analiza dynamiki zmian poªo»enia ±rodka populacji i wariancji rozproszenia

O ile w zastosowaniach in»ynierskich stabilno±¢ jest cech¡ po»¡dan¡ systemów, o tyle w algorytmie
ewolucyjnym populacja w stanie quasi-stabilnym skupia si¦ na eksploatacji aktualnego optimum lo-
kalnego (przy rozs¡dnie maªej sile mutacji) lub przypomina przeszukiwanie typu Monte Carlo, przy
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Rysunek 1: Powi¡zania pomi¦dzy wskazanymi artykuªami.
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du»ej sile mutacji. Wyj±cie ze stanu quasi-stabilnego pozwala na przej±cie do obszaru przyci¡gania
innego optimum, co jest po»¡dane dla algorytmów optymalizacji globalnej.

W moich badaniach analizowaªem dynamik¦ zmian poªo»enia ±rodka populacji w algorytmie
ewolucyjnym ograniczonym do selekcji i mutacji. Wyniki tych bada« zostaªy opublikowane w pracy
[A1]. Analiza ta doprowadziªa do zde�niowania poj¦cia quasi-stabilno±ci jako zdolno±ci do pozo-
stawania populacji w obszarze przyci¡gania ekstremum przez wiele kolejnych iteracji. W stanie
quasi-stabilnym zmieniaj¡ si¦ poªo»enia osobników w kolejnych iteracjach, ale ±rednia i wariancja
tych poªo»e« �uktuuj¡ wokóª charakterystycznych warto±ci. Warto±ci te zostaªy wyznaczone anali-
tycznie, u»ywaj¡c modelu z niesko«czonym rozmiarem populacji. Poniewa» niesko«czone populacje
nie wyst¦puj¡ w praktyce, w dalszych badaniach przyj¦to zaªo»enie o ograniczonym rozmiarze popu-
lacji oraz o braku niezale»no±ci zreprodukowanych osobników. W zwi¡zku z odrzuceniem zaªo»enia
o niezale»no±ci, dla zachowania takiej samej wariancji populacji potrzeba wi¦cej osobników. Skory-
gowany rozmiar populacji zostaª wyznaczony analitycznie i zwery�kowany eksperymentalnie. Dzi¦ki
zastosowaniu wyznaczonej korekty ±redni bª¡d przewidywa« wariancji populacji zmalaª z 24 do 1
procenta.

W wyniku bada« udaªo si¦ równie» analitycznie wyznaczy¢ jak quasi-stabilno±¢ algorytmu zale»y
od jego parametrów. Wyznaczono obszar quasi-stabilno±ci, w którym, z okre±lonym prawdopodo-
bie«stwem, znajd¡ si¦ stany populacji dziaªaj¡cego algorytmu. Wyznaczone zale»no±ci s¡ w dobrej
zgodno±ci z zachowaniem rzeczywistego algorytmu, co zostaªo potwierdzone eksperymentalnie.

Zbadano równie» zachowanie algorytmu w stanach stabilnych wynikaj¡cych z maªej i du»ej siªy
mutacji, oraz w stanach po±rednich. Badania eksperymentalne przeprowadzono na funkcji Galara.
Funkcja ta jest sum¡ dwóch wzgórz gaussowskich tak sparametryzowanych, aby obszar przyci¡gania
optimum lokalnego byª szerszy ni» optimum globalnego. Populacj¦ pocz¡tkow¡ umieszczono w opti-
mum globalnym. Dla niewielkiej wariancji mutacji populacja znajduje si¦ w stanie quasi-stabilnym
w okolicy optimum globalnego. Dla ±redniej siªy mutacji populacja sporadycznie opuszcza obszar
stabilno±ci, poruszaj¡c si¦ w kierunku drugiego optimum. Dla du»ej siªy mutacji populacja na
pocz¡tku pozostaje w okolicy optimum globalnego, po czym przesuwa si¦ w kierunku optimum lo-
kalnego, gdzie pozostaje do ko«ca ewolucji. Porzucenie optimum globalnego jest ilustracj¡ zjawiska
znanego pod angielsk¡ nazw¡: �survival of the �attest�, które polega na preferowaniu osobników,
których warto±¢ funkcji celu jest maªo wra»liwa na zmiany poªo»enia w przestrzeni cech. Dla bardzo
du»ej siªy mutacji populacja przebywa w pojedynczym obszarze quasi-stabilno±ci, a jej ±rodek nie
pokrywa si¦ z »adnym optimum. Co ciekawe, zmniejszenie siªy mutacji w takiej sytuacji najcz¦±ciej
nie spowoduje przej±cia do optimum globalnego, a spowoduje powrót do optimum lokalnego.

Wyniki tych prac pozwalaj¡ na lepsze zrozumienie dynamiki algorytmu ewolucyjnego. Prace te
mog¡ by¢ wykorzystane w praktyce do mody�kacji kryterium zatrzymania istniej¡cych algorytmów
oraz do ±wiadomego równowa»enia eksploracji i eksploatacji.

Analiza sposobu aproksymacji optimum

W znanych algorytmach ewolucyjnych za rozwi¡zanie zadania optymalizacji uznaje si¦ najlepszego
spo±ród znalezionych osobników. W ramach bada« opublikowanych w pracy [A4] wykazano anali-
tycznie i eksperymentalnie, »e najlepszym aproksymatorem szukanego optimum jest ±rodek popu-
lacji. Podczas analizy zaªo»ono, »e populacja skªada si¦ z niezale»nych osobników wygenerowanych
z rozkªadu normalnego. Poniewa» zaªo»enie to w praktyce nie jest speªnione wykonano szereg ba-
da« eksperymentalnych. W zwi¡zku z tym, »e populacja rzeczywistego algorytmu jest stosunkowo
maªo liczna i zawiera zale»ne od siebie osobniki, oprócz ±redniej arytmetycznej u»yto mediany jako
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estymatora ±rodka populacji. Oprócz wykorzystania klasycznego algorytmu ewolucyjnego, wykorzy-
stano równie» strategi¦ ewolucyjn¡ ES(µ + λ), strategi¦ ewolucyjn¡ opart¡ na adaptacji macierzy
kowariancji (CMA-ES), algorytm ewolucji ró»nicowej oraz kilka jego nowoczesnych nast¦pców (SA-
DE, JADE, b6e6rl).

Dla funkcji kwadratowej wykazano eksperymentalnie, »e zastosowanie ±redniej jako aproksy-
matora optimum w algorytmie ewolucji ró»nicowej (DE) daªo okoªo 32-krotnie lepsze wyniki ni»
pode±cie klasyczne. Dla algorytmu ewolucyjnego (GEA), JADE, ES, i b6e6rl, uzyskano kilkuna-
stokrotn¡ popraw¦. W przypadku SADE uzyskano siedmiokrotn¡ popraw¦, a dla CMA-ES � okoªo
dwukrotn¡.

Dalsze badania prowadzono na trudnych, wielowymiarowych funkcjach z benchmarków CEC
2005 i CEC 2013. Przyj¦to dwa skrajne zaªo»enia: 1) ewaluacja jako±ci punktu ±rodkowego nie
zmniejsza dost¦pnej dla algorytmu liczby ewaluacji; 2) liczba dost¦pnych algorytmowi ewaluacji
jest zmniejszana o 1 w ka»dej iteracji. W praktycznych zastosowaniach mo»na spodziewa¢ si¦ po-
±redniego zachowania, mo»na np. przyj¡¢, »e punkt ±rodkowy b¦dzie ewaluowany w co k-tej iteracji
lub b¦dzie ewaluowany po wykryciu braku poprawy oceny najlepszego z dotychczas znalezionych
osobników.

Przy zaªo»eniu zerowego kosztu oceny ±rodka populacji ªatwo zauwa»y¢, »e wi¦kszo±¢ algoryt-
mów uzyskaªo znaczn¡ popraw¦ jako±ci wyniku, a SADE, JADE i b6e6rl niewielk¡. W przypadku
wzi¦cia pod uwag¦ kosztu oceny punktu ±rodkowego dla GEA, ES, CMA-ES i DE mo»na stwierdzi¢,
»e cz¦±ciej wyst¦puje poprawa jako±ci wyniku ni» pogorszenie. W przypadku JADE, SADE i b6e6rl
liczba popraw byªa niewielka, byªa niewiele wi¦ksza od liczby pogorsze«.

Mediana jako estymator ±rodka populacji daªa nieco gorsze wyniki ni» ±rednia, a dodatkowo jej
wyznaczenie wi¡»e si¦ z wi¦kszym nakªadem obliczeniowym dlatego zalecanym estymatorem jest
±rednia.

Analiza wpªywu metod uwzgl¦dniania ogranicze« kostkowych na wªasno±ci algorytmów
ewolucji ró»nicowej

W literaturze opisuj¡cej nowe algorytmy zgªoszone do konkursów optymalizacyjnych z serii CEC
trudno doszuka¢ si¦ informacji o tym, jakie metody uwzgl¦dniania ogranicze« kostkowych zostaªy
u»yte. Je»eli ju» autorzy podaj¡ opis metody, to okazuje si¦, »e stosuj¡ metody najprostsze w im-
plementacji, takie jak rzutowanie na ograniczenia. W literaturze zwi¡zanej z problemem uwzgl¦d-
niania ogranicze« gªówny nurt prac skupia si¦ na skomplikowanych ograniczeniach funkcyjnych.
Zatem nie wiadomo jak¡ metod¦ uwzgl¦dniania ogranicze« kostkowych wybra¢ podczas tworzenia
nowego algorytmu, czy podczas rozwi¡zywania praktycznych problemów (np. [A2, A3]), a tak»e jaki
b¦dzie miaªa ona wpªyw na zachowanie algorytmów z rodziny ewolucji ró»nicowej (DE). Aby wy-
peªni¢ t¦ luk¦, przeprowadziªem badania, w wyniku których powstaª artykuª [A6]. W ramach prac
dokonaªem przegl¡du literatury oraz dost¦pnych kodów ¹ródªowych w poszukiwaniu istniej¡cych
metod uwzgl¦dniania ogranicze« kostkowych. Okazaªo si¦, »e cz¦±¢ metod wyst¦puje pod ró»nymi
nazwami w ró»nych publikacjach, a cz¦±¢ nie ma nazwy. Ostatecznie skatalogowaªem 14 metod,
zaproponowaªem dla nich nazwy, po czym dokonaªem ich przydziaªu do trzech kategorii: metody
naprawy, metody zachowuj¡ce dopuszczalno±¢, funkcje kary. Dla cz¦±ci metod naprawy zapropono-
waªem dwie mo»liwo±ci ich u»ycia: 1) naprawa mody�kuje genotyp, co w pracy nazwano podej±ciem
lamarkowskim; 2) naprawa mody�kuje fenotyp, co nazwano podej±ciem darwinowskim. W sumie
daªo to 17 metod uwzgl¦dniania ogranicze« kostkowych. Wpªyw zastosowania tych metod na ja-
ko±¢ wyników optymalizacji zbadaªem dla nast¦puj¡cych algorytmów: DE, DE/local2best, SADE,
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JADE, jSO, BBDE. Testy przeprowadziªem w dwóch scenariuszach: 1) u»ywaj¡c 10-wymiarowej,
kwadratowej funkcji celu ze zmienian¡ odlegªo±ci¡ optimum od ograniczenia; 2) u»ywaj¡c zestawu
30 funkcji benchmarkowych z konkursu CEC 2017 w 10, 30, 50 i 100 wymiarach. Na podstawie
analizy wyników bada« dla funkcji kwadratowej stwierdziªem, »e wi¦kszo±¢ metod uwzgl¦dniania
ogranicze« pogarsza tempo zbie»no±ci algorytmu, niektóre poprawiaj¡, a niektóre tempa tego nie
mody�kuj¡. Przyspieszenie tempa zbie»no±ci nale»y uzna¢ za niepo»¡dane zachowanie, poniewa»
wprowadza ono ukierunkowanie procesu przeszukiwania sprzyjaj¡c przej±ciu na ograniczenia, co
w ogólno±ci nie jest dobrym rozwi¡zaniem. Po»¡dane zachowanie mo»na zaobserwowa¢ dla kary
kwadratowej (additive penalty). Nie oznacza to automatycznie, »e ten rodzaj kary jest wªa±ciwy dla
wszystkich mo»liwych funkcji celu. Dla funkcji kwadratowej wspomniana kara po prostu odtwarza
ksztaªt funkcji oryginalnej.

Bior¡c pod uwag¦ wyniki wszystkich eksperymentów przeprowadzonych na funkcji kwadrato-
wej mo»na stwierdzi¢, »e wszystkie zbadane algorytmy s¡ wra»liwe na wybór metody uwzgl¦dnia-
nia ogranicze«. W znakomitej wi¦kszo±ci przypadków zastosowanie lamarkowskiej wersji zawijania
(wrapping) i reinicjacji (reinitialization) powoduje pogorszenie tempa zbie»no±ci. Obie metody pod-
czas zbli»ania do ograniczenia generuj¡ coraz bardziej zró»nicowanych mutantów, przez co populacja
odsuwa si¦ od optimum. Lamarkowska wersja rzutowania (projection) zmniejsza tempo zbie»no±ci,
natomiast rzutowanie na punkt ±rodkowy (projection to midpoint) zwi¦ksza je. Pierwsza z tych me-
tod powoduje zbli»anie si¦ populacji do rogu hiperkostki wynikaj¡cej z ogranicze«, a druga utrudnia
zbli»anie do tego rogu.

Wyniki bada« wykazaªy, »e algorytmy DE w poª¡czeniu z metodami opartymi na funkcji kary
daj¡ dobre wyniki. Podobne wyniki uzyskuje si¦ przy u»yciu metod z grupy metod zachowuj¡cych
dopuszczalno±¢ i lamarkowsk¡ wersj¦ odbicia (Lamarckian re�ection). Nale»y natomiast unika¢ me-
tod darwinowskich oraz rzutowania (projection), zawijania (wrapping) i reinicjacji (reinitialization)
w wersji lamarkowskiej.

Kolejne badania przeprowadziªem na funkcjach benchmarku CEC 2017 w 10, 30, 50 i 100 wymia-
rach. Ograniczenia kostkowe to [−100,100]n jednak autorzy benchmarku gwarantuj¡, »e optimum
jest zawarte w kostce [−80,80]n. Na podstawie tego mo»na przypuszcza¢, »e w przypadku tego
benchmarku dobór metody uwzgl¦dniania ogranicze« nie jest istotny. Na podstawie wyników eks-
perymentów stwierdziªem, »e wra»liwo±¢ na zastosowan¡ metod¦ uwzgl¦dniania ogranicze« zale»y
od wersji algorytmu. Najbardziej wra»liwe s¡ CDE i BBDE, na trzecim miejscu jest DES. Ró»-
nice powodowane przez zastosowanie ró»nych metod uwzgl¦dniania ogranicze« staj¡ si¦ bardziej
widoczne wraz ze wzrostem wymiarowo±ci zadania optymalizacji.

Dla wi¦kszo±ci algorytmów najlepsz¡ metod¡ jest powtórzenie mutacji (resampling). Warto
jednak zauwa»y¢, »e dla problemów wielowymiarowych, gdy optimum le»y blisko naro»nika hiper-
kostki wynikaj¡cej z ogranicze«, mo»e by¢ trudno uzyska¢ rozwi¡zanie dopuszczalne. Dlatego dla tej
metody zawsze warto zde�niowa¢ maksymaln¡ liczb¦ podj¦tych prób powtórzenia mutacji, po prze-
kroczeniu której nale»y u»y¢ innej metody. Innymi dobrymi metodami s¡ midpoint target, midpoint
base i rand base. Najprawdopodobniej u»ycie cech osobnika bazowego lub docelowego pozwala na
dobre zachowanie podobie«stw w dystrybucji punktów pomi¦dzy kolejnymi iteracjami, co pozwala
na lepsze dopasowanie przestrzennego rozªo»enia osobników w populacji do ksztaªtu funkcji celu.

Spo±ród metod lamarkowskich najlepsz¡ jest odbijanie (re�ection). Metoda substitution penalty

jest jedn¡ z najlepszych dla DES, ale w poª¡czeniu z innymi algorytmami plasuje si¦ w ±rodku
rankingu. Metody oparte na karze s¡ nisko w rankingu, szczególnie additive penalty u»yta w poª¡-
czeniu z CDE i BBDE. Metody darwinowskie zamykaj¡ ranking. Ich zastosowanie znosi wszelkie
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mechanizmy zmuszaj¡ce populacj¦ do pozostawania w obszarze dopuszczalnym.
Na podstawie wyników bada« mo»na jasno stwierdzi¢, »e nawet w przypadku benchmarku,

w którym optimum jest stosunkowo daleko od ogranicze«, wybór metody ich uwzgl¦dniania ma
znaczenie. Spora grupa prostych, powszechnie stosowanych metod, prowadzi do uzyskania znacznie
sªabszych wyników ni» metody wskazane w omawianej pracy.

Analiza wpªywu metod uwzgl¦dniania ogranicze« kostkowych na wªasno±ci CMA-ES

Kontynuacj¡ bada« przedstawionych w artykule [A6] s¡ badania wpªywu metod uwzgl¦dniania
ogranicze« kostkowych na algorytm CMA-ES. Jest to jeden z wa»niejszych z praktycznego punktu
widzenia algorytmów, co potwierdzaj¡ równie» wyniki bada« [A2, A5]. CMA-ES i DE opieraj¡ si¦
na ró»nych zaªo»eniach, co za tym idzie wnioski wyci¡gni¦te dla jednego z nich nie musz¡ przenosi¢
si¦ na drugi. Oprócz ogólnych metod uwzgl¦dniana ogranicze« kostkowych skatalogowanych w [A6]
wyszukaªem (zarówno w kodzie ¹ródªowym jak i w artykuªach naukowych), zaimplementowaªem i
zbadaªem pi¦¢ metod stosowanych w poª¡czeniu z CMA-ES, co daªo w sumie 22 metody.

Badania podzieliªem na trzy etapy. W pierwszym z nich zbadaªem wpªyw metody uwzgl¦dnia-
nia ogranicze« na zdolno±ci eksploatacyjne CMA-ES. Badania przeprowadziªem na trzech funkcjach
jednomodalnych, których optimum znajduje si¦ w obszarze dopuszczalnym: funkcji sferycznej, funk-
cji elipsoidalnej i funkcji TwoAxes. Zaobserwowaªem, »e CMA-ES w poª¡czeniu z wi¦kszo±ci¡ metod
nie poradziª sobie podczas zbli»ania optimum do ograniczenia. Najlepsz¡ zbie»no±ci¡ wykazaª si¦
CMA-ES w poª¡czeniu z transformacj¡ (transformation). Nieco gorsze wyniki daªo si¦ uzyska¢ u»y-
waj¡c funkcji opartych na karze oraz resampling i Darwinian re�ection. Wersja weighted penalty

Matlab implementation u»ywana w o�cjalnej matlabowej implementacji CMA-ES poradziªa sobie
gorzej ni» prostsza metoda nazywana weighted penalty. Zaskakuj¡ce jest to, »e Darwinian re�ec-

tion, czyli jedna z najprostszych metod, nie stosowana w kontek±cie CMA-ES, jest równie dobra jak
metody specjalizowane tworzone z my±l¡ o CMA-ES, wykorzystuj¡ce wiedz¦ zgromadzon¡ przez
algorytm, np. warto±¢ σ, czy zawarto±¢ macierzy C. Warto zwróci¢ uwag¦, »e transformacja jako
metoda daj¡ca najszybsz¡ zbie»no±¢ nie mo»e by¢ postrzegana jako najlepsza. Kiedy metoda jest
szybsza ni» optymalizacja bez ogranicze«, to znaczy, »e wprowadza ukierunkowanie procesu prze-
szukiwania, które okazaªo si¦ korzystne dla rozwa»anych funkcji jednomodalnych, natomiast mo»e
by¢ niekorzystne dla innych praktycznie istotnych funkcji. Przy zaªo»eniu, »e szybko±¢ zbie»no±ci nie
powinna by¢ mody�kowana przez metody uwzgl¦dniania ogranicze«, za najlepsze metody z punktu
widzenia wszystkich trzech analizowanych funkcji nale»y uzna¢ Darwinian re�ection i resampling.

W drugiej serii bada« zastosowaªem funkcje wielomodalne tak sparametryzowane, aby optimum
globalne znalazªo si¦ w rogu hiperkostki b¦d¡cej wynikiem ogranicze«. Jest to bardzo trudny do
optymalizacji scenariusz, poniewa» w pobli»u optimum globalnego znakomita wi¦kszo±¢ generowa-
nych punktów nie b¦dzie speªniaªa ogranicze«. U»yªem 20 odpowiednio zmody�kowanych funkcji z
CEC 2017.

Na podstawie wyników bada« metody uwzgl¦dniania ogranicze« mo»na przydzieli¢ do trzech
grup: liderzy, dobre metody i sªabe metody. Najlepsz¡ metod¡ jest resampling, co ciekawe jej prze-
waga ro±nie wraz ze wzrostem wymiarowo±ci zadania. Drug¡ metod¡ jest Darwinian re�ection,
której jako±¢ nie zale»y od wymiarowo±ci zadania. Kolejne miejsca zajmuje grupa metod opartych
na wa»onej karze (weighted penalty), a zawijanie darwinowskie (Darwinian wrapping) zamyka gru-
p¦ liderów. Grupa dobrych metod zawiera: substitution penalty, multiplicative penalty, Darwinian
projection. Metoda weighted penalty with trimmed median jest pomi¦dzy grup¡ dobrych i sªabych
metod. Uzyskane przez ni¡ wyniki silnie pogarszaj¡ si¦ wraz ze wzrostem wymiarowo±ci zadania.
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Do grupy sªabych zalicza si¦ Lamarckian projection, która to w praktyce jest najcz¦±ciej spotykan¡
metod¡. Transformacja, która to jest metod¡ domy±ln¡ w zaawansowanej implementacji CMA-ES
oraz additive penalty, które jest u»ywane w prostszych implementacjach równie» znalazªy si¦ w
grupie sªabych. Grupa ta zawiera równie» reinitialization, która to w literaturze jest uznawana za
dobre podej±cie ze wzgl¦du na to, »e nie wprowadza dodatkowego ukierunkowania przeszukiwania.
Zaskakuj¡cy jest wynik rzutowania na ograniczenia (projection). �atwo przyj¡¢, »e metoda ta jest
dobrym wyborem gdy optimum le»y na ograniczeniach. W praktyce jest jednak maªo prawdopo-
dobne, »e powstanie mutant ze wszystkimi wymiarami poza ograniczeniem, dzi¦ki czemu zostaªby
przesuni¦ty do optimum. Nawet kilka wspóªrz¦dnych w obszarze dopuszczalnym wystarcza, aby
osobnik utkn¡ª w optimum lokalnym. Kolejnym problemem wynikaj¡cym z mody�kacji wspóªrz¦d-
nych osobników poza mechanizmami przewidzianymi w CMA-ES jest to, »e mo»e to wprowadza¢ w
bª¡d mechanizmy samoadaptacji u»ywane w CMA-ES, co z kolei jest wykrywane przez rozbudowane
kryteria stopu.

W trzeciej serii bada« u»yªem dwóch niezmody�kowanych zestawów funkcji benchmarkowych:
CEC 2017 i BBOB. Wspomniane zestawy charakteryzuj¡ si¦ tym, »e ich autorzy zadbali o to aby
optimum globalne znajdowaªo si¦ relatywnie daleko od ogranicze«. Zaobserwowaªem, »e pomimo
tego, metody uwzgl¦dniania ogranicze« maj¡ zauwa»alny wpªyw na jako±¢ osi¡ganych wyników.
Wpªyw ten jest tym wyra¹niejszy im wi¦ksz¡ wymiarowo±¢ rozwa»amy. Wi¦kszy wpªyw zaobserwo-
wa¢ mo»na na BBOB ni» na CEC. W tej kon�guracji trudno odpowiedzialnie wskaza¢ zwyci¦zców,
mo»na jednak wskaza¢ metody najsªabsze. Jedn¡ z nich jest conservative. Jej zastosowanie prowa-
dzi do populacji wypeªnionej wieloma kopiami jednego osobnika. Taka sytuacja jest postrzegana
przez CMA-ES jako skutek istnienia pªaskiego obszaru w krajobrazie funkcji celu. Algorytm próbu-
je opu±ci¢ ten wyimaginowany obszar zwi¦kszaj¡c σ, co dodatkowo zwi¦ksza liczb¦ osobników poza
ograniczeniami. Nadmierne zwi¦kszenie σ jest równie» problemem metody projection to base. In-
nymi metodami, których stanowczo nale»y unika¢ s¡ Darwinian projection i Lamarckian wrapping.
Poni»ej ±redniej znalazªy si¦ równie» metody: projection to midpoint i additive penalty.

Warto zauwa»y¢, »e conservative, która jest najgorsz¡ metod¡ w poª¡czeniu z CMA-ES byªa
lepsza od reinicjacji w poª¡czeniu z DE. W skojarzeniu z CMA-ES Darwinian re�ection jest jedn¡
z najlepszych metod, za± w kontek±cie DE byªo jedn¡ z najgorszych. Dlatego te» jako±ci metod
uwzgl¦dniania ogranicze« nie powinno si¦ ocenia¢ w oderwaniu od metody optymalizacji.

U»ywaj¡c standardowej dla CMA-ES metody weighted penalty jako metody odniesienia stwier-
dziªem, »e lepsze od niej s¡ Darwinian re�ection i resampling.

W ramach prac zbadaªem równie» jak procent wygenerowanych rozwi¡za« niedopuszczalnych
zale»y od zastosowanej metody. Dla problemów CEC 1-4, dla których znaleziono optima globalne,
w±ród dobrych metod, najmniej (16%) rozwi¡za« poza ograniczeniami wygenerowaª algorytm sto-
suj¡cy multiplicative penalty. Okoªo 10 punktów procentowych wi¦cej daªo zastosowanie weighted
penalty i kolejne 6 punktów procentowych wi¦cej powstaªo przy u»yciu: resampling, weighted pe-

nalty with decreasing weights i weighted penalty Matlab implementation. Najwi¦cej, bo okoªo 46%
rozwi¡za« niedopuszczalnych, powstaªo przy zastosowaniu transformation. Dla funkcji, dla któ-
rych nie udaªo si¦ odnale¹¢ optimum globalnego, zastosowanie najgorszej z metod doprowadziªo do
wygenerowania poni»ej 4 procent punktów niedopuszczalnych.

Oprócz tego zbadaªem jak zastosowanie rozwa»anych metod wpªywa na czas pracy algorytmu
(bez uwzgl¦dniania czasu potrzebnego na wyznaczenie warto±ci funkcji celu). W wi¦kszo±ci przypad-
ków wpªyw ten jest pomijalny. S¡ jednak dwie metody wyró»niaj¡ce si¦ negatywnie w tym zakresie.
S¡ to resampling i weighted penalty with decreasing weights. Zaobserwowaªem, »e dla funkcji 1-4 re-
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sampling w skojarzeniu z CMA-ES daje ponad pi¦ciokrotnie wydªu»enie czasu pracy w stosunku do
czasu potrzebnego algorytmowi u»ywaj¡cemu Darwinian re�ection. Zastosowanie weighted penalty

with decreasing weights powoduje, »e algorytm wymaga w przybli»eniu dwukrotnie dªu»szego czasu
oblicze«. Pomimo tego, »e dla funkcji 5-30 rozwi¡zania nie speªniaj¡ce ogranicze« s¡ generowane
rzadziej, CMA-ES z resampling potrzebuje 3,7 raza wi¦cej czasu.

Oprócz tego zbadaªem, jak wnioski z bada« przenosz¡ si¦ do nowszej implementacji CMA-ES,
oraz czy implementacja ta w poª¡czeniu z najlepsz¡ metod¡ b¦dzie w stanie pokona¢ zwyci¦zców
CEC 2017. Do bada« wykorzystaªem IPOP-CMA-ES, który to algorytm jest oparty na CMA-ES.
U»yta implementacja domy±lnie stosuje transformation. Porównaªem j¡ z wersj¡, gdzie zaimple-
mentowaªem Darwinian re�ection. Dodatkowo obie wersje porównaªem z potomkami L-SHADE, tj.
z SALSHADE i SALSHADE-cnEPSin. Algorytmy te byªy zwyci¦zcami konkursu CEC 2017.

Na podstawie wyników testu Wilcoxona dla par mo»na stwierdzi¢, »e metoda zaproponowana
(Darwinian re�ection) byªa lepsza od domy±lnej (transformation) w dziewi¦ciu przypadkach, a
gorsza w trzech. Pomimo tego, »e IPOP nie byª tworzony ani ustawiony pod k¡tem CEC 2017,
zmody�kowana wersja daªa lepsze wyniki ±rednie ni» potomkowie L-SHADE dla siedmiu funkcji.
Zaproponowana metoda byªa najlepsza dla przesuni¦tych i obróconych wersji nieci¡gªych funkcji
Rastrigina i Schwefela (numery 8 i 10). Dawaªa równie» dobre wyniki dla funkcji zªo»onych (21-30).

Wyniki tych bada« przedstawiªem w artykule [A7].

Analiza rozbie»no±ci pomi¦dzy specy�kacj¡ algorytmu ewolucyjnego a jego praktycz-
nymi implementacjami

Na podstawie zebranych wcze±niej do±wiadcze«, a zwªaszcza tych zwi¡zanych z pracami [A5, A7],
zwróciªem uwag¦ na rozbie»no±ci pomi¦dzy specy�kacj¡ algorytmu ewolucyjnego a jego praktycz-
nymi implementacjami. Zauwa»yªem, »e specy�kacje algorytmów zawarte w artykuªach naukowych
nie s¡ wystarczaj¡ce do stworzenia kompletnej implementacji. Istniej¡ce braki s¡ ró»nie zapeªniane
przez ró»nych programistów, w wyniku czego otrzymujemy zbiór algorytmów o tej samej nazwie, a
ró»nych wªasno±ciach. Wszyscy u»ytkownicy algorytmów ewolucyjnych powinni mie¢ ±wiadomo±¢
istnienia tych ró»nic. Je±li tymi u»ytkownikami s¡ praktycy, to spotykaj¡c gorsz¡ implementacj¦,
mog¡ niesªusznie zniech¦ci¢ si¦ do wybranej metody lub do caªej rodziny algorytmów. Gorzej sprawa
wygl¡da, je±li w oparciu o wybran¡ losowo implementacj¦ prowadzi si¦ badania naukowe. Mo»e to
prowadzi¢ do wyci¡gni¦cia bª¦dnych wniosków, które, je±li zostan¡ opublikowane, mog¡ niesªusznie
zatrzyma¢ rozwój niektórych gaª¦zi drzewa nauki. Aby dobitniej pokaza¢, »e ró»nice s¡ znacz¡-
ce i wyst¦puj¡ powszechnie skupiªem si¦ na analizie najbardziej zaufanych i najlepiej opisanych
implementacji. Wybraªem algorytm CMA-ES i implementacje w ró»nych j¦zykach programowania
udost¦pnione przez Nikolasa Hansena, autora CMA-ES. Zaplanowaªem i przeprowadziªem badania
eksperymentalne wybranych implementacji. U»yªem benchmarku BBOB-2009. W celu porówna-
nia wyników implementacji skorzystaªem z udost¦pnionych przez benchmark funkcji rysuj¡cych
krzywe ECDF, tworz¡cych zestawiania tabelaryczne, oraz porównuj¡cych algorytmy za pomoc¡
odpowiednich testów statystycznych. Okazaªo si¦, »e spo±ród 6 zbadanych wariantów algorytmu
(5 implementacji) nie ma nawet jednej pary daj¡cej ró»nice w wynikach, które daªo by si¦ wytªu-
maczy¢ tylko losow¡ ich zmienno±ci¡. Przeanalizowaªem kody ¹ródªowe wybranych implementacji,
znalazªem i opisaªem wyst¦puj¡ce ró»nice. Wi¦kszo±¢ ró»nic ukryta jest w kodzie uznawanym za po-
mocniczy, np. w procedurach uwzgl¦dniania ogranicze« kostkowych, w ró»nych warunkach stopu, a
najcz¦±ciej w tych zwi¡zanych z wykrywaniem niestabilno±ci numerycznych, w ró»nych warto±ciach
nieudokumentowanych parametrów. Rozbie»no±ci w wynikach implementacji wynikaj¡ równie» z
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tego, »e implementacje te powstaj¡ w ró»nym czasie, podczas gdy sam algorytm si¦ rozwija. Na
podstawie wyników bada« oraz analizy dost¦pnej literatury sformuªowaªem zestaw rekomendacji
skierowanych zwªaszcza do naukowców zgªaszaj¡cych propozycje nowych algorytmów oraz próbu-
j¡cych porównywa¢ swoje algorytmy z obecnie najlepszymi:

1. Wydawcy powinni wymaga¢ udost¦pnienia kodu ¹ródªowego wszystkich nowych algorytmów
metaheurystycznych.

2. Kod u»ywany do przeprowadzenia eksperymentów powinien by¢ równie» dost¦pny (co naj-
mniej dla recenzentów).

3. Autorzy artykuªów powinni u»ywa¢ starannie wybranej, zaufanej implementacji algorytmów
u»ywanych do porówna«. Oprócz nazwy algorytmu powinni podawa¢ równie» sk¡d zostaª
pobrany, a tak»e wersj¦ implementacji.

4. Autorzy powinni ujawnia¢ jak wszystkie parametry u»ywanych algorytmów zostaªy ustawione.

5. Autorzy implementacji powinni jasno okre±li¢ na podstawie którego artykuªu naukowego wy-
konali implementacj¦, powinni równie» okre±li¢ co wymagaªo uzupeªnienia i jak to zostaªo
zrobione.

6. Zarówno autorzy artykuªów, jak i autorzy implementacji, powinni ujawnia¢, jakich metod
uwzgl¦dniania ogranicze« kostkowymi u»yli.

Rekomendacje te wraz z wynikami bada« opublikowaªem w pracy [A9].

4.3 Rozwój algorytmów ewolucyjnych

Pomimo dziesi¦cioleci rozwoju ci¡gle powstaj¡ nowe algorytmy ewolucyjne. Obecnie najcz¦±ciej nie
s¡ one caªkowicie nowe, a proponowany algorytm jest rozszerzeniem lub poª¡czeniem istniej¡cych.
Tego typu rozwój dotyczy szczególnie rodziny algorytmów ewolucji ró»nicowej, gdzie stopniowo
dodawano komponenty, a nazw¦ algorytmu bazowego wzbogacano o stosowne przedrostki lub przy-
rostki.

RB-IPOP

W ramach bada« zwi¡zanych z ulepszaniem istniej¡cych algorytmów zaproponowaªem nowy wa-
riant algorytmu IPOP-CMA-ES, który nazwaªem RB-IPOP. Dwie z wprowadzonych mody�kacji
czerpi¡ z bada« przedstawionych w pracy [A4]. CMA-ES jest jednym z wa»niejszych i ciekawszych
algorytmów ewolucyjnych. Aby jednak poprawi¢ jego wªasno±ci na problemach wielomodalnych,
zaproponowano wprowadzenie mechanizmów restartu procesu optymalizacji. Jednym z algorytmów
wykorzystuj¡cych restarty jest IPOP-CMA-ES, w którym, po wykryciu stagnacji, nast¦puje restart
procesu optymalizacji ze zwi¦kszonym rozmiarem populacji. Algorytm ten zwyci¦»yª podczas kon-
kursu optymalizacyjnego CEC 2005. Z pracy [A4] wiadomo, »e ±rodek populacji jest lepszym aprok-
symatorem optimum ni» najlepszy punkt z populacji. W CMA-ES ±rodek jest wyznaczany przez
algorytm w ka»dej iteracji, nie jest jednak dla niego obliczana warto±¢ funkcji celu, a u»ywany jest
jedynie do wytworzenia populacji mutantów. W RB-IPOP zaproponowaªem wykorzystanie ±rodka
do aktualizacji najlepszego dot¡d znalezionego rozwi¡zania, jak równie» do zde�niowania nowych
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wyzwalaczy restartu. Na podstawie wªasnego do±wiadczenia, popartego wynikami ograniczonych w
zakresie eksperymentów, znacz¡co zmieniªem równie» niektóre parametry: liczba osobników popu-
lacji potomnej (λ) zostaªa zwi¦kszona czterokrotnie, a pocz¡tkowa warto±¢ siªy mutacji (σ) zostaªa
zwi¦kszona siedmiokrotnie. Warto±ci te zostaªy dobrane z my±l¡ o starcie w konkursie optymali-
zacyjnym CEC 2017. Po uruchomieniu, IPOP generuje losowy punkt startowy, a podczas restartu
zaczyna od ostatniego ±rodka populacji. Mo»e to spowodowa¢ uruchomienie i restarty optymalizacji
w bardzo sªabym optimum lokalnym. Aby tego unikn¡¢, RB-IPOP rozpoczyna optymalizacj¦ od
najlepszego ze 100 losowo wygenerowanych punktów, a restarty odbywaj¡ si¦ z u»yciem losowo
wygenerowanego punktu dla ka»dego z restartów. Znacz¡co zmody�kowaªem warto±ci staªych wy-
st¦puj¡cych w istniej¡cych strategiach wykrywania stagnacji algorytmu. Dodaªem now¡ strategi¦,
która co pewn¡ liczb¦ iteracji dokonuje oceny jako±ci ±rodka populacji. Je»eli dwie kolejne oceny
ró»ni¡ si¦ mniej ni» 10−8 to wykonywany jest restart.

Na postawie wyników bada« eksperymentalnych stwierdziªem, »e RB-IPOP nie byª nigdy gorszy
ni» pozostaªe przebadane algorytmy. Byª lepszy od swojej wersji nie u»ywaj¡cej punktu ±rodkowego
w 9 przypadkach. RB-IPOP byª lepszy od IPOP na 29 funkcjach, niezale»nie od wymiarowo±ci
zadania. Na podstawie pozostaªych eksperymentów zauwa»yªem, »e przewaga RB-IPOP ro±nie wraz
ze wzrostem wymiarowo±ci zadania, a wprowadzone ulepszenia nie pogarszaj¡ istotnie wydajno±ci
algorytmu.

RB-IPOP zostaª zaprezentowany w pracy [A5]. Zaj¡ª on siódme miejsce (na 12) w konkursie
optymalizacyjnym zwi¡zanym z konferencj¡ mi¦dzynarodow¡ (CEC 2017). Wiele pó¹niejszych, ze-
wn¦trznych bada« pokazuje, »e algorytm ten dla pewnego podzbioru funkcji u»ywanych w CEC nie
ma sobie równych, bardzo dobrze wygl¡da równie» jego szybko±¢ zbie»no±ci. Niestety nie byªo to
brane pod uwag¦ we wspomnianym konkursie.

NL-SHADE-RSP-MID

W ramach bada« zwi¡zanych z ulepszaniem istniej¡cych algorytmów zaproponowaªem szereg mo-
dy�kacji algorytmu NL-SHADE-RSP, który jest rozwini¦ciem algorytmu ewolucji ró»nicowej (DE).
Wybraªem go jako algorytm bazowy ze wzgl¦du na to, »e wygraª on konkurs optymalizacyjny CEC
2021 dla funkcji, których wykresy s¡ przesuni¦te lub obrócone wzgl¦dem ±rodka ukªadu wspóª-
rz¦dnych. Pierwsza z wprowadzonych mody�kacji tego algorytmu polega na wykorzystaniu punktu
±rodkowego, czyli jest zwi¡zana z wynikami prac opisanymi w artykule [A4]. W ka»dej iteracji
algorytmu wyznaczany oraz oceniany jest punkt ±rodkowy populacji. Przekonanie, »e punkt ten
powinien wpªywa¢ na zawarto±¢ bie»¡cej populacji, wymusiªo przeprowadzenie bada«, w wyniku
których okazaªo si¦, »e najlepsze wyniki uzyskuje si¦ zast¦puj¡c punktem ±rodkowym takiego osob-
nika, który znajduje si¦ najbli»ej w przestrzeni przeszukiwa«, a jednocze±nie nie jest od ±rodka
lepszy. Drugi z dodanych komponentów wprowadza mechanizm restartu. Do detekcji stagnacji al-
gorytm wykorzystuje analiz¦ zachowania ±rodka populacji. W wyniku bada« stwierdziªem, »e je±li
odlegªo±¢ pomi¦dzy aktualnym ±rodkiem, a ±rodkiem populacji sprzed dziewi¦ciu iteracji, jest poni-
»ej wyspecy�kowanego progu, to algorytm powinien by¢ restartowany. W wyniku restartu algorytm
traci caª¡ zdobyt¡ wiedz¦ i zaczyna optymalizacj¦ od nowej populacji startowej. Drugi zapropono-
wany wyzwalacz restartu oparty jest na wiedzy, »e w problemach CEC 2022 rozwi¡zanie nie le»y
na ograniczeniach przestrzeni. Je±li zatem cho¢ jedna wspóªrz¦dna dowolnego osobnika jest równa
warto±ci ograniczenia dªu»ej ni» przez wyspecy�kowan¡ liczb¦ iteracji, to wyzwalany jest restart. W
zaproponowanej wersji rozmiar populacji po restarcie zwi¦kszany jest do 400 osobników. Rozmiar
ten szybko maleje w funkcji liczby u»ytych iteracji, d¡»¡c do 20 osobników. Do wyznaczania tego
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rozmiaru zaproponowaªem u»ycie odpowiednio sparametryzowanej funkcji homogra�cznej. Trzeci¡
zmian¡ wprowadzon¡ do algorytmu jest zmiana sposobu uwzgl¦dniania ogranicze« kostkowych, co
ma zwi¡zek z wynikami bada« [A6]. Zastosowaªem resampling, który polega na powtórzeniu mu-
tacji w razie wygenerowania rozwi¡zania poza ograniczeniami. Do maksymalnie 10 prób mutacja
jest powtarzania bez zmiany wspóªczynnika skaluj¡cego i prawdopodobie«stwa krzy»owania, w ko-
lejnych maksymalnie 90 próbach oba wymienione parametry s¡ zmieniane. Gdyby zdarzyªo si¦,
»e 100 prób nie wystarczyªo do wygenerowania akceptowalnego rozwi¡zania to algorytm wraca do
zastosowania metody domy±lnej, czyli reinicjacji. Kolejna mody�kacja wi¡»e si¦ z zastosowaniem
algorytmu k-±rednich. Populacja algorytmu ewolucji ró»nicowej mo»e przez pewien czas przeby-
wa¢ w obszarach przyci¡gania ró»nych ekstremów funkcji celu. W takich przypadkach wyznaczenie
punktu ±rodkowego caªej populacji nie doprowadzi do znalezienia lepszego aproksymatora »adnego
z tych ekstremów. W zwi¡zku z tym zaproponowaªem u»ycie algorytmu k-±rednich do wykonania
podziaªu populacji na grupy osobników bliskich sobie w przestrzeni rozwi¡za«. Badania wykazaªy,
»e tworzenie wi¦cej ni» 2 grup nie powoduje poprawienia wyników, natomiast spowalnia algorytm.
Aby niepotrzebnie nie zmniejsza¢ dost¦pnego bud»etu liczby ewaluacji funkcji celu, tylko grupowa-
nia powy»ej okre±lonej jako±ci s¡ brane pod uwag¦. Do oceny jako±ci grupowania wykorzystaªem
wska¹nik zwany szeroko±ci¡ sylwetki. Grupowanie nie jest przeprowadzane kiedy rozmiar popu-
lacji zmaleje poni»ej okre±lonego progu. Parametry wprowadzonych komponentów dobraªem na
podstawie wiedzy eksperckiej oraz bada« eksperymentalnych. Wykazaªem empirycznie, »e ka»dy z
wprowadzonych komponentów zwi¦kszaª liczb¦ punktów rankingowych wyliczanych na podstawie
procedury zde�niowanej na potrzeby konkursu CEC 2022.

Zaproponowany algorytm zostaª zaprezentowany w pracy [A10]. Algorytm ten zaj¡ª 3 miejsce
(na 13) w mi¦dzynarodowym konkursie optymalizacyjnym CEC 2022. Stosuj¡c si¦ do wªasnych
zalece« przedstawionych w artykule [A9], kod ¹ródªowy NL-SHADE-RSP-MID udost¦pniªem online:
https://staff.elka.pw.edu.pl/%7Erbiedrzy/publ/nl-shade-rsp-mid.zip.

4.4 Praktyczne zastosowania algorytmów ewolucyjnych

Jak wspomniaªem wcze±niej w moich badaniach analiza i rozwój algorytmów ewolucyjnych prze-
plata si¦ z ich stosowaniem do rozwi¡zywania praktycznych problemów. Rozwi¡zywanie to nale»y
zacz¡¢ od odpowiedniego zde�niowania funkcji celu. Potrzebny jest te» model optymalizowanego
systemu charakteryzuj¡cy si¦ niewielkim kosztem obliczeniowym. Nale»y równie» wybra¢ metod¦
optymalizacji, co jest trudne ze wzgl¦du na istnienie ogromnej liczby publikacji, w których autorzy
wykazuj¡, »e to wªa±nie ich algorytm jest najlepszy. Wybrany algorytm nale»y jeszcze skon�gu-
rowa¢. Oprócz ustawienia warto±ci parametrów, wybrania odpowiednich komponentów algorytmu
(np. wariantów operatorów genetycznych oraz wariantów selekcji i sukcesji), nale»y jeszcze wybra¢ i
zaimplementowa¢ odpowiedni¡ do zadania i algorytmu metod¦ uwzgl¦dniania ogranicze« przestrze-
ni przeszukiwa«. Dla wielu problemów rozpocz¦cie optymalizacji od losowego punktu startowego
nie daje akceptowalnych rozwi¡za«. Nale»y wtedy znale¹¢ rozwi¡zania startowe w oparciu o wiedz¦
z danej dziedziny zastosowa«, uwa»aj¡c, aby nie doprowadziªy one algorytmu do utkni¦cia w opti-
mum lokalnym. Rozwi¡zywanie rzeczywistych problemów pozwala równie» na zbieranie materiaªów
b¦d¡cych podstaw¡ kolejnych bada«, a tak»e na znajdowanie i promowanie praktycznie u»ytecznych
algorytmów.
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Optymalizacja struktury zwierciadªa SDCM

Badania praktycznej stosowalno±ci algorytmów ewolucyjnych rozpocz¡ªem od rozwi¡zania proble-
mu zaprojektowania zwierciadªa SDCM (ang. Semiconductor Double Chirped Mirror). Zwierciadªa
tego typu stosowane s¡ w ultraszybkich laserach, które s¡ w stanie generowa¢ impulsy o czasie
trwania rz¦du piko- czy nawet femtosekund. Samo zwierciadªo skªada si¦ z naprzemiennie uªo»onej
sekwencji warstw dwóch ró»nych materiaªów optycznych. Na podstawie wiedzy eksperckiej przyj¦-
to, »e projektowane zwierciadªo powinno skªada¢ si¦ ze 120 warstw póªprzewodników (GaAs/AlAs).
Dodatkowo musi ono zosta¢ pokryte warstw¡ antyre�eksyjn¡, która powinna skªada¢ si¦ z 3 par
warstw SiO2/Si3N4. Zwierciadªo musi zosta¢ skonstruowane w taki sposób, aby dªu»sze fale wcho-
dziªy gª¦biej w struktur¦ ni» krótsze (w zadanym zakresie dªugo±ci fal), a wspóªczynnik odbicia
R powinien by¢ nie gorszy ni» 0,999. Celem optymalizacji jest okre±lenie grubo±ci ka»dej ze 126
warstw.

Praca [A2] zawiera opis sposobu rozwi¡zania tego problemu, badania u»ytych metod optymali-
zacji oraz analiz¦ zgodno±ci wytworzonego zwierciadªa z zaªo»eniami. W pracy tej zaproponowaªem
i przeanalizowaªem szereg sformuªowa« funkcji celu. Jako obiecuj¡ce metody optymalizacji wybra-
ªem dwa algorytmy z rodziny algorytmów ewolucyjnych: DE i CMA-ES. Jako punkt odniesienia
wybraªem klasyczne metody optymalizacji: L-BFGS-B i metod¦ Neldera-Meada (NM). Pomimo
licznych eksperymentów z ró»n¡ parametryzacj¡ algorytmów, »aden z nich nie znalazª rozwi¡zania
speªniaj¡cego wymagania. Przyj¡ªem, »e problemem jest rozpoczynanie przeszukiwania w sposób
standardowy, czyli od rozwi¡za« wylosowanych przy u»yciu rozkªadu jednostajnego w obszarze do-
puszczalnym. Po zapoznaniu si¦ z wiedz¡ dziedzinow¡ stworzyªem oprogramowanie generuj¡ce trzy
rodzaje punktów startowych. W pierwszym z nich punkt startowy powstaje przy u»yciu najbardziej
zaawansowanych modeli, których typowo u»ywa si¦ do wst¦pnego projektowania tego typu zwier-
ciadeª. Analiza wªasno±ci tego punktu wykazaªa, »e w strukturze zwierciadªa wyst¦puj¡ niezapla-
nowane sprz¦»enia, co powoduje silne oscylacje w GDD. Drugim rodzajem punktu startowego byªo
zwierciadªo Bragga zaprojektowane tak, aby odbijaªo najlepiej ±rodek wymaganego pasma. Trzecim
rodzajem punktu startowego byªo zwierciadªo Bragga z liniowym wzrostem grubo±ci warstw (ang.
single chirped mirror (SCM)).

Poniewa» DE wymaga ró»norodnej populacji pocz¡tkowej, w celu jej stworzenia dokonaªem za-
burzenia wybranego punktu startowego przy u»yciu rozkªadu normalnego. Pomimo zastosowania
wst¦pnie zaprojektowanego zwierciadªa jako punktu startowego nadal nie udaªo si¦ znale¹¢ rozwi¡-
zania algorytmami z domy±lnym ustawieniem ich parametrów. Dopiero po zmianie pocz¡tkowej siªy
mutacji (σ) w przypadku CMA-ES, a wspóªczynnika CR w przypadku DE, udaªo si¦ znale¹¢ roz-
wi¡zanie speªniaj¡ce wymagania. Najlepsze wyniki daª CMA-ES, natomiast DE daª lepsze wyniki
ni» metody BFGS i NM.

Zbadaªem równie» wpªyw sposobu generowania punktu startowego na jako±¢ wyników. Okazaªo
si¦, »e u»ycie wst¦pnie zaprojektowanego zwierciadªa jako punktu startowego daªo wyniki gorsze
ni» rozpocz¦cie optymalizacji od zwykªego zwierciadªa Bragga. Najlepsze wyniki daªo jednak roz-
pocz¦cie z punktu startowego z liniowym wzrostem grubo±ci warstw.

Podj¡ªem równie» prób¦ uproszczenia zwierciadªa tak, aby daªo si¦ je ªatwiej wytworzy¢. Jako
punkt startowy przyj¡ªem najlepsze ze znalezionych rozwi¡za«, po czym usun¡ªem z niego 4 war-
stwy antyre�eksyjne i 10 ostatnich warstw póªprzewodnikowych. U»ywaj¡c takiego punktu star-
towego udaªo si¦ uzyska¢ rozwi¡zanie speªniaj¡ce ograniczenia. Tak zaprojektowane zwierciadªo
zostaªo wytworzone. Porównanie rzeczywistej charakterystyki cz¦±ci póªprzewodnikowej zwiercia-
dªa z charakterystyk¡ wyznaczon¡ na podstawie modelu zwierciadªa daªo dobr¡ zgodno±¢. Uzyskane
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rozwi¡zanie zostaªo uznane przez ekspertów z dziedziny za warto±ciowe z technologicznego punktu
widzenia, poniewa» grubo±ci poszczególnych warstw maj¡ zbli»one warto±ci, co uªatwia wytwarza-
nie.

Wyznaczenie parametrów rozszerzonego modelu Jilesa-Athertona

Kolejnym praktycznym problemem, do którego rozwi¡zania zastosowaªem odpowiednio dobrany i
skon�gurowany algorytm ewolucyjny, byªo wyznaczenie parametrów rozszerzonego modelu histe-
rezy magnetycznej (rozszerzonego modelu Jilesa-Athertona) na podstawie danych pomiarowych
[A3]. Rozszerzony model, oprócz uwzgl¦dniania materiaªów izotropowych, umo»liwia modelowanie
materiaªów anizotropowych. Parametry tego modelu s¡ jasno zwi¡zane z �zycznymi wªasno±ciami
materiaªów magnetycznych, nie ma jednak analitycznego sposobu ich wyznaczenia na podstawie po-
miarów wªasno±ci danej próbki. Wyznaczenie takich parametrów modelu, »e ich u»ycie pozwala na
uzyskanie takiej p¦tli histerezy jak pomierzona umo»liwia nieniszcz¡c¡ analiz¦ wªasno±ci materia-
ªów. W zadaniu postawionym w tej pracy nale»aªo wyznaczy¢ parametry modelu Jilesa-Athertona
dla próbek stali nierdzewnej X30Cr13 w dwóch scenariuszach: 1) zakªadaj¡c, »e wspóªczynnik k
jest staªy; 2)zakªadaj¡c jego zmienno±¢. Wspóªczynnik ten okre±la ±redni¡ energi¦ potrzebn¡ do
przesuni¦cia ±ciany domenowej.

We wcze±niejszych pracach problem ten byª rozwi¡zywany m.in. przy u»yciu strategii ewolu-
cyjnej ES(µ + λ). Wad¡ tego podej±cia byªa niska wydajno±¢. Jedno uruchomienie optymalizacji
zajmowaªo 32 godziny pracy w¦zªa nale»¡cego do klastra obliczeniowego Halo 2. Celem moich ba-
da« byªo znalezienie alternatywnej metody optymalizacji, daj¡cej nie gorsze jako±ciowo wyniki w
krótszym czasie. Jako potencjalnych kandydatów do przebadania wybraªem algorytm CMA-ES oraz
algorytm DE w sze±ciu wariantach, ró»ni¡cych si¦ zastosowaniem ró»nych metod mutacji.

W rozwi¡zaniu tego zadania lepiej sprawdziª si¦ algorytm DE. Wyniki CMA-ES bardzo silnie
zale»aªy od punktu startowego. Spo±ród zbadanych wersji DE najlepiej sprawdziªa si¦ wersja nie-
klasyczna, nazywana w literaturze local-to-best. Na drugim miejscu byªa rzadko spotykana wersja
z jitter. Pozostaªe metody s¡ wyra¹nie gorsze.

Zbadaªem równie» wpªyw warto±ci wspóªczynnika krzy»owania CR na wynik. Najlepsza okazaªa
si¦ warto±¢ CR równa jeden, co jest w zgodzie z wynikami opisanymi w artykule [A2]. Warto±¢ ta
w praktyce oznacza wyª¡czenie krzy»owania.

Zaproponowany algorytm jest znacznie szybszy od algorytmu pierwotnego. Obliczenia na pro-
cesorze Xeon 3,5 GHz trwaªy zaledwie 16 min przy staªym k i 26 minut przy zmiennym.

Minimalizacja kosztów pracy du»ego magazynu chªodniczego

Kolejnym rzeczywistym zadaniem optymalizacji byªa minimalizacja kosztów pracy du»ych maga-
zynów chªodniczych. W planowaniu bada« pomogªy wcze±niejsze do±wiadczenia, a zwªaszcza te z
pracy [A3]. W jednym z zaproponowanych podej±¢ zostaª wykorzystany algorytm przebadany w
[A5]. Nad rozwi¡zaniem tego zadania pracowaªem w ramach projektu �nansowanego przez NCBR
pt: �Modelowanie predykcyjne i optymalizacja przepªywu energii przemysªowych instalacji chªod-
niczych i mro¹niczych�. Chªodnie i mro¹nie, ze wzgl¦du na du»¡ pojemno±¢ ciepln¡ i du»¡ bez-
wªadno±¢, mog¡ by¢ wykorzystywane do magazynowania energii w postaci chªodu w czasie, kiedy
energia elektryczna jest ta«sza. Dzi¦ki temu agregaty mo»na wyª¡czy¢ w czasie kiedy cena ener-
gii jest wysoka. Na potrzeby realizacji projektu zde�niowaªem funkcj¦ celu oraz sposób uwzgl¦d-
niania ogranicze« kostkowych. Oprócz samego rozwi¡zania zadania optymalizacji pokazaªem trzy
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mo»liwo±ci jego zakodowania oraz porównaªem wyniki wielu algorytmów. W pierwszym z zapropo-
nowanych przeze mnie podej±¢ zastosowaªem kodowanie dyskretne. Czas zostaª zdyskretyzowany
(odst¦py póªgodzinne). W podej±ciu tym optymalizator musi zdecydowa¢ o wª¡czeniu kompresora
w ka»dym z kwantów czasu. Przy zaªo»eniu, »e optymalizacja dotyczy harmonogramu dobowego,
uzyskuje si¦ zakodowanie rozwi¡zania o dªugo±ci 48 bitów. Do rozwi¡zania tak postawionego pro-
blemu zastosowaªem szereg algorytmów, w tym PBIL (Probability-Based Incremental Learning)
w wielu kon�guracjach oraz algorytmy genetyczne (GA) w ró»nych kon�guracjach (GA nale»¡ do
rodziny algorytmów ewolucyjnych). Ka»dy z algorytmów wymagaª ustawienia szeregu parametrów.
W przypadku algorytmu genetycznego byªy to: rozmiar populacji, prawdopodobie«stwo mutacji,
prawdopodobie«stwo krzy»owania. Najlepsze wyniki uzyskaªem przy zastosowaniu GA w wersji z
selekcj¡ rankingow¡ wykªadnicz¡, krzy»owaniem jednorodnym i sukcesj¡ elitarn¡. Kon�guracja taka
nie wyst¦puje w literaturze i nie jest oczywista. W drugim przeze mnie zaproponowanym sposo-
bie rozwi¡zania problemu zastosowaªem algorytmy optymalizacji ci¡gªej. Do konwersji genotypów
zawieraj¡cych liczby rzeczywiste z zakresu 0-1 na warto±ci binarne steruj¡ce kompresorem zasto-
sowaªem znane z literatury podej±cie, zwane standardow¡ binaryzacj¡. W podej±ciu tym warto±¢
ci¡gª¡ traktuje si¦ jak prawdopodobie«stwo logicznej prawdy. Zatem sekwencj¦ zer i jedynek otrzy-
muje si¦ przez próbkowanie zgodnie z tym prawdopodobie«stwem. Taki sposób generowania ci¡gu
binarnego wyst¦puje te» w algorytmie PBIL, jednak w nim, warto±ci prawdopodobie«stwa ulegaj¡
deterministycznym poprawkom w zale»no±ci od jako±ci generowanych rozwi¡za«. Do optymalizacji
ci¡gªej zastosowaªem nast¦puj¡ce algorytmy: IPOP-CMA-ES (wariant algorytmu adaptacji ma-
cierzy kowariancji), DE (ewolucja ró»nicowa), jSO (potomek DE). Podej±cie to zawiodªo przez
zastosowany typ konwersji z przestrzeni ci¡gªej do przestrzeni dyskretnej � funkcja celu staªa si¦
funkcj¡ zaszumion¡. W trzecim z zaproponowanych podej±¢ problem równie» zde�niowaªem jako
zadanie optymalizacji ci¡gªej. Nadal czas jest zdyskretyzowany, natomiast tym razem optymaliza-
cji podlega warto±¢ temperatury zadanej w danym kwancie czasu. Za prób¦ utrzymania zadanej
temperatury odpowiada termostat b¦d¡cy na wyposa»eniu chªodni. Mamy zatem zadanie w 48 wy-
miarowej przestrzeni rzeczywistoliczbowej. Do jego rozwi¡zania zastosowaªem te same algorytmy
co w podej±ciu poprzednim. W±ród nich, najlepsze wyniki daª odpowiednio skon�gurowany algo-
rytm ewolucji ró»nicowej. Jest to ciekawe, poniewa» znaczne gorsze wyniki daª znany jego potomek
(jSO), który posiada wbudowane mechanizmy autoadaptacji wi¦kszo±ci potrzebnych mu parame-
trów. Na drugim miejscu uplasowaª si¦ IPOP-CMA-ES. W DE zastosowaªem nieklasyczn¡ wersj¦
mutacji zwan¡ �local-to-best�. Oczywi±cie wszystkie algorytmy optymalizacji ci¡gªej równie» wy-
magaªy ustawienia parametrów. Wyniki wybranych metod porównaªem równie» na trudniejszym
problemie powstaªym przez dwukrotne skrócenie kroku stosowanego przy dyskretyzacji czasu. Jako
punkt odniesienia zaproponowaªem heurystyk¦, która w zdroworozs¡dkowy sposób wyznacza har-
monogram pracy kompresora. Wszystkie zaproponowane przeze mnie podej±cia byªy lepsze ni» to
znane z literatury. Wi¦kszo±¢ daªa wyniki lepsze ni» rozwi¡zanie heurystyczne. Najlepsze wyniki
daªo dyskretne zakodowanie problemu wraz z odpowiednio skon�gurowanym algorytmem genetycz-
nym.

Wyniki tych bada« zostaªy opublikowane w pracy [A8].
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4.5 Pozostaªe prace zgodne z tematyk¡ cyklu powi¡zanych tematycznie

artykuªów naukowych

Oprócz wcze±niej omówionych istnieje jeszcze 11 prac zgodnych z tematyk¡ cyklu powi¡zanych
tematycznie artykuªów naukowych. Prace te albo s¡ uzupeªnieniem lub rozszerzeniem omówionych
wcze±niej, albo uznaªem je za mniej wa»ne ze wzgl¦du na mniejszy wkªad w ich powstanie lub
mniejszy wpªyw na rozwój dziedziny.

W pracach [B1, B3] zastosowaªem algorytm ewolucyjny do wyznaczania parametrów rozsze-
rzonego modelu histerezy magnetycznej. Z punktu widzenia tematyki osi¡gni¦cia prace te niewiele
wnosz¡ w stosunku do omówionej wcze±niej [A3].

W pracy [B5] odnotowaªem istnienie ró»nic w wynikach uzyskiwanych przez pi¦¢ implementacji
CMA-ES stworzonych przez autora tego algorytmu. Prac¦ t¦ nale»y traktowa¢ jako zapowied¹
artykuªu [A9].

W pracy [B2] zastosowaªem algorytm ewolucyjny do rozwi¡zania rzeczywistego problemu. Za-
danie polegaªo na zaprojektowaniu optymalnego zestawu kalibracyjnego dla analizatora VNA (ang.
Vector-Network-Analyzer). W ramach bada« kolejny raz okazaªo si¦, »e najtrudniej zaprojektowa¢
odpowiedni¡ funkcj¦ oceny rozwi¡zania-kandydata. Wyniki przeprowadzonej optymalizacji ewolu-
cyjnej porównano z wynikami metody wykorzystuj¡cej wiedz¦ o specy�ce problemu oraz z oszacowa-
niem poªo»enia optimum globalnego. Okazaªo si¦, »e algorytm ewolucyjny zwróciª dobre przybli»enie
optimum globalnego uzyskuj¡c wyniki lepsze od algorytmu wykorzystuj¡cego wiedz¦ dziedzinow¡.
W pracy tej odpowiadaªem za cz¦±¢ bada« i tekstu zwi¡zan¡ z algorytmami ewolucyjnymi.

W pracy [B4] porównaªem wyniki sze±ciu implementacji CMA-ES oraz dwóch implementa-
cji DE dost¦pnych w j¦zyku R. Implementacje te nie zostaªy wytworzone przez pomysªodawców
algorytmów (CMA-ES i DE). Pokazaªem, »e wyniki optymalizacji uzyskane za pomoc¡ ró»nych
implementacji tego samego algorytmu znacz¡co si¦ ró»ni¡.

Praca [B6] ma charakter przegl¡dowy. Wskazuj¦ w niej algorytmy z rodziny ewolucyjnej, któ-
re maj¡ szans¦ na uzyskanie dobrych wyników w zastosowaniu do optymalizacji gª¦bokich sieci
neuronowych. Okre±lam cechy, jakie powinien mie¢ dobry algorytm, omawiam konkursy optymali-
zacyjne skupiaj¡ce si¦ na tych cechach, poniewa» w±ród zwyci¦zców tych konkursów nale»y szuka¢
algorytmów nadaj¡cych si¦ do omawianego zastosowania.

W pracy [B7] porównano wyniki dwóch wariantów algorytmu ewolucyjnego z wynikami solwe-
ra MIP w zastosowaniu do projektowania sieci optycznych DWDM. Stwierdzono, »e dla du»ych
(czyli dla praktycznie istotnych) rozmiarów problemów, akceptowalne jako±ciowo rozwi¡zania, w
akceptowalnym czasie, otrzymuje si¦ jako wynik pracy algorytmów ewolucyjnych. W pracy tej od-
powiadaªem za badania i opis jednego z zastosowanych algorytmów ewolucyjnych.

W pracy [B8] zastosowano algorytm ewolucyjny do wyliczenia optymalnego poªo»enia pojawia-
j¡cych si¦ dynamicznie kontrolek z podpowiedziami w GUI podczas pracy z aplikacj¡. W pracy tej
odpowiadaªem za opracowanie sposobu prezentacji wyników oraz prace nad tekstem, a zwªaszcza
opisem algorytmu ewolucyjnego.

W pracy [B9] zaproponowano algorytm hybrydowy b¦d¡cy poª¡czeniem algorytmów DE i CMA-
ES. Hybryda ta daje lepsze wyniki ni» jej skªadowe. Miaªem niewielki wpªyw na ksztaªt tej pracy
(okoªo 5% wkªadu).

Z podstawowym wariantem algorytmu ewolucyjnego spotkaªem si¦ równie» przed doktoratem.
W pracy [B10] zastosowaªem algorytm ewolucyjny do minimalizacji liczby przeci¦¢ kraw¦dzi w
gra�e. Wyniki porównaªem z wynikami metody deterministycznej.

W pracy [B11] zde�niowaªem przestrze« drzew decyzyjnych. Do przeszukiwania tej przestrzeni

18



zastosowaªem kilka metod, w tym algorytm ewolucyjny.

Bibliogra�a (po doktoracie):

[B1] Rafaª Biedrzycki, Roman Szewczyk, Peter �vec Sr., Wojciech Winiarski. Determination of

Jiles-Atherton Model Parameters Using Di�erential Evolution. Mechatronics � Ideas for Indu-
strial Application / Awrejcewicz Jan [et al.], Advances in Intelligent Systems and Computing,
pp. 11-18, vol. 317, 2015, Springer.

[B2] Arkadiusz Lewandowski, Wojciech Wiatr, Leszek J. Opalski, Rafaª Biedrzycki. Accuracy and

Bandwidth Optimization of the Over-Determined O�set-Short Re�ectometer Calibration. IEEE
Transactions on Microwave Theory and Techniques, vol. 63, no. 3, pp. 1076-1089, 2015. IF:
2,943.

[B3] Dorota Jackiewicz, Roman Szewczyk, Maciej Kachniarz, Rafaª Biedrzycki. Modelling the In-

�uence of Stresses on Magnetic Characteristics of the Elements of the Truss Using Extended

Jiles-Atherton Model. Acta Physica Polonica, A., 2017, Vol. 131, no. 4, pp. 1189-1191.

[B4] Rafaª Biedrzycki. Di�erences that make a di�erence: comparing implementations of selected

optimization algorithms in R language. Proceedings Volume 10808, Photonics Applications in
Astronomy, Communications, Industry, and High-Energy Physics Experiments 2018; 108081S,
2018.

[B5] Rafaª Biedrzycki. On equivalence of algorithm's implementations: the CMA-ES algorithm and

its �ve implementations. GECCO '19 Proceedings of the Genetic and Evolutionary Computa-
tion Conference Companion. 2019, pp. 247-248.

[B6] Rafaª Biedrzycki, Paweª Zawistowski, Bartªomiej Twardowski. Deep Learning Optimization

Tasks and Metaheuristic Methods. Fundamenta Informaticae, vol. 168, no. 2-4, pp. 185-218,
2019.

[B7] Stanisªaw Kozdrowski, Rafaª Biedrzycki. Application of evolutionary algorithms to DWDM

optical networks design. Proceedings Volume 11176, Photonics Applications in Astronomy,
Communications, Industry, and High-Energy Physics Experiments 2019; 111760B, 2019.

[B8] Wiktor B. Daszczuk, Rafaª Biedrzycki, Piotr Wilkin. Using Evolutionary Algorithm in On-line

Deployment. New Advances in Dependability of Networks and Systems. DepCoS-RELCOMEX
2022. Lecture Notes in Networks and Systems, vol 484. Springer, Cham, pp. 11�21, 2022.

[B9] Eryk Warchulski, Jarosªaw Arabas, Rafaª Biedrzycki. Improving the di�erential evolution stra-

tegy by coupling it with CMA-ES. GECCO '22: Proceedings of the Genetic and Evolutionary
Computation Conference Companion, 2022.

Przed doktoratem:

[B10] Rafaª Biedrzycki. Evolutionary algorithm for minimizing the number of edge crosses in the

graph. Konferencja Algorytmy Ewolucyjne i Optymalizacja Globalna (KAEIOG'05) 2005.

[B11] Rafaª Biedrzycki, Jarosªaw Arabas. Evolutionary and greedy exploration of the space of de-

cision trees. Prace Naukowe Politechniki Warszawskiej, seria Elektronika, zeszyt 156, strony
61-68. Warszawa 2006.
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4.6 Opis pozostaªej dziaªalno±ci naukowo-badawczej

Oprócz algorytmów ewolucyjnych, zajmowaªem si¦ wybranymi metodami maszynowego uczenia si¦.
W pracach [C1, C2] zajmowaªem si¦ zastosowaniem klasy�katorów do fuzji danych. Prowadzone
badania byªy wykonywane w zwi¡zku z realizacj¡ projektu mi¦dzynarodowego pt. �Distributed and
Adaptive multisensor Fusion Engine�.

Podczas analizy powszechnie u»ywanych algorytmów klasy�kacji zauwa»yªem, »e maj¡ one w
sobie ukryty komponent optymalizacyjny. W pracy [C3] zaproponowaªem aby wyeksponowa¢ ten
komponent, dzi¦ki czemu mo»na by ªatwo zmienia¢ u»yte algorytmy optymalizacji. Mo»na by rów-
nie» zmienia¢ struktur¦ s¡siedztwa, czy funkcj¦ celu, co dawaªoby mo»liwo±¢ prostego ulepszania
istniej¡cych metod. Pomysª ten zastosowaªem do indukcji drzew decyzyjnych. Kontynuacj¡ tych
prac byªo [C4], gdzie tak indukowany klasy�kator wykorzystywany byª do klasy�kacji sekwencji
DNA. W [C5] dodatkowo zaj¡ªem si¦ konstruktywn¡ indukcj¡ czyli tworzeniem odpowiednich dla
klasy�katora atrybutów. Opracowany sposób post¦powania zostaª rozwini¦ty i przebadany w za-
stosowaniu do rzeczywistego problemu adnotacji sekwencji DNA [C6].
Bibliogra�a (po doktoracie):

[C1] Robert Nowak, Jacek Misiurewicz, Rafaª Biedrzycki. Automatic adaptation in classi�cation

algorithms fusing data from heterogeneous sensors. 14th Conference on Information Fusion
(FUSION), pp. 1993 - 1999. IEEE, 2011.

[C2] Robert Nowak, Rafaª Biedrzycki, Jacek Misiurewicz. Machine learning methods in data fusion

systems. In 13th International radar symposium (IRS 2012), pp. 400 � 405. IEEE, 2012.

Przed doktoratem, lub pochodne doktoratu:

[C3] Rafaª Biedrzycki, Jarosªaw Arabas. A Search Based View of Decision Tree Induction. Arti�cial
Intelligence Studies, pp. 119-127, vol. 3(26)/2006.

[C4] Rafaª Biedrzycki. DNA sequence analysis. Prace Naukowe Politechniki Warszawskiej, seria
Elektronika, zeszyt 160, strony 35-42. Warszawa 2007.

[C5] Rafaª Biedrzycki, Jarosªaw Arabas. Constructive Induction in Bio-sequences. In proc. of XVI
International Conference on Systems Science, Wrocªaw, Poland, pp. 449-456, 2007.

[C6] Rafaª Biedrzycki, Jarosªaw Arabas. KIS: An automated attribute induction method for clas-

si�cation of DNA sequences. International Journal of Applied Mathematics and Computer
Science, vol. 22, no. 3, pp. 711-721, 2012. IF 1,008.

5 Informacja o wykazywaniu si¦ istotn¡ aktywno±ci¡ nauko-

w¡ albo artystyczn¡ realizowan¡ w wi¦cej ni» jednej uczelni,

instytucji naukowej lub instytucji kultury, w szczególno±ci

zagranicznej.

� W ramach prac dla Przemysªowego Instytutu Automatyki i Pomiarów (PIAP) badaªem stoso-
walno±¢ algorytmów ewolucyjnych do wyznaczania parametrów rozszerzonego modelu histere-
zy magnetycznej (modelu Jilesa-Athertona). Badania te zako«czyªy si¦ powstaniem publikacji
[A3, B1, B3].
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� W ramach prac dla Instytutu Technologii Elektronowej (ITE) zajmowaªem si¦ optymalizacj¡
struktury zwierciadªa póªprzewodnikowego (SDCM). Prace te prowadzone byªy w latach 2013-
2015. Zaprojektowane zwierciadªo zostaªo wytworzone. Badania te zako«czyªy si¦ powstaniem
publikacji [A2] oraz rozdziaªu pt. �Designing Mirrors for Ultrafast Lasers� w ksi¡»ce �Advances
in Evolutionary Algorithms Research� pod redakcj¡ Gregora Papy. Nova Science Publishers
Inc, 2015. ISBN: 978-1-63463-849-4.

� Od 2018 roku jestem czªonkiem komitetu programowego: ENUM � Evolutionary Numerical
Optimization Track Programme Committee of the Genetic and Evolutionary Computation
Conference (GECCO).

Dalsza zawarto±¢ tego rozdziaªu jest w zgodzie z odpowiedziami udzielonymi przez podsekretarz
stanu w Ministerstwie Nauki i Szkolnictwa Wy»szego na interpelacj¦ nr 10041 z 2020 roku i zawiera
informacje o uczestnictwie w pracach zespoªów badawczych realizuj¡cych projekty �nansowane w
drodze konkursów krajowych lub zagranicznych, informacje o czªonkostwie w zespoªach badawczych,
informacje o dziaªalno±ci recenzenckiej, list¦ moich wyst¡pie« konferencyjnych i wykaz recenzowa-
nych prac naukowych.

� Uczestniczyªem w pracach zespoªów badawczych realizuj¡cych projekty �nansowane w drodze
konkursów krajowych lub zagranicznych:

� Kierownik w PW w projekcie: �Metody symulacji i analizy sieci logistycznych operatorów
pocztowych�. NCBR. 01-12-2019 � 30.08.2022. Skªad konsorcjum: SHG, PW, Poczta
Polska S.A.

� Wykonawca w projekcie: �Modelowanie predykcyjne i optymalizacja przepªywu energii
przemysªowych instalacji chªodniczych i mro¹niczych�. 24-01-2019 � 31-10-2019.

� Wykonawca w projekcie: �Badanie obrazów termicznych skórnej odpowiedzi alergicznej
za pomoc¡ algorytmów uczenia maszynowego�. 24-09-2018 � 19-12-2018.

� Wykonawca w projekcie: �Wst¦pne badanie obrazów termicznych skórnej odpowiedzi
alergicznej za pomoc¡ algorytmów uczenia maszynowego�. 15-06-2018 � 30-07-2018.

� Wykonawca w projekcie European Defence Agency Projects (EDA): �Distributed and
Adaptive multisensor Fusion Engine�, DAFNE, 2009-2011. Skªad konsorcjum: IDS - In-
gegneria dei Sistemi, Pisa, Wªochy (koordynator projektu) UNIUD � Università degli
Studi di Udine, Udine, Wªochy FGAN-FOM (obecnie Fraunhofer-FOM), Forschungsin-
stitut für Optronik und Mustererkennung, Ettlingen, Niemcy TNO (Nederlandse Organi-
satie voor Toegepast Natuurwetenschappelijk Onderzoek) Den Haag, Holandia VOP-026
(Vojenský opravárenský závod) Sternberk, Republika Czeska, oddziaª w Brnie (VTUO
Brno).

� Byªem kierownikiem i wykonawc¡ zadania T4.2 w projekcie �Logistyka i technologie mo-
nitoringu oraz sposoby ochrony ±rodowiska przed rozpocz¦ciem prac, w trakcie wiercenia,
w procesach szczelinowania hydraulicznego oraz na etapie eksploatacji, w tym monito-
ring wód podziemnych, powietrza, haªasu, gleby, emisji gazów i innych�, 2013-2016. Skªad
konsorcjum: Akademia Górniczo-Hutnicza im. Stanisªawa Staszica w Krakowie (AGH),
Instytut Nafty i Gazu, Polskie Górnictwo Naftowe i Gazownictwo S.A. (PGNiG), Poli-
technika Warszawska (PW).
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� Wykonawca w projekcie: �Uogólniona metodyka kalibracji wektorowego analizatora ob-
wodów oparta na statystycznym wielocz¦stotliwo±ciowym uj¦ciu problemu kalibracyjne-
go�, 2015-2015, NCN.

� Jestem czªonkiem zespoªów badawczych:

� Zespóª Metaheurystycznych Metod Optymalizacji i ich Zastosowa«.

� Zespóª Analizy Danych Metodami Sztucznej Inteligencji.

� Jestem regularnie recenzentem dla presti»owych konferencji naukowych:

� IEEE Congress on Evolutionary Computation (CEC),

� The Genetic and Evolutionary Computation Conference (GECCO).

� Jestem regularnie recenzentem dla czasopism:

� Swarm and Evolutionary Computation,

� Applied Soft Computing Journal.

� Recenzowaªem równie» dla:

� TRIZ Future 2022,

� Conference on Methods & Models in Automation & Robotics,

� Journal of Computational Science,

� Journal of Engineering Optimization,

� The Computer Journal.

� Zespóª, w skªad którego wchodz¡ naukowcy z ró»nych instytutów PW (w tym ja) oraz na-
ukowcy spoza PW, otrzymaª nagrod¦ zespoªow¡ I stopnia JM Rektora PW za osi¡gni¦cia
naukowe w latach 2017-2018. Skªad zespoªu Roman Szewczyk (WM/IMIB), Adam Bie«kow-
ski (WM/IMIB), Jacek Salach (WM/IMIB), Maciej Kachniarz (WM/IMIB), Paweª Tomasz
Nowak (WM/IMIB), Dorota Jackiewicz (WM/IMIB), Piotr Gazda (WM/IMIB), Andrzej
Grzegorz Ju± (WM/IMIB), Tomasz Charubin (WM/IMIB), Oleg Petruk (Sie¢ Badawcza
�ukasiewicz, PIAP), Wªodzimierz Strupi«ski (WF/ZBS), Tymoteusz Ciuk (Sie¢ Badawcza
�ukasiewicz), Kinga Koªakowska (WM), Michaª Urba«ski (WM/IMIB), Peter Råback (CSC
- IT Center for Science), Juha Ruokolainen (CSC - IT Center for Science), Krzysztof Gro-
mada (WM/IAR), Michaª Nowicki (WM/IMIB), Peng Cheng (Mid Sweden University, De-
partment of Electronics Design), Paweª Rozum (WM/IMIB), Rafaª Biedrzycki (WEiTI/II),
Jakub Szaªatkiewicz (PIAP), Mateusz Kalinowski (PIAP), Juhani Kataja (CSC - IT Center
for Science).

� Wyst¦powaªem na krajowych i mi¦dzynarodowych konferencjach naukowych:

� IEEE Congress on Evolutionary Computation 2022. Padwa, Wªochy, 18-23 lipca 2022.
Tytuªy wyst¡pienia: �A Version of NL-SHADE-RSP Algorithm with Midpoint for CEC
2022 Single Objective Bound Constrained Problems�.
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� IEEE Congress on Evolutionary Computation 2021. Kraków, Poland, 28 VI-1 VI 2021.
Tytuªy wyst¡pie«: �Comparison with State-of-the-Art: Traps and Pitfalls�, oraz �Com-
pressor Schedule Optimization for a Refrigerated Warehouse Using Metaheuristic Algo-
rithms�.

� GECCO 2019. The Genetic and Evolutionary Computation Conference. Prague, Czech
Republic, 13-17 VII 2019. Tytuª wyst¡pienia: �On equivalence of algorithm's implemen-
tations: the CMA-ES algorithm and its �ve implementations�.

� Photonics Applications in Astronomy, Communications, Industry, and High-Energy Phy-
sics Experiments 2018, 2018, Wilga, Poland. Tytuª wyst¡pienia: �Di�erences that make
a di�erence: comparing implementations of selected optimization algorithms in R lan-
guage�.

� IEEE Congress on Evolutionary Computation 2017. Donostia - San Sebastián, Spain,
5-8 VI 2017. Tytuª wyst¡pienia: �A Version of IPOP-CMA-ES Algorithm with Midpoint
for CEC 2017 Single Objective Bound Constrained Problems�.

� Konferencja �Metody Heurystyczne i Algorytmy Ewolucyjne� (MHAE). Sulejów, 16-18
IX 2015. Tytuª wyst¡pienia: �Praktyczne zastosowania algorytmów ewolucyjnych�.

� 13th International Conference on Parallel Problem Solving from Nature. Ljubljana, Slo-
venia, 13-17 IX 2014. Tytuª wyst¡pienia: �Application of Evolutionary Methods to Se-
miconductor Double-Chirped Mirrors Design�.

� XVI International Conference on Systems Science, Wrocªaw, Poland, September 4-6,
2007. Tytuª wyst¡pienia: �Constructive Induction in Bio-sequences�.

� X Krajowa Konferencja �Algorytmy Ewolucyjne i Optymalizacja Globalna�. B¦dlewo,
11-13 VI 2007. Tytuª wyst¡pienia: �DNA sequence analysis�.

� International Conference on Arti�cial Intelligence AI-21'2006. Siedlce, 21-22 IX 2006.
Tytuª wyst¡pienia: �A Search Based View of Decision Tree Induction�.

� IX Krajowa Konferencja �Algorytmy Ewolucyjne i Optymalizacja Globalna�. Murzasi-
chle, 31 V-2 VI 2006. Tytuª wyst¡pienia: �Evolutionary and greedy exploration of the
space of decision trees�.

� VIII Krajowa Konferencja �Algorytmy Ewolucyjne i Optymalizacja Globalna�. Korbie-
lów, 30 V-1 VI 2005. Tytuª wyst¡pienia: �Evolutionary algorithm for minimizing the
number of edge crosses in the graph�.

� VI Krajowa Konferencja �Algorytmy Ewolucyjne i Optymalizacja Globalna�. �agów Lu-
buski, 26-29 V 2003. Tytuª wyst¡pienia: �Evolutionary algorithm for minimizing the
number of edge crosses in the graph�.

� IV krajowa konferencja �Metody i systemy komputerowe w badaniach naukowych i pro-
jektowaniu in»ynierskim�. Kraków, 26-28 XI 2003. Tytuª wyst¡pienia: �Wykorzystanie
narz¦dzia CASE do modelowania projektu RAD�.
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� Dorota Jackiewicz, Roman Szewczyk, Maciej Kachniarz, Rafaª Biedrzycki: Modelling
the In�uence of Stresses on Magnetic Characteristics of the Elements of the Truss Using
Extended Jiles-Atherton Model. Acta Physica Polonica, A., 2017, Vol. 131, no. 4. pp.
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� Rafaª Biedrzycki. DNA sequence analysis. Prace Naukowe Politechniki Warszawskiej,
seria Elektronika, zeszyt 160, strony 35-42. Warszawa 2007.

� Rafaª Biedrzycki, Jarosªaw Arabas. A Search Based View of Decision Tree Induction. In
proc. of Arti�cial Intelligence Studies, Vol. 3,(26)/2006, pp. 119-127.
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6 Informacja o osi¡gni¦ciach dydaktycznych, organizacyjnych

oraz popularyzuj¡cych nauk¦ lub sztuk¦.

6.1 Osi¡gni¦cia dydaktyczne

� Nagroda zespoªowa II stopnia JM Rektora PW za osi¡gni¦cia dydaktyczne w latach 2019-
2020.

� Byªem czªonkiem komisji powoªanej do ustalenia listy i zakresu przedmiotów z programowania
na nowym programie nauczania dla Informatyki.

� Jestem wspóªautorem sylabusów do nowych przedmiotów: Podstawy informatyki i programo-
wania (PIPR), Przeszukiwanie i optymalizacja (POP).

� Opracowaªem wykªad i laboratorium z przedmiotów �Podstawy programowania� oraz �Pro-
gramowanie obiektowe�. Na wykªadzie posªugiwaªem si¦ wspóªczesnymi wersjami j¦zyków C
i C++, wskazuj¡c zarówno dobre wzorce jak i typowe bª¦dy.

� Opracowaªem 1/3 wykªadu i projekt z przedmiotu �Metody ewolucyjne i uczenie si¦ ma-
szyn�. Omawianie nowych zagadnie« zaczynaªem zawsze od pokazania rzeczywistej potrzeby
uzasadniaj¡cej ich wprowadzenie.

� Jestem wspóªautorem rozdziaªu pt. �Przeszukiwanie i optymalizacja� w ksi¡»ce �Sztuczna
inteligencja dla in»ynierów. Metody ogólne� pod redakcj¡ M. Muraszkiewicza i R. Nowaka.
Ksi¡»ka zostaªa pomy±lana jako pomoc dla studentów studiów in»ynierskich i jest zalecan¡
literatur¡ uzupeªniaj¡c¡ do przedmiotu �Wprowadzenie do sztucznej inteligencji�.

� Peªni¦ rol¦ promotora prac magisterskich i in»ynierskich.

� Jak dot¡d prowadziªem wykªady, ¢wiczenia lub laboratorium na kilkunastu przedmiotach
prowadzonych na Wydziale Elektroniki i Technik Informacyjnych PW, w tym:

� wykªad i laboratorium z przedmiotu �Podstawy programowania� w dwóch wersjach �
dla elektroników oraz dla informatyków,
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� wykªad i laboratorium z przedmiotu �Programowanie obiektowe� w dwóch wersjach �
dla elektroników oraz dla informatyków,

� wykªad z przedmiotu �Podstawy sztucznej inteligencji�,

� 1/3 wykªadu i projekt z przedmiotu �Metody ewolucyjne i uczenie si¦ maszyn�,

� projekt z przedmiotu �Metody bioinformatyki�,

� projekt z przedmiotu �Metody odkrywania wiedzy�,

� projekt z przedmiotu �Uczenie si¦ maszyn�,

� projekt z przedmiotu �Wst¦p do algorytmów ewolucyjnych�,

� projekty lub laboratoria na studiach angloj¦zycznych z przedmiotów: �Advanced Arti�-
cial Intelligence�, �Arti�cial Intelligence Fundamentals�, �Object Oriented Programming�.

� Obecnie na Wydziale Elektroniki i Technik Informacyjnych PW prowadz¦:

� wykªad i ¢wiczenia z przedmiotu �Wprowadzenie do sztucznej inteligencji�,

� projekty z przedmiotu �Zaawansowane programowanie w C++�,

� projekty z przedmiotu �Uczenie maszynowe�.

6.2 Osi¡gni¦cia organizacyjne

� Od 2018 roku jestem czªonkiem komitetu programowego: ENUM - Evolutionary Numerical
Optimization Track Programme Committee of the Genetic and Evolutionary Computation
Conference (GECCO). Jest to konferencja mi¦dzynarodowa z grupy A (wedªug CORE).

� Byªem czªonkiem komitetu naukowego konferencji: TRIZ Future 2022.

� Byªem sekretarzem platformy �Robotyka + AI�. W ramach prac udaªo nam si¦ zebra¢ i spisa¢
kompetencje zespoªów z caªej PW, w zakresie przydatnym do stworzenia robota kompana.

� Byªem sekretarzem komisji powoªanych do przeprowadzenia publicznych obron rozpraw dok-
torskich: Marka Adamka, Grzegorza Ja±kiewicza, Szymona Jabªo«skiego, Adama Buraczew-
skiego, �ukasza Bartnika.

� Byªem kierownikiem w PW w projekcie: �Metody symulacji i analizy sieci logistycznych ope-
ratorów pocztowych�. NCBR. 01-12-2019 � 30.08.2022. Skªad konsorcjum: SHG, PW, Poczta
Polska S.A.

� Byªem kierownikiem odpowiedzialnym za wykonanie zadania T4.2 w projekcie �Logistyka i
technologie monitoringu oraz sposoby ochrony ±rodowiska przed rozpocz¦ciem prac, w trakcie
wiercenia, w procesach szczelinowania hydraulicznego oraz na etapie eksploatacji, w tym
monitoring wód podziemnych, powietrza, haªasu, gleby, emisji gazów i innych�, 2013-2016.
Skªad konsorcjum: Akademia Górniczo-Hutnicza im. Stanisªawa Staszica w Krakowie (AGH),
Instytut Nafty i Gazu, Polskie Górnictwo Naftowe i Gazownictwo S.A. (PGNiG), Politechnika
Warszawska (PW).

� Jestem regularnie recenzentem dla presti»owych konferencji naukowych:

27



� IEEE Congress on Evolutionary Computation (CEC),

� The Genetic and Evolutionary Computation Conference (GECCO).

� Jestem regularnie recenzentem dla czasopism:

� Swarm and Evolutionary Computation,

� Applied Soft Computing Journal.

� Recenzowaªem równie» dla:

� TRIZ Future 2022,

� Conference on Methods & Models in Automation & Robotics,

� Journal of Computational Science,

� Journal of Engineering Optimization,

� The Computer Journal.

� Byªem przewodnicz¡cym sesji �Special Session Associated with Competition on Real Para-
meter Single Objective Bound Const II� podczas konferencji mi¦dzynarodowej 2022 IEEE
Congress on Evolutionary Computation (CEC).
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